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Resumo

Anticorpos sao elementos criados pelo sistema imunolégico adaptativo dos mamiferos, a
partir da identificagao de um epitopo (segmento de uma parte externa de um antigeno) es-
tranho ao corpo hospedeiro, com a finalidade de combate especifico ao epitopo identificado.
O desenho de anticorpos a partir de epitopos tem sido muito pesquisado no tratamento
de certas doencas virais, e de alguns tipos de cancer que nao respondem de maneira eficaz
aos tratamentos convencionais. Nesta pesquisa, procuramos obter dados para treino e
teste de preditores computacionais de anticorpos a partir de epitopos, e desenhamos uma
arquitetura para avaliagao. Assim, alguns bancos de dados publicos de epitopos e anticor-
pos foram avaliados. Foi possivel verificar que a escassez de registros para treino e teste
diminui a riqueza de informagoes. Meétricas consideradas mais relevantes para anélise
de proteinas foram revistas e adaptadas para funcionamento em sequéncias com preen-
chimento (padding), necesséarias no caso do treino por lote. Um modelo de aprendizado
profundo, baseado em processamento de linguagem natural e utilizando Redes Neurais
Recorrentes para a predigao de CDRs(Complementarity Determining Regions), as prin-
cipais partes dos anticorpos, a partir de epitopos foi implementado e avaliado. Apesar
do bom desempenho nos treinos, experimentamos uma situacao persistente de overfitting
com baixa generalizagao, mesmo apoés a aplicacao de técnicas como weight decay, data
augmentation e dropout. Por fim, lancamos mao de g¢rid search, o que permitiu uma
pequena melhora dos resultados quando da aplicacao de weight decay.



Abstract

Antibodies are elements created by the adaptive immune system of mammals, from the
identification of an epitope (segment of an external part of an antigen) foreign to the
human body, with the purpose of specifically combating the identified epitope. The
design of antibodies from epitopes has been extensively researched in the treatment of
certain viral diseases, and of some types of cancers that do not respond effectively to
conventional treatments. Thus, some public databases of epitopes and antibodies were
evaluated. It was possible to verify that the scarcity of records for training and testing
reduces the wealth of information. Metrics considered most relevant for protein analysis
were reviewed and adapted to function in padding sequences, necessary in the case of
batch training. A deep learning model, based on natural language processing and using
Recurrent Neural Networks to predict CDRs(Complementarity Determining Regions),
the main parts of antibodies, from epitopes was implemented and evaluated. Despite the
good performance in training, we experienced a persistent situation of overfitting with low
generalization, even after applying techniques such as weight decay, data augmentation
and dropout. Finally, we used grid search, which allowed a small improvement in results
when applying weight decay.
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Capitulo 1

Introducao

Avancos recentes em aprendizado de méquina tém se mostrado muito promissores quando
aplicados em biologia molecular, por permitirem uma abordagem menos complexa e me-
lhor acuracia nos resultados. Destacam-se entre as tecnologias as redes neurais de aprendi-
zado profundo, em especial, arquiteturas como RNN (do inglés, Recurrent Neural Network,
CNN (do inglés, Convolutional Neural Network) e Autoencoders, que aprendem as carac-
teristicas necessarias ao objetivo da previsao, extraindo-as de maneira automatica. Esta
pesquisa avalia a aplicagao inicial destas tecnologias no campo da imunologia, para o
desenvolvimento de anticorpos, dada uma necessidade especifica.

1.1 Conceitos de biologia molecular e imunologia

Aminoacidos sdo compostos constituidos, em sua grande maioria, por carbono (C),
oxigénio (O), hidrogénio (H) e nitrogénio (N), sendo que alguns também contém enxofre
(S) ou selénio (Se). Sua estrutura é composta por um carbono central, chamado carbono
a, onde estao ligados: um grupo amina (NHsy), um grupo carboxila (COOH), um &tomo
de hidrogénio e uma cadeia lateral, que define seu nome e suas propriedades [8]. Nos
humanos, existem dezenas de aminoécidos sendo, os 20 chamados basicos ou principais,
apresentados na Tabela com suas respectivas abreviaturas.

Os aminoacidos podem ser classificados em: polares ou apolares, hidrofébicos ou hi-
drofilicos, e neutros, acidos ou basicos. Aminoacidos podem formar cadeias chamadas
peptideos, através de ligagoes peptidicas, quando o grupo amina de um aminoacido
(que perde um hidrogénio), liga-se a outro aminoécido no grupo carboxila (que perde um
radical OH), liberando uma molécula de agua.

As proteinas sao cadeias com varias dezenas, centenas ou mais aminoacidos produ-
zidos pelos seres vivos. Proteinas ou segmentos de proteinas podem ser representadas
por sequéncias das abreviagoes citadas na Tabela [I.I} Por exemplo, o segmento de um
anticorpo formado pela sequéncia de aminoicidos Alanina, Valina, Glicina, Isoleucina,
Glicina, Alanina, Valina e Fenilalanina, pode ser representado como

Ala-Val-Gly-Ile-Gly-Ala-Val-Phe

usando as abreviagdes de trés letras (Abrev.3), ou
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Tabela 1.1: Vinte aminoacidos bésicos e suas abreviacoes

Nome Abrev.3 Abrev.1
Alanina Ala A
Cisteina Cys C
Aspartato Asp D
Glutamato Glu E
Fenilalanina Phe F
Glicina Gly G
Histidina His H
Isoleucina Ile I
Lisina Lys K
Leucina Leu L
Metionina Met M
Asparagina Asn N
Prolina Pro P
Glutamina Gln Q
Arginina Arg R
Serina Ser S
Treonina Thr T
Valina Val v
Triptofano Trp W
Tirosina Tyr Y

AVGIGAVF

usando as abreviagoes de uma letra (Abrev.1).

As proteinas podem ser representadas por sua estrutura primaria, secundéria, tercia-
ria e, em alguns casos, quaternaria. A estrutura primaria corresponde simplesmente
a sequéncia de aminoacidos que a constitui. Alguns segmentos desta estrutura primaria
podem se organizar em estruturas secundarias, sendo as principais denominadas (em
inglés) « hélices e [ sheets. As « hélices sao partes da estrutura da proteina que se
estabilizam em formato de mola, através de pontes de hidrogénio. De maneira semelhante,
[ sheets sao estruturas compostas por duas ou mais  strands (sequéncias alinhadas de
aminoécidos), estabilizadas entre si por pontes de hidrogénio. As sequéncias curtas de
aminoécidos que ligam as estruturas secundarias sdo chamadas algas (em inglés, loops).
Padroes de estruturas secundarias ou sequéncias primarias sao ocasionalmente chamadas
de motivos (em inglés, motifs). As estruturas terciarias das proteinas correspondem
a sua estrutura 3D(tridimensional). Esta estrutura depende principalmente das carac-
teristicas polares, apolares, hidroéfilas e hidrofébicas dos aminoédcidos e do meio onde se
encontra a proteina. Estruturas quaternarias ocorrem quando proteinas se ligam for-
mando complexos proteicos maiores.

A conformacao da estrutura terciaria e sua constitui¢ao priméaria sao as responsaveis
pelas propriedades da proteina no organismo. As principais fun¢des no organismo sao:

e comunicagao, por exemplo, como é o caso da insulina no controle do nivel de agtcar
do sangue;
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e cnzimatica, por exemplo, a acao da a-amilase que auxilia na quebra das moléculas
de amido no processo digestivo;

e transporte, por exemplo, a bomba de calcio durante a contragao muscular;

e armazenamento, por exemplo, no caso da ferritina que permite o armazenamento
de ferro em uma forma nao toéxica;

e estrutural, como por exemplo, o coldgeno; e

e defesa, como no caso dos anticorpos produzidos pelas células B do sistema imuno-
logico.

O sistema imunolégico ¢ um dos sistemas mais complexos existentes nos seres hu-
manos. O sistema tem a capacidade de identificar e proteger o corpo de agentes estranhos
chamados patégenos que podem ser micro-organismos como, por exemplo, virus, bacté-
rias e parasitas, e também substancias nocivas.

Esta protegao é executada por um vasto conjunto de elementos (células e proteinas) do
sistema imunolégico, alguns destes nativos, de agao mais ampla e rapida, como as células
natural killer (células NK), e outros adaptativos e de agdo mais lenta, letal e especifica
como as células T, células B e anticorpos (Ab) [8, p.4].

A ativacao do sistema imunolégico nativo se d4 de maneira espontanea, através da
identificacao de sequéncias repetitivas. No caso do sistema imunolégico adaptativo, o
agente estranho é identificado por macromoléculas liberadas ou em sua superficie chama-
das antigenos (Ag), sendo que um patogeno pode conter varios antigenos. Os antigenos
possuem regioes chamadas de epitopos que sao as menores regioes identificaveis a partir
das quais uma resposta imunoloégica adaptativa pode ser ativada. A resposta imu-
nolégica consiste na producao envio de elementos do sistema imunolégico para combate
ao antigeno, causando, inicialmente, sua desativacao ou bloqueio, através do acoplamento
adequado de um anticorpo a um epitopo do antigeno. Apo6s acoplamento do anticorpo ao
antigeno, o anticorpo atrai outros elementos do sistema imune para auxiliarem na destrui-
¢ao completa do patogeno. As regioes de acoplamento entre o antigeno e o anticorpo sao
de especial importancia para o presente trabalho, e serao apresentadas em mais detalhes
a seguir.

Os anticorpos sao proteinas chamadas imunoglobulinas (Ig) produzidas pelas células
B e podem possuir uma ou mais estruturas em formato de Y. Cada uma destas estruturas
é composta por um par de proteinas constituidas por duas cadeias: uma pesada, conhecida
como Heavy Chain (H), e uma leve, chamada de Light Chain (L). As cadeias leve e
pesada possuem duas regides: uma constante (c) e outra variavel (v). Assim, o anticorpo
pode ser dividido em um fragmento constante (Fc) e um fragmento variavel (Fv), como
pode ser visto na Figura (1.1}

Cada uma das extremidades dos bracos do Y, compostas por parte da regiao constante
e pela regido variavel também ¢é chamada de fragmento ab (Fab). No fragmento Fv existe
uma regido de hiper-variagao, onde residem as CDRs (Complementarity-determining
regions), sendo o conjunto de CDRs chamado de paratopo. O paratopo é composto
por trés regioes de hiper-variacao: CDR1, CDR2 e CDR3. Cada uma destas regioes
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possui uma parte na cadeia pesada (H1, H2 e H3) e uma parte na cadeia leve (L1,
L2 e L3). Assim, cada estrutura em Y possui um par de paratopos, cada um com trés
CDRs, totalizando 12 regies de hiper-variagao [8, p.15].
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Figura 1.1: Estrutura de um anticorpo

As CDRs sao as regides dos anticorpos responsaveis pela ligacdo com o epitopo do
antigeno, causando sua desativacao e posteriormente, sua destruicao. Podem existir varias
CDRs diferentes que permitem ligagdo com um mesmo epitopo. A eficidcia de um anticorpo
estd diretamente associada & qualidade do acoplamento (em inglés, docking) entre o
paratopo e o epitopo correspondente. Por sua vez, esta qualidade e estabilidade estao
diretamente relacionadas a estrutura 3D dos elementos envolvidos e a forca de ligagao.
Observou-se que esta forga e especificidade é determinada, principalmente, pelas CDR3.

1.2 Motivacao

A evolucao propiciou aos humanos o sistema imunologico adaptativo, que funciona de
maneira semelhante a capacidade de adaptacao, através de mutacao, dos micro organis-
mos, que geram novas cepas resistentes as defesas existentes. Este sistema possui filtros
que procuram evitar a criagao de anticorpos que possam atacar as proprias células do
corpo (filtragem contra o proprio). Falhas na agdo destes filtros podem gerar doencas
auto-imunes [§, p.8-11]. Estes filtros, ao mesmo tempo que nos protegem de um processo
autoimune, também limitam a produgao de anticorpos contra células cancerigenas, pois
estas sao muito semelhantes as células normais.

Ha algum tempo sao estudadas técnicas para auxilio ao sistema de defesa humano
através, por exemplo, da criagao de anticorpos monoclonais (mAb) e técnicas de enxerto,
onde partes funcionais de anticorpos de outros mamiferos sao enxertadas em estruturas
de anticorpos humanos, permitindo assim o transporte da resposta imunolégica entre
espécies [9]. Infelizmente, tais técnicas sdo custosas e com resultados limitados a aplicagoes
especificas.

Outros métodos envolvendo bioinformatica criam anticorpos através da reorganiza-
¢ao de partes de estruturas secundarias de anticorpos conhecidos e, em alguns casos, a
substituicao de partes das sequéncias de aminoacidos das CDRs para a criagao de novos
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anticorpos [4, [15]. Estas técnicas envolvem avaliagdes da estrutura 3D das proteinas, cal-
culos de entropia e energia de ligagao, além de estudos de acoplamento espacial (docking)
que normalmente exigem grande capacidade computacional, e ainda gerando informacoes
aproximadas e nem sempre completamente conclusivas.

Como qualidade do acoplamento entre epitopo e paratopo depende fortemente da
estrutura 3D destes, e esta de suas constitui¢oes primarias, é razoével considerar a pos-
sibilidade de previsao do paratopo (CDRs) a partir da estrutura priméaria do epitopo.
Mais especificamente, estudos mostram que a CDR3 é a principal responsével pela qua-
lidade deste acoplamento. Pretendemos, nesta dissertacao, examinar a factibilidade de
aprendizado por maquina da relacao entre epitopos e paratopos.

A determinagao das CDRs para um epitopo especifico utilizando-se sua estrutura
priméria é de grande interesse, pois, por nao envolver estruturas 3D, pode reduzir a
complexidade do trabalho e consequentemente os recursos computacionais necessarios.

Uma vez encontradas sugestoes de CDR3 para epitopos de interesse in silico, a intengao
é confirmar a qualidade destas sugestoes in vitro. Como os anticorpos sao proteinas, esta
confirmacao pode ser feita através da alteracao genética de uma célula eucarionte ou
bactéria, de modo a fazé-la produzir proteinas com as caracteristicas desejadas, no nosso
caso, anticorpos com a CDR3 sugerida. Apds a produgao, estes anticorpos podem, entao,
ser testados no laboratorio contra os epitopos de interesse inicialmente escolhidos, por
exemplo utilizando teste ELISA (Enzyme Linked Immuno Sorbent Assay).

A relativa facilidade de criacao de anticorpos com CDR3 desejada, a menor comple-
xidade e recursos associados aos estudos a partir de estruturas primarias e a capacidade
de evitar a filtragem negativa contra o préprio sao os principais fatores motivantes desta
pesquisa.

Acredita-se que, através desta pesquisa, a criagao de anticorpos diretamente a partir
dos epitopos e evitando a filtragem contra o préprio, possa vir a sugerir anticorpos que
nunca seriam produzidos pelo corpo, e que, mesmo com efeitos colaterais, em condig¢oes
controladas, podem ser tteis no combate ao cancer.

1.3 Objetivos

A possibilidade de desenvolvimento de anticorpos especificos a partir de epitopos pode ser
considerada como um dos maiores avangos que a tecnologia poderé trazer nos proximos
anos. Esta pesquisa tem como objetivo iniciar esta busca, tendo como base as técnicas
de aprendizado de méquina desenvolvidas nos ultimos anos. Neste sentido, tem-se como
elementos essenciais para este desenvolvimento:

e encontrar fontes de dados de qualidade e com tamanho suficiente para o treinamento
dos modelos;

e identificar e entender métodos estado-da-arte disponiveis atualmente;
e definir métricas apropriadas para avaliacao da performance e resultado dos modelos;

e avaliar os métodos disponiveis, permitindo a sele¢ao das técnicas mais promissoras
a serem aplicadas.
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1.4 Contribuicoes

O desenvolvimento de anticorpos é uma area de grande interesse e investimentos atual-
mente, tanto na busca da cura para doencas transmissiveis quanto para tratamento do
cancer. Varias técnicas focadas nas estruturas 3D continuam sendo avaliadas e aprimora-
das neste sentido, porém, normalmente demandam grandes recursos humanos e compu-
tacionais.

Uma das contribuicoes esperadas deste trabalho é a avaliagao das bases disponiveis
para estudos utilizando aprendizado de maquina, visto que cada uma fornece dados em
um formato especifico e identificando as CDRs diferentemente.

A principal contribuicao é a avaliagao de algoritmos focados nas estruturas priméarias
para previsao de CDR3 a partir de epitopos, tendo-se como foco o quanto que estes al-
goritmos podem aprender das caracteristicas necessarias para esta previsao. Acreditamos
que a identificagao ou criacao de métricas especificas que possam auxiliar o aprendizado
seja um dos pontos que possam melhorar o desempenho destes algoritmos.

1.5 Organizacao deste documento

O restante deste documento esta organizado como segue. No Capitulo [2] é apresentada a
revisao da literatura. No Capitulo |3|apresentamos uma avaliacao de algumas das bases de
dados puiblicas de interesse e, detalhamos a estrutura da base escolhida e as bases geradas
para teste do modelo. No Capitulo [4] sao apresentados os algoritmos desenvolvidos e
utilizados na pesquisa. No Capitulo[b|sao apresentados a arquitetura proposta para estudo
e os resultados obtidos. No Capitulo[6] os resultados sao comentados frente aos problemas
e contribuigoes e, por fim, sao propostas algumas novas linhas de pesquisa. Resultados
de todos os testes executados sao apresentados nos Apéndices [A] e Bl A configuragao da
infraestrutura computacional utilizada é apresentada no Apéndice [C]
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Capitulo 2

Revisao da literatura

Os avancos recentes em aprendizado de maquina tém se mostrado muito promissores
quando aplicados em biologia molecular por permitirem uma abordagem menos complexa
e com acuracia nos resultados. Destacam-se entre as tecnologias as redes neurais de
aprendizado profundo, em especial arquiteturas como RNN (do ingles, Recurrent Neural
Network, CNN (do inglés, Convolutional Neural Network) e Autoencoders, que aprendem
as caracteristicas necessarias ao objetivo da previsao, extraindo-as de maneira automa-
tica [2, [7, 19]. Ofer e colegas [2I] mostraram que a similaridade entre a representagao
das sequéncias de aminoacidos nas estruturas primarias e a linguagem natural permitem
o uso de técnicas e arquiteturas de NLP (Natural Language Processing) no entendimento
das proteinas em suas diversas representagoes estruturais.

Em pesquisas recentes, algumas abordagens utilizando aprendizado profundo e estru-
turas primarias foram relatadas. Akbar e colegas [I] encontraram um vocabulario de
motivos estruturais, derivados de sequéncias de residuos das regioes de contato entre o
epitopo e do paratopo. Estes motivos estruturais, convertidos em sequéncias e utilizando
um algoritmo baseado em traducao através de redes neurais (Neural Machine Transla-
tion) [I7], obtiveram bons resultados na previsao de motivos do paratopo a partir de
motivos do epitopo e vice-versa. Ja o mesmo teste, usando apenas as sequéncias de re-
siduos de epitopos e paratopos, e comparando resultados (paratopo previsto x paratopo
original) utilizando distancia normalizada de Levenshtein, néo teve resultados significati-
VOS.

Os resultados obtidos a partir de motivos estruturais mostram uma capacidade de
previsibilidade dos motivos de 60% a 70% (erro médio de previsao de 40% a 30%). Assim,
considerando que os motivos mantém um bom nivel de relacionamento com as respecti-
vas sequéncias de residuos, as regioes associadas aos motivos podem ser previstas com,
praticamente, o mesmo nivel de previsibilidade. Este resultado, apesar de interessante,
nao permite a previsao das sequéncias completas das CDRs, pois 0os motivos nao cobrem
completamente estas regioes, que é justamente um dos objetivos de nossa pesquisa.

Em alguns casos, a sequéncia do epitopo nao é conhecida. Técnicas de biologia mole-
cular, como phage display, podem ser utilizadas nestes casos para aprimorar a afinidade de
anticorpos, através da criagao de novos anticorpos derivados de um anticorpo conhecido,
por meio da randomizacao da CDRH3. Apesar de resultados satisfatorios, este processo é
muito custoso. Liu e colegas [I5], desenvolveram um método de selegao, utilizando redes
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neurais, que permite a selegao in silico, melhorando a especificidade e afinidade dos anti-
corpos. A selecao é feita através do treino de uma rede neural para rejeicao de anticorpos
que tenham afinidade com outros alvos. Este método difere de nossa proposta por utilizar
anticorpos conhecidos e melhora-los, nao envolvendo as caracteristicas do epitopo como
entrada.

Mason e colegas [20] utilizaram RNN e CNN em outra abordagem. A partir do CDRH3
de um anticorpo conhecido, especifico para um determinado antigeno, foram geradas
combinagoes associadas a dez aminoicidos. Uma RNN e uma CNN foram treinadas para
selecionar sequéncias com capacidade de acoplamento ao antigeno desejado. Para ambos
os casos, foram feitos ajustes nos hiper-parametros utilizando grid search. Por fim, apos
uma pré-filtragem, as sequéncias originalmente geradas foram aplicadas as redes treinadas,
sendo que a selecao final é dada pelo consenso entre os resultados das duas redes. Com
esta abordagem, foi possivel uma nova selecao da ordem de 10% das sequéncias com
maior probabilidade e qualidade de acoplamento. Para aferir o resultado, outros métodos
de avaliacao de acoplamento foram utilizados, mostrando que, em uma amostra de 30
sequéncias, dentre as selecionadas, todas tinham boa capacidade de acoplamento. Esta
abordagem, como a anterior de Liu e colegas, consiste em otimizacao de anticorpos, pois
partem de anticorpos conhecidos e dos epitopos.

Algumas abordagens utilizando a estrutura 3D foram estudadas, porém também nao
partem do epitopo e visam a construcao, otimizagao e avaliacao de anticorpos. Baran e
colegas [4] propuseram o algoritmo AbDesign, que cria anticorpos a partir de backbones e
segmentos de outros anticorpos conhecidos. Estes entao sao otimizados através de ajustes
nas sequéncias e avaliacao de estabilidade e atividade e forca de ligacao ao alvo escolhido.

Outro estudo utilizando estrutura 3D propde um método computacional genérico para
desenho de anticorpos com alta especificidade e afinidade para um epitopo de um anti-
geno [23]. O método parte de uma estrutura canoénica de CDR no qual aminoécidos sao
agregados utilizando-se de fungoes de energia, tabela de rotameros e processos ciclicos
de otimizagao através de programacao linear inteira-mista. O preenchimento é executado
para cada CDR na seguinte ordem: H3, L3, H2, H1, L1 e L2, de maior aproximagao das
CDRs com o epitopo. Neste caso, o método tem foco no desenho das CDRs que, uma vez
desenhados e otimizados pelo método proposto, podem ser enxertados em uma estrutura
genérica de um anticorpo. O processo foi aplicado em trés casos onde tinha-se epitopo e
um anticorpo de referéncia, gerando anticorpos com caracteristicas de grande afinidade
com 0s respectivos epitopos.

Em todos os trabalhos citados até o momento, o foco de desenvolvimento esta nos
anticorpos, utilizando os epitopos, de maneira geral, apenas para avaliacao de afinidade e
qualidade do resultado. Existem alguns estudos onde o foco é a identificacao ou previsao
de epitopos [25] [16, 12, 20, 28]. A exatidao no sequenciamento de um antigeno é a
informacao de partida para se definir precisamente qual alvo da CDR deseja-se prever.

Bowman e colegas [6] exploraram uma técnica chamada Vacinologia Reversa. Esta
técnica busca identificar potenciais epitopos a partir do antigeno, utilizando técnicas de
aprendizado de méaquina, como por exemplo, SVM (Support Vector Machine) entre outras.
A identificacao de epitopos especificos permite o desenvolvimento de vacina de maneira
mais rapida e eficaz.
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Em relagao a técnicas especificas para o previsao e desenvolvimento de CDR, varias
abordagens sao possiveis e alguns conhecimentos sao essenciais como: sequéncia do epi-
topo de interesse, arquitetura de referéncia do anticorpo, entendimento da natureza da
interacao Ag-Ab e conhecimento das caracteristicas das CDRs.

O conhecimento das caracteristicas das CDRs e interagoes Ag-Ab foram estudadas por
Ofran e colegas [22]. A partir de dados estruturais de complexos Proteina-Ab disponiveis
no PDB (Protein Data Bank) e SCOP (Structural Classification of Proteins), foram feitos
estudos para a determinagao dos pontos de contato e, a partir destes, as posi¢oes de inicio
e fim das CDRs. Residuos nas CDRs estao em contato com residuos dos epitopos em
98% dos casos. Foi verificado que a frequéncia de ocorréncia de aminoacidos ¢ diferente
quando comparadas as CDRs, epitopos e o restante da estrutura dos anticorpos, havendo
também diferenca na frequéncia entre as cadeia H e L.

Alguns modelos mais recentes utilizam-se de aprendizado nao supervisado buscando
um entendimento da linguagem das proteinas, isto é, as regras que regem as sequéncias
de aminoéacidos. Vig e colegas [30] avaliaram profundamente os mecanismos de aten-
¢ao da arquitetura BERT, treinado apenas com a estrutura priméaria das de proteinas,
e mostraram que esta é capaz de aprender diversas propriedades como: a atencao sobre
cada tipo de aminoacido tem grande correlacao com regras de substituicao de proteinas
sugeridas pela tabela BLOSUM; outras camadas de atencao conseguem aprender propri-
edades de contato entre aminoéacidos que produzem as estruturas secundérias e terciarias;
e camadas mais profundas mostram relacionamento entre a atengao e sitios funcionais.
Rao e colegas [24] foram mais a fundo e mostraram que é possivel extrair as propriedades
de contato das camadas de atencao utilizando-se de um novo modelo obtido através de
transfer learning com a adigdo de uma camada final e um pequeno retreino para ajuste
fino (fine tunning).

Varios métodos de numeracgao destas posi¢oes foram propostos e sao utilizados, depen-
dendo das aplicagoes e dos diversos métodos de engenharia de anticorpos desenvolvidas [9].
Os esquemas de numeracao sao baseados em diferentes alinhamentos das sequéncias de
aminoacidos e consideram, em alguns casos, a existéncia de insercoes e espagos vagos para
nao alterem a sequéncia da numeragao. Os esquemas de numeragao Kabat e IMGT sao
baseados em alinhamentos nas sequéncias da estrutura dos anticorpos, enquanto outros
como Chotia tém maior relagao com as estruturas das algas.

Abordagens nas pesquisas sobre proteinas podem envolver foco em suas estruturas pri-
marias, secundarias ou terciarias. No caso de pesquisas envolvendo estruturas primarias,
a comparacao entre sequéncias é a operacao mais importante e envolve varios conceitos
como, por exemplo, alinhamento e similaridade. Setubal e Meidanis [27, Cap 3| apresen-
tam alguns algoritmos de grande importancia para esta pesquisa, como o Algoritmo [I] de
calculo de similaridade e o Algoritmo [2| de célculo de similaridade em banda, que é mais
otimizado apesar de envolver algumas restri¢oes de uso.
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Algoritmo 1: Algoritmo de calculo da similaridade entre duas sequéncias como
proposto por Setubal e Meidanis [27, Sec 3.2]. Os valores das constantes GAP,
MATCH e MISMATCH estao definidas na Tabela [£.4l Por convengao, foi con-

siderado que a primeira posi¢ao das sequéncias possui indice zero (|0]).

Result: similaridade entre as sequéncias s e t
Function sim(s,t)
m < |sl;
n < [t];
for i de 0 até m do

| ali,0] < i*x GAP
end
for j de 0 até n do

| al0,j] + jx GAP
end
for i de 1 até m do
for j de 1 até n do

if sfi-1] = t[j-1] then
| d <+ MATCH
else
| d <+ MISMATCH
end
ali, j] < maz(ali — 1,j] + GAP,a[i — 1,5 — 1] + d, a[i,j — 1| + GAP)
end
end

return a/m,n/
end

Outra métrica interessante para comparacao de sequéncias é a distancia de edicao [32],
também chamada distancia de Levenshtein, que pode ser calculada utilizando o Algo-
ritmo Bl
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Algoritmo 2: Algoritmo de calculo da similaridade entre as sequéncia s e t, limi-
tando a k a diferenga no nimero de gaps nos alinhamentos entre s e ¢, adaptado
de Setubal e Meidanis [27, Sec 3.3.4], para sequéncias de tamanhos distintos.
Os valores das constantes GAP, MATCH e MISMATCH sao definidas na Ta-
bela [I.5 Por convengao, foi considerado que a primeira posigao das sequéncias
possui indice zero ([0]).

Result: melhor avaliacao de similaridade entre as sequéncias s e t, limitando a
diferenga de gaps nos alinhamentos entre s e t a k.
Function InsideStrip(i,j,k)
| return —k<i—j<k
end
Function sim_ banda(s,t,k)
m < |s|;
n < |t];
for i de 0 até k do
| ali,0] «+ ix GAP
end
for j de 0 até k do
| al0,j] « jx GAP
end
for i de 1 até m do
for d de -k até k do
Jj1+d;
if 1 <75 <n then
if s/i-1] = t[j-1] then
| ali,j] «ali — 1,5 — 1]+ MATCH
else
| ali,j] < ali—1,j — 1]+ MISMATCH
end
if InsideStrip(i-1,j,k) then
| ali, j] < max(ali, 5], ali — 1, j] + GAP)
end
if InsideStrip(i,j-1,k) then
| ali, j] < max(ali, j],ali,j — 1] + GAP)
end

end
end

end
/* trata os casos quando a diferenga entre o tamanho das
sequéncias é maior que k
if n>m+ & then
| a[m,n] < alm,m+k]+ (n—m—k)x GAP
end
if m >n+k then
| alm,n] < aln+k,m]+ (m—n—Fk)xGAP
end
return a/m,n/
end

*/
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Algoritmo 3: Calculo da distancia de Levenshtein entre duas sequéncias. Por
convencao, foi considerado que a primeira posicao das sequéncias possui indice
zero (]0]).

Result: distancia de Levenshtein entre as sequéncias s e t

Function dist leven(s,t)

m < [s;

n < [t;

for ¢ de 0 até m do
| ali,0] <

end

for j de 0 até n do
| al0,4] <

end

for ¢ de 1 até m do

for j de 1 até n do

if sfi-1] = t[j-1] then
ali, jl < ali — 1,7 — 1]

else
| ali,j]+ali—1,j—1]+1
end
ali, j] < min(ali — 1, 5] + 1,ali, jl,ali,7 — 1] + 1)
end
end

return a/m,n/
end

Outro fator importante, considerando a possibilidade de previsao executada por mo-
delos de aprendizado de méquina, ¢ a existéncia de dados precisos, completos e curados
para treinamento dos modelos. Neste sentido, a Immune Epitope Database - IEDB é uma
alternativa atraente, por fornecer acesso publico e livre & base [I§].
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Capitulo 3

Descricao da fonte de dados

O treino, o teste e a validagao de modelos de aprendizado profundo necessitam, normal-
mente, de uma amostra grande de dados que representem adequadamente o espaco de
possibilidades onde o modelo iréd ser utilizado. Em nosso caso, em especial, tais informa-
¢oes sao obtidas por processos de sequenciamento e anélise de afinidade efetuados durante
varios anos e registrados em bases de dados, de modo geral, com objetivos especificos.

Este capitulo detalha e avalia a obtencao dos dados utilizados para treino e avaliagao
do modelo proposto.

3.1 Introducao

Dados sao elementos essenciais para o treinamento, validagao e teste de modelos de apren-
dizado de méquina. A disponibilidade de dados publicos sobre proteinas é bem ampla,
sendo a Protein Data Bank (PDB), disponibilizada pela Worldwide PDB (wwPDB) [5],
a principal base aberta disponivel. Entretanto, para nosso objetivo que envolve proteinas
especificas (anticorpos) e seus epitopos correspondentes, a PDB nao nos atende, e bases
publicas sao mais restritas. Além disso, para esta pesquisa é importante que a base te-
nha informacoes complementares sobre a qualidade da ligacdo Ag-Ab, se as informacoes
existentes envolvem sequéncias curadas ou nao, se as ligagoes foram efetivas e realmente
provocaram a elimina¢ao do antigeno, se as sequéncias correspondem a pares de CDRs
(um de cadeia leve e um de cadeia pesada) e ainda que estejam disponiveis as sequéncias
primarias das CDRs e epitopos, pois estas estao no formato adequado, no caso sequéncias,
para utilizagao no modelo proposto.
Inicialmente trés bases foram consideradas promissoras:

e IEDB [31]. The Immune Epitope Database é uma base de acesso livre disponibili-
zado pela NIAID (National Institute of Allergy and Infectious Diseases). Contém
um catalogo de dados experimentais de epitopos de anticorpos e células T relativos
a estudos em humanos, outros primatas e outras espécies de animais no contexto
de doengas infecciosas, alergias, doengas autoimunes e transplantes. O site também
fornece ferramentas para auxilio na predigao e analise de epitopos. A IEDB possuia
em 26/12/2019, 618.745 epitopos peptidicos, 2.886 nao peptidicos, 492.022 ensaios
com células B, e epitopos de 3.788 organismos, associados a 20.791 referéncias.



29

e IMGT® [14] 13]. IMGT® & uma base criada em 1989 por Marie-Paule Lefranc
(Université de Montpellier e CNRS) especializada em imunoglobulinas (Ig), célu-
las T (TR) e complexo principal de histocompatibilidades (MHC). A base contém
informagoes sobre sequéncia, genoma, estruturas imunogenéticas e ferramentas de
suporte.

e AgAbDDb [10]. The Antigen-Antibody Interaction Database (AgAbDb) é uma base
de imunoinformatica desenvolvida pelo Centro de Bioinformética da Universidade
de Pune, na India, e contém informacoes sobre a interacdo molecular entre anti-
genos proteicos e peptidicos caracterizados por estruturas de co-cristais. Além das
informagoes de interacao, o banco também possui informacgoes sobre a descri¢ao dos
antigenos e anticorpos, e a definicao dos residuos das cadeias H3 e L3, seguindo
a numeragao de Wu e Kabat [9]. A base AgAbDDb possuia, em 27/12/2019, 551
complexos Ag-Ab, sendo 389 complexos Proteina-Ab e 162 complexos Peptideo-Ab.

3.2 Métodos e materiais

Nesta secao é apresentado o resultado da anélise das bases piuiblicas e o processo de
construcao dos conjuntos de treino e teste.

3.2.1 Escolha da base

O primeiro passo seria a escolha da base ou bases para obtencao dos dados. Esta escolha
deveria garantir a disponibilidade, isto é, ser uma base de acesso estével e em crescimento,
e de facil selecao de sequéncias de pares epitopo-CDR curados. Considerando estes dois
fatores de facilidade e disponibilidade, foi possivel descartar quase que de imediato a base
AgAbDDb, pois, em trés tentativas durante o periodo de estudo e consulta de dados a
mesma nao estava disponivel. A base IMGT® também foi descartada como fonte de
dados, pois nao permitia consultas flexiveis para avaliacao de seu contetido o que nao
permitiu uma analise de sequéncias com as caracteristicas necessarias para a pesquisa.
Por fim, a base IEDB, além de informar a quantidade total de elementos na base, fornece
logo em sua primeira pagina, um mecanismo flexivel de busca e selecao, mostrando-se
portanto uma base viavel para analise e utilizacao.

3.2.2 Obtengao e analise de dados

Uma vez selecionada a base IEDB para avaliagao, prosseguimos com o processo de ex-
tracao de dados e analise. Assim, em 6/7/2020 efetuamos uma sele¢do no site com as
opgoes: Epitope = Linear, Assays = B-cell + Positive Only. Estes parametros per-
mitem selecionar apenas epitopos com sequéncias contiguas e que tenham células-B com
CDR correspondente. A selecao resultou em 955 registros na aba Receptor os quais foram
exportados em formato CSV.

Avaliando os dados exportados, notou-se que havia entre os epitopos casos nao de-
sejados, como produtos quimicos, sequéncias modificadas e epitopos nao lineares. Estes



30

casos foram entao excluidos, restando 751 registros de epitopos sequenciais. Novos casos
nao desejados foram identificados e removidos envolvendo anticorpos com duas cadeias
pesadas, ou duas cadeias leves, ou com apenas uma cadeia, resultando num total de 583
registros. Por fim, verificou-se que existiam triplas repetidas (Epitopo, CDRH3, CDRL3)
devido a ensaios distintos. As repeti¢oes foram removidas resultando em 472 registros
distintos, os quais constituem a base inicial para treinamento e teste do modelo. Esta
base ¢é referenciada neste texto como base Baseline Pesquisa IEDB.

A partir desta base inicial, duas outras etapas de processamento sao aplicadas para
geracao das bases: um para geracao dos conjuntos de treino e teste e outro para geragao
de outras bases através de diferentes processos de melhorias e data augmentation.

A partir da base Baseline Pesquisa IEDB, outras bases foram geradas, conforme certas
especificidades dos dados foram identificadas, e tentativas de manutencao ou ampliacao
da base (data augmentation) foram utilizadas. No total, oito bases foram geradas para
testes dos modelos, conforme detalhado na Tabela [3.1] O relacionamento entre as bases
estd ilustrado na Figura [3.1]

Exclusdo de
epitopos
repetidos
Diferenciagao
de epitopos
repetidos aumentada 10x aumentada 2x aumentada 2x aumentada 5x
com mutagao com mutacao com mutagao com mutacao
em 1 residuo em 1 residuo em 25% dos em 25% dos
residuos residuos

Figura 3.1: Relacionamento entre as bases

Os resultados obtidos com as bases e uma explicagao mais detalhada da motivacao de
sua criacao pode ser encontrada no Capitulo 5l A seguir, a estrutura de cada uma das
bases é apresentada.

3.2.3 Estrutura das bases

As bases sao compostas de dez conjuntos de registros de treino e registros de teste para
execugao de validacao cruzada dos modelos. Cada conjunto corresponde a selecao aleatoria
de 80% da base inicial derivada da pesquisa na IEDB, para o conjunto de treino e 20%
restantes para o conjunto de teste.

Tais conjuntos sao nomeados adicionando-se um sufixo _n com n entre 1 e 10. Como
exemplo, a base IEDB, derivada diretamente da pesquisa, apos os expurgos citados anteri-
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Tabela 3.1: Bases de Treino e Teste. ITEDB3 ¢é usada como baseline de avaliagao. As bases
aumentadas IEDB4 até IEDB7 sao sem repeticao de epitopos e foram aumentadas apenas
no conjunto de treino. As mutacoes foram aplicadas apenas nos epitopos.

Nome Treino Teste Descricao Resumida da Base

IEDB 377 95  Baseline Pesquisa IEDB

IEDB2 377 95  diferenciacao de epitopos repetidos

IEDB3 288 72  sem repeticao de epitopos

IEDB4 2880 72 aumentada 10x com mutacao em um residuo
IEDB5 576 72 aumentada 2x com mutac¢ao em um residuo
IEDB6 576 72  aumentada 2x com mutacao em 25% dos residuos
IEDB7 1440 72  aumentada 5x com mutacao em 25% dos residuos

Tabela 3.2: Cinco primeiros registros de treino de IEDB_1

Epitopo CDRH3 CDRL3
TKDTNNNL SIIYFDYADFIMDY SQSTHVPRT
NANPNANPNANPNAN ARVYSYGVPFDY CSYVGSDTWV
NWFDISKWLWYI AREGTTGWGWLGKPIGAFAH QQYGQSLST
VATALNPDPSQK VRQMGDY QHFWGTPFT
ARSNSTIARGGNSN  YYSDWDYAMDS WQGTHFPL
DAEFRHD VRYDHYSGSSDY WQGTHFPRT

ormente, ¢ composta dos seguintes conjuntos: IEDB_1, IEDB_2, IEDB_3, IEDB_4, IEDB_5,
TEDB_6, IEDB_7, IEDB_8, IEDB_9 e IEDB_10.

Uma amostra do conjunto de treino de IEDB_1 pode ser encontrada na Tabela [3.2]
Cada registro é composto por uma tupla (Epitopo, CDRH3 e CDRL3). Epitopo, CDRH3
e CDRL3 sao compostos por sequéncias de simbolos diretamente associados as sequéncias
de residuos (aminoécidos) que os compoem, sendo cada simbolo correspondente a letra
definida como Abrev.1 na Tabela[I.1] Para qualquer um dos modelos, ¢ possivel selecionar
qual atributo se deseja inferir a partir do epitopo entre: Epitopo, CDR3 (H3,L3), somente
H3 ou somente L3.

3.2.4 Base IEDB2

Esta base foi criada ap6s a identificacao da existéncia de registros com os mesmos epitopos
na base IEDB. Dada a selecao aleatoria, tais registros podem ocorrem nos conjuntos de
treino, nos conjuntos de teste e em ambos.

A existéncia de anticorpos com pares (CDRH3, CDRL3) distintos para um mesmo
epitopo ¢ algo esperado e conhecido, sendo estas variagoes normalmente associadas a
diferentes niveis de afinidade de ligagao.

Para diferenciacao entre os registros com o mesmo epitopo, nesta base, foi incluido
um residuo adicional, escolhido aleatoriamente, no final das sequéncias dos epitopos, redu-
zindo a probabilidade de existéncia de registros com epitopos iguais. Esta diferenciacao
foi aplicada nos registros com epitopos repetidos uma tnica vez antes da geragao dos
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Tabela 3.3: Exemplo de repeti¢ao de epitopo em registros de treino de IEDB_1

Epitopo CDRH3 CDRL3

NANPNANPNANPNANPNA TRGIIVGDTWHFDP MQSIQLVT
NANPNANPNANPNANPNA AACSNVGCYVY MQGTHWPDT
NANPNANPNANPNANPNA TVWYLETPDDGFDI QAWDSGIWV
NANPNANPNANPNANPNA AKSTGDNWEDP QQRSNWYT
NANPNANPNANPNANPNA ARNVLDSSGYPTYFDY MQAVQTPLT
NANPNANPNANPNANPNA VKVEDYVRGSSHGGAFHI QQYSSYWT
NANPNANPNANPNANPNA AKVGDGTVAGTIDY MQGTHWWT
NANPNANPNANPNANPNA VKVGANWGWRYFDL MQGIHSWT

Tabela 3.4: Exemplo de diferenciacao de epitopo com insercao de residuo no conjunto de
treino IEDB2_1

Epitopo CDRH3 CDRL3

NANPNANPNANPNANPNATI TRGIIVGDTWHFDP MQSIQLVT
NANPNANPNANPNANPNAG AACSNVGCYVY MQGTHWPDT
NANPNANPNANPNANPNAN TVWYLETPDDGFDI QAWDSGIWV
NANPNANPNANPNANPNAE AKSTGDNWFDP QQRSNWYT
NANPNANPNANPNANPNAH ARNVLDSSGYPTYFDY MQAVQTPLT
NANPNANPNANPNANPNAD VKVEDYVRGSSHGGAFHI QQYSSYWT
NANPNANPNANPNANPNAF AKVGDGTVAGTIDY MQGTHWWT
NANPNANPNANPNANPNAA VKVGANWGWRYFDL MQGIHSWT

conjuntos de treino e teste. Assim, um registro no qual foi aplicada a diferenciacao pode
aparecer tanto no conjunto de treino, como no conjunto de teste.

Sao apresentados, na Tabela [3.3] um exemplo de epitopos repetidos no conjunto de
treino de IEDB_1, e na Tabela |3.4
IEDB2_1.

a diferenciacao produzida no conjunto de treino de

3.2.5 Base IEDB3

Esta base foi criada com objetivo de eliminagao de registros com os mesmos epitopos
na base IEDB. Desta forma todos os registros da base possuem epitopos distintos entre
si. Esta base é gerada a partir da base Baseline Pesquisa I[EDB, mantendo-se apenas
o registro com a primeira ocorréncia do epitopo e eliminando os demais registros com
epitopos repetidos.

Assim, apos a execucgao deste processo na base Baseline Pesquisa IEDB, inicialmente
com 472 registros, obtém-se 360 registros com epitopos distintos. A partir destes entao é
gerado base IEDB3 totalizando 288 registros para treino e 72 registros para teste.

Desta forma, por exemplo, os registros com epitopos repetidos exemplificados na Ta-
bela , o caso do conjunto IEDB3_1, reduz-se ao registro detalhado na Tabela



33

Tabela 3.5: Exemplo do registro representativo do epitopo NANPNANPNANPNANPNA no con-
junto de treino IEDB3_1

Epitopo CDRH3 CDRL3
NANPNANPNANPNANPNA VKVGANWGWRYFDL MQGIHSWT

Tabela 3.6: Exemplo do registro representativo do epitopo RCNPNMEPPRCWAAEGD no con-
junto de treino IEDB3_2

Epitopo CDRH3 CDRL3
RCNPNMEPPRCWAAEGD VSGMEY SQSTHVPPLT

3.2.6 Bases IEDB4 e IEDB5

As bases IEDB4 e IEDBS5 sao conjuntos com data augmentation gerados a partir da criagao
de novos registros de treino efetuando-se mutacgoes aleatorias de um residuo do epitopo.

A base IEDB4 foi gerada com um fator x10 (mutacao aleatéria na geracao de 9 re-
gistros), associados a um mesmo par (CDRH3, CHRL3). De maneira semelhante, para
geracao da base IEDB5 foi utilizado um fator x2.

Para exemplificar, pode ser visto na Tabela[3.6] um registro da base IEDB3_2, observan-
do-se na Tabela os registros correspondentes gerados com a aplicacao da mutacgao
aleatoria e fator x10 para geracao da base IEDB4_2, e na Tabela os registros corres-
pondentes gerados com a aplicacao da mutagao aleatoria e fator x2 para geragao da base
TEDB5_2.

3.2.7 Bases IEDB6 e IEDB7

As basesIEDB6 e IEDB7 sao conjuntos com data augmentation gerados a partir da criagao
de novos registros de treino efetuando-se mutagoes aleatorias de 25% dos residuos do
epitopo.

A base IEDBS6 foi gerada com um fator x2, isto gerando o dobro de registros associados
a um mesmo par (CDRH3, CHRL3) que a base IEDB3. De maneira semelhante, para
geracao da base IEDB7 foi utilizado um fator x5.

Para exemplificar, pode ser visto na Tabela[3.6, um registro da base ITEDB3_2, observan-
do-se na Tabela [3.9| os registros correspondentes gerados com a aplicacao da mutacao
aleatoria em 25% dos residuos do epitopo e fator x2 para geracao da base IEDB6_2, e na
Tabela os registros correspondentes gerados com a aplicacao da mutacao aleatoéria
em 25% dos residuos do epitopo e fator x5 para geragao da base IEDB7_2.

3.2.8 Caso adicional de data augmentation

Além de todas opc¢oes de bases apresentadas para teste dos modelos, um outro processo de
data augmentation também foi implementado de maneira dindmica, durante o processo
de treino.
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Tabela 3.7: Exemplo dos registros resultantes do epitopo RCNPNMEPPRCWAAEGD no conjunto
de treino IEDB4_2 apds o uso de data augmentation com uma mutacao aleatoria e fator
x10. Temos um total de dez registros, sendo um original e nove gerados por mutagoes,
indicados em vermelho.

Epitopo CDRH3 CDRL3

LCNPNMEPPRCWAAEGD VSGMEY  SQSTHVPPLT
RCNPNMEDPRCWAAEGD VSGMEY  SQSTHVPPLT
RCNPNMEPPRSWAAEGD VSGMEY  SQSTHVPPLT
RCNPNMEPPRCWAAEGD VSGMEY  SQSTHVPPLT
RCNPNMEPPRCYAAEGD VSGMEY  SQSTHVPPLT
RCNPNMEPPRCWAAVGD VSGMEY  SQSTHVPPLT
RKNPNMEPPRCWAAEGD VSGMEY  SQSTHVPPLT
RCNPSMEPPRCWAAEGD VSGMEY  SQSTHVPPLT
RCNLNMEPPRCWAAEGD VSGMEY SQSTHVPPLT
RCNPNMEPPRCWYAEGD VSGMEY  SQSTHVPPLT

Tabela 3.8: Exemplo dos registros resultantes do epitopo RCNPNMEPPRCWAAEGD no conjunto
de treino IEDB5_2 apds o uso de data augmentation com uma mutacao aleatoria e fator
x2. Temos um total de dois registros, sendo um original e outro gerado por mutagao,
indicada em vermelho.

Epitopo CDRH3 CDRL3

RCNPNMEPPRCWAAEGD VSGMEY  SQSTHVPPLT
RCNPNMEPPRCVAAEGD VSGMEY  SQSTHVPPLT

Tabela 3.9: Exemplo dos registros resultantes do epitopo RCNPNMEPPRCWAAEGD no conjunto
de treino IEDB6_2 apds o uso de data augmentation com mutagao aleatéria em 25% dos
residuos e fator x2. Temos um total de dois registros, sendo um original e outro gerado
por mutagoes, indicadas em vermelho. O nimero de residuos com mutagao corresponde
a aplicacao do percentual sobre o comprimento do epitopo, arredondado para cima.

Epitopo CDRH3 CDRL3

RCNPNMEPPRCWAAEGD VSGMEY  SQSTHVPPLT
RCNPNMEPPRCNRAGKI VSGMEY SQSTHVPPLT
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Tabela 3.10: Exemplo dos registros resultantes do epitopo RCNPNMEPPRCWAAEGD no con-
junto de treino IEDB7_2 apds o uso de data augmentation com mutacao aleatoria em 25%
dos residuos e fator x5. Temos um total de cinco registros, sendo um original e quatro
gerados por mutagoes, indicadas em vermelho. O ntimero de residuos com mutagao cor-
responde a aplicagao do percentual sobre o comprimento do epitopo, arredondado para
cima.

Epitopo CDRH3 CDRL3

WONPNEEPPRCWAAENW VSGMEY  SQSTHVPPLT
RCNPNMOPPRCWHTLGR VSGMEY  SQSTHVPPLT
GCIENMAEPRCWAAEGD VSGMEY  SQSTHVPPLT
FPNTNMEPTRCWAGEGD VSGMEY  SQSTHVPPLT
RCNPNMEPPRCWAAEGD VSGMEY  SQSTHVPPLT

Neste processo, quando selecionado, cada registro de entrada do modelo ¢é replicado n
vezes, sendo n correspondente ao valor do parametro opcional -a de treino do modelo.

O uso deste parametro deve ser feito em conjunto com o parametro -z, o qual especifica
o nivel de ruido na codificacao one_ hot dos dados de entrada.

O uso conjunto dos parametros -a e -t permite a geragao de varios registros de entrada
com codificacao one hot distintas, porém associadas a um mesmo epitopo.

Maiores detalhes e motivagao serao apresentados no Capitulo [5
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Capitulo 4

Descricao das métricas

Ensaios cientificos requerem métricas bem definidas para registro e avaliagao. Este ca-
pitulo detalha as métricas que foram utilizadas nesta pesquisa, tanto para o célculo de
perda durante os treinos como para a avaliagao dos resultados.

4.1 Introducao

O objetivo desta pesquisa é encontrar sequéncias de CDR3 a partir do epitopo. Em
biologia computacional, métricas que envolvem similaridade e alinhamento sao as mais
utilizadas na comparacdo de sequéncias e busca em bancos de dados [27]. Nos ensaios de
avaliacao do modelo foram utilizadas métricas baseadas em similaridade e distancia de
edicao (Levenshtein), na tentativa de melhorar a inferéncia, e também, melhor avaliar os
resultados obtidos.

O principal motivador, em se tratando de sequéncias de residuos do tipo CDR3, ¢é
melhor avaliar as sequéncias que possuam insercoes ou dele¢oes mas que mantenham
ainda boa semelhanca com a sequéncia alvo. Esta caracteristica, inclusive, levou-nos a
experimentar a substituicao da funcao de perda SparseCategoricalCrossEntropy, fornecida
pelas bibliotecas de aprendizado de méquina, mas que apenas contempla substituicoes,
por um escore baseado em similaridade.

Trés exemplos podem ser vistos nas Tabelas , e E possivel observar que
nos exemplos detalhados nas Tabelas e [£.3] métricas baseadas em similaridade sao
mais coerentes com os objetivos da pesquisa que a fornecida pela funcao SparseCategori-
calCrossEntropy, a qual tem resultado melhor apenas no exemplo da Tabela [4.2]

4.2 Comparacgao de sequéncias

A comparacao entre sequéncias é uma das operagoes de maior importancia em biologia
computacional. A semelhanca entre duas sequéncias muito parecidas pode ser evidenciada
alinhando-se as sequéncias, como no exemplo a seguir:

SELLSKINDMPITNDQKKLMSN (4.1)
SELLSLINDMPITNDQKKLMS-
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Tabela 4.1: Comparagao entre epitopo esperado e epitopo inferido na amostra 48 do
conjunto de teste IEDB3_1. Um espaco necessario para alinhamento é representado pelo
simbolo ‘-’ na coluna em vermelho. Apesar da semelhanca das sequéncias, o erro calculado
pela fungao SparseCategoricalCrossEntropy possui valor 12062703 (relativamente alto),
embora apenas uma coluna em doze estéa diferente, o que resulta em 1/12 = 0, 0833 erros
por residuo (relativamente baixo), isto é, menos que 10% de erro na sequéncia.

Sequéncias Residuos

Sequéncia Esperada <lle-ldkwaslw>
Sequéncia Inferida  <1leeldkwaslw>

Tabela 4.2: Comparagao entre epitopo esperado e epitopo inferido na amostra 60 do
conjunto de teste TEDB3_1. Neste exemplo, SparseCategoricalCrossEntropy gera um bom
resultado, pois os alinhamentos 6timos nao tém espagos.

Sequéncias Residuos

Sequéncia Esperada <pcrtct>
Sequéncia Inferida  <prrtct>

Tabela 4.3: Comparagao entre epitopo esperado e epitopo inferido na amostra 19 do
conjunto de teste IEDB3_1. O erro calculado pela fungao SparseCategoricalCrossEntropy
possui valor 14,462871, enquanto que calculado por uma métrica baseada em erros por
residuo tem-se 0,818182, isto ¢, 81% de erro na sequéncia. E importante observar que
o valor 0,818182 é maior que o valor real, no caso 0,40909, devido ao uso do algoritmo
Levenshtein em Banda Limitada para otimizacao do célculo de erros por residuo.

Sequéncias Residuos

Sequéncia Esperada <yqqyqdataeeeedfgeeae>
Sequéncia Inferida  <--------- eeeedfgeeae>
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Tabela 4.4: Valores para calculo de similaridade, nas ocorréncias de MATCH (residuos
iguais), MISMATCH (residuos diferentes) e GAP (residuo x espago)

Constante Valor
MATCH +1
MISMATCH 0
GAP —1

Observa-se que, neste caso, existem apenas duas diferengas (ressaltadas em vermelho): a
substituicao de um residuo X por L e a existéncia de um espago ao final da sequéncia,
representado pelo simbolo ‘-’

Em varios casos, a insercao de espagos é necesséria para que se tenha sequéncias de
um mesmo tamanho para serem alinhadas. Definimos um alinhamento como sendo a
insercao de espacos em duas sequéncias a serem alinhadas de modo que fiquem do mesmo
tamanho, porém, espagos nao podem estar alinhados com espagos. Note que, esta
restricao de nao permitir alinhamentos de espacos com espacos faz com que o ntumero
total de alinhamentos entre duas sequéncias fixas seja finito.

Num alinhamento, podemos atribuir um valor para cada coluna, seguindo, por exem-
plo, as regras da Tabela [£.4] A interpretagdo desta tabela deve ser feita como segue.
O valor MATCH deve ser usado para colunas que contém residuos iguais. Observe que
residuos iguais é a situagdo mais desejada e ganham valor positivo. O valor MISMATCH
deve ser usado para colunas que contém residuos diferentes, que é uma situacao razoavel,
mas nao tao boa. Finalmente, o valor GAP deve ser usado para colunas que contém um
espago (necessariamente estas colunas deverao também conter uma simbolo pelas regras
de alinhamento). Esta é a pior situagao, e portanto é penalizada com valor negativo.

Os valores de MATCH, MISMATCH e GAP podem ser escolhidos com certa liberdade.
Para melhores resultados é interessante escolher MATCH > MISMATCH > GAP. No
nosso caso, decidimos fazer MATCH = +1 para que um alinhamento entre duas sequéncias
iguais tenha pontuacao igual ao tamanho destas sequéncias.

De posse de uma tabela como esta, podemos atribuir uma pontuagao a cada alinha-
mento, somando os valores de todas as suas colunas. Por exemplo, para o Alinhamento[4.1]
temos os valores abaixo totalizando uma pontuacao de 19:

+1+1+1+1+1+0+1+1+1+1+1+1+1+1+1+1+1+1+141+1 -1
SELLSKINDMPITNDQKKLMSN
SELLSLINDMPITNDQEKKLMS -

Um alinhamento entre duas sequéncias é chamado 6timo quando possui a maior pon-
tuacgao possivel entre todos os alinhamentos destas sequéncias. Como o nimero de alinha-
mentos entre duas sequéncias dadas é finito, sempre haverd pelo menos um alinhamento
6timo. Esta pontuacao méaxima é chamada de similaridade entre as sequéncias e de-
notada como sim(s,t). Dependendo das sequéncias, podem existir véarios alinhamentos
6timos. E importante lembrar que a similaridade ¢ dependente dos valores definidos
para MATCH, MISMATCH e GAP, como por exemplo, os definidos na Tabela [£.4]
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A construcao de alinhamentos 6timos é um problema largamente estudado em com-
putacao e de solucao conhecida. Uma possivel implementacao do calculo de similaridade
esta apresentada no Algoritmo [1]

4.2.1 Preenchimento (padding)

Durante o processo de treino dos modelos, especialmente quando é utilizado o treino por
lotes (batch), as sequéncias de entrada devem ter um mesmo tamanho, sendo que, para
isso, sao completadas com um simbolo de preenchimento, em nosso caso, o simbolo ‘#’
(pad), até atingir um certo tamanho pré-definido que deve ser maior do que o comprimento
de todos os exemplos de treino e teste. Assim, novas combinac¢oes devem ser consideradas
envolvendo o simbolo de preenchimento, como as apresentadas na Tabela [£.5]

Além disso, uma nova funcao sim__pad deve ser definida para tratar das novas combi-
nagoes de modo que sim(s,t) = sim_pad(s_pad,t pad). Esta nova fungao de calculo de
similaridade, designada por sim_pad(s_pad,t pad), calcula a similaridade com suporte
a simbolo pad (‘#’), sendo s_pad e t_pad, respectivamente, as sequéncias originais s e t
preenchidas com simbolos ‘#’ até um tamanho pré-definido. Uma implementacao desta
nova fungao ¢ apresentada no Algoritmo [4]

Algoritmo 4: Algoritmo de calculo da similaridade entre duas sequéncias com
suporte a preenchimento, baseado no algoritmo proposto por Setubal e Meida-
nis [27]. Por convencao, foi considerado que a primeira posigao das sequéncias
possui indice zero (|0]). As fungoes gap() e match() estao detalhadas no Algo-

ritmo
Result: similaridade entre as sequéncias s e t com preenchimento

Function sim_ pad(s_pad,t pad)
m < |s_pad|;
n < |t_pad|;
al0, 0] « 0;
for i de 1 até m do
| ali, 0] < ali — 1,0] + gap(s_pad[i — 1])
end
for j de 1 até n do
‘ (I[O,j] A &[O,j - 1] + gap(t_pad[j - 1])
end
for ¢ de 1 até m do
for j de 1 até n do
ali, j] < ali — 1,5 — 1] + match(s_pad[i — 1],t_pad[j — 1]);
ali, j] <= maz(ali, j], ali — 1, j] + gap(s_pad[i — 1]);
ali, ) + maz(ali, ], ali, j — 1] + gap(t_[j — 1]));
end

end

return a/m,n/
end
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O conceito no desenvolvimento do Algoritmo [] de célculo de similaridade com pre-
enchimento, utilizando a Tabela [4.5] considera o Algoritmo [I| de célculo de similaridade
originalmente proposto, reavaliando os valores de GAP, MATCH ¢ MISMATCH
através das fungoes gap() e match(), de modo a atingir nosso objetivo de ter sim(s,t) =
sim_pad(s_pad,t pad).

Algoritmo 5: Rotinas auxiliares para os Algoritmos [4] e [6] de calculo de simi-
laridade com suporte a preenchimento. Os valores das constantes PAD, GAP,
MATCH e MISMATCH estao definidas na Tabela [£.5] Por convengao, foi con-

siderado que a primeira posi¢ao das sequéncias possui indice zero (|0]).

Result: valores de gap e match considerando simbolo de preenchimento
Function gap(r)
if r = ’#’ then

| return PAD

else
| return GAP

end

end

Function match(r,s)

if r = s then

if r = ’#’ then
| return PAD

else
| return MATCH

end

else

if r="#"0us = "#" then
| return GAP

else
| return MISMATCH

end

end
end

As seguintes consideragdes nos convenceram de que a nova tabela proposta satisfaz
nosso objetivo. A titulo de exemplo, consideremos duas sequéncias s = ATA e t = TATAR,
e um alinhamento 6timo entre s _pad e t _pad, sendo s _pad e t _pad obtidos, respectiva-
mente, com o preenchimento das sequéncias s e t com o simbolo ‘#’, a partir do final das
sequéncias até atingirem um tamanho pré-definido (n), neste caso, tamanho oito.

-1+1+1+1-1+0+0+0+0
-ATA# # # ##
TATARH# - ##
Alinhamento 6timo entre s pad e t pad, donde sim_pad(s _pad,t pad) = +1
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Tabela 4.5: Possibilidades a considerar para célculo de similaridade e valores para célculo
de similaridade, nas ocorréncias de match, mismatch, gap e pad.

Possibilidade Valor

residuos iguais MATCH Constante Valor
residuos diferentes MISMATCH MATCH +1
residuo x espago GAP MISMATCH 0
residuo x pad GAP GAP -1
espago x pad PAD PAD 0
pad x pad PAD

Removendo todos os ‘#’ do alinhamento, completando a sequéncia mais curta com
espacos e removendo possiveis colunas com espaco contra espaco, obtemos um alinhamento
entre s e t com a mesma pontuacao:

-1+1+1+1-1
-ATA -
TATAR
Alinhamento entre s e t com mesma pontuacao = +1

Consideremos agora um alinhamento 6timo entre as mesmas sequéncias s e t.

-1+1+1+1-1
-ATA -
TATAR
Alinhamento 6timo entre s e t, donde sim(s,t) = +1

Preenchendo as sequéncias com 8 — |s| e 8 — |t| simbolos ‘#’, respectivamente, e

[4

completando a sequéncia menor com ‘-’ teremos um alinhamento entre s pad e t_pad

de igual pontuacao:

-1+1+1+1-1+0+0+0+0+0
-ATA - ####4#
TATARH## # - -
Alinhamento entre s pad e t _pad com igual pontuagao: +1

Estas ideias podem ser generalizadas, como mostra o teorema a seguir.

Teorema 1. Sejam s et duas sequéncias de aminodcidos, e s_pad et _pad duas outras
sequéncias construidas, respectivamente, a partir de s e t inserindo simbolos pad (‘#’),
ao final das sequéncias até um tamanho mdzximo n previamente fizado e maior que |s| e
|t|. Temos que:

sim(s,t) = sim_pad(s_pad,t_pad) (4.2)

para quaisquer s e t, com tamanhos menores que n, utilizando-se dos valores da Tabela[4.5,
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Demonstra¢ao. Em primeiro lugar, considere um alinhamento 6timo A entre s pad e
t pad, com o preenchimento das sequéncias s e t com o simbolo ‘#’, no final até atingirem
o tamanho pré-definido (n). A partir dele, podemos construir um alinhamento A’ entre
s e t como segue. Vamos remover todos os ‘4’ do alinhamento A e, se alguma das duas
sequéncias ficar mais curta que a outra apos a remogao, completamos a mais curta com
espacos até esta ficar com o tamanho da outra. Se, neste processo, acabarmos alinhando
espago contra espago, removemos este tipo de coluna do alinhamento. Assim, obteremos
um alinhamento A’ entre s e t, pois todos os simbolos de pad_s e pad_t sobrevivem no
alinhamento A’, e na mesma ordem que tém em s_pad e t _pad, visto que apenas foram
retirados ‘#’ e talvez alguns espagos, mas nenhum residuo.

Agora vejamos como se comparam as pontuacoes de A e A’. As colunas de A modifi-
cadas para formar A’ podem ser dos seguintes tipos:

(1) pad vs pad : neste caso, a coluna foi retirada. O valor da coluna ¢é zero, portanto
sua retirada nao modificou a pontuacao.

(2) pad vs espago: estas se transformaram em espaco vs espago e foram eliminadas. Seu
valor também é zero, de forma que nao afetam a pontuacao. Observe que aqui precisamos
que o valor de pad vs espaco seja zero.

(3) pad vs residuo: estas se transformaram em espago vs residuo. Neste caso, pela
nossa escolha de pontuacgao envolvendo preenchimento , ambos os tipos de coluna tém o
mesmo valor, GAP. Sendo assim, a pontuacao do alinhamento nao foi alterada.

A partir das analises destes tipos (1), (2) e (3), concluimos que A e A’ tém a mesma
pontuagao. Como A é 6timo, sua pontuagao corresponde a sim_pad(s_pad,t pad).

pontuacao(A) = sim_pad(s_pad,t pad). (4.3)

Por outro lado, A" é apenas um alinhamento entre os muitos que podem haver entre
s e t, e a similaridade entre s e t ¢ o maximo valor de alinhamento, portanto é maior ou
igual & pontuacao de A'.

pontuacao(A") < sim(s,t) (4.4)

Chegamos entao a conclusao de que:
sim(s,t) > sim_pad(s_pad,t pad). (4.5)

Em segundo lugar, consideremos agora um alinhamento 6timo B entre as sequéncias s
e t, formado por duas sequéncias s,t e t,t obtidas de s e t, respectivamente, por inser¢ao de
espagos. Temos, pela definigao de alinhamento que |s_ot| = |t ot|. Agora, a partir de B,
vamos construir um alinhamento entre B’ de s _pad e t _pad como segue. Primeiramente,

(3]

vamos eliminar do final da sequéncias s ot e t ot os simbolos correspondentes a

espago. Note que isso ocorre apenas em uma sequéncia, pois colunas espaco vs espaco nao

sao aceitas em alinhamentos. Entao, preenchemos o final das sequéncias, respectivamente,

com n—|s| e n—|t| simbolos ‘#’. Caso as sequéncias finais fiquem com tamanhos diferentes,
[

preenchemos, a partir do final, a sequéncia menor com simbolos ‘-’, correspondente a
espaco, até que ambas fiquem com o mesmo tamanho. Assim, obteremos um alinhamento
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B’ entre s _pad et _pad, pois todos os simbolos de s e t sobrevivem no alinhamento B’, e
na mesma ordem que tém em s e t, visto que apenas foram retirados espacos e inseridos
‘#’ e talvez alguns espacos tenham retornado, mas nenhum residuo foi alterado.

Neste processo, as colunas de B modificadas para formar B’ podem ser dos seguintes
tipos:

(1) residuo vs espago: neste caso, um espaco do final de uma sequéncia, ou foi subs-
tituido por pad ou voltou a ter valor de espago que pode ter sido inserido no final do
processo para deixar as sequéncias do mesmo tamanho. Como residuo vs espago e residuo
vs pad possui o mesmo valor, GAP, na Tabela [4.5] a pontuagao de B’ nao se altera com
relacao a B.

(2) pad vs pad : neste caso, a coluna nao existia e foi inserida devido ao preenchimento
em ambas sequéncias. O valor da coluna é zero e nao afeta a pontuacao de B'.

(3) pad vs espago: neste caso, a coluna nao existia e foi inserida devido ao preenchi-
mento e a complementacao final com espaco. O valor da coluna é zero e também nao
afeta a pontuacao de B'.

A partir de (1), (2) e (3), concluimos que B e B’ tém a mesma pontuagao. Como B é
6timo, temos que

pontuacao(B) = sim(s,t). (4.6)

Sabemos que B’ pode nao ser 6timo, mas as sequéncias de B’ possuem 0s mesmos
residuos de B e também os mesmos nimeros de pad que ocorrem em s pad e t_pad.
Assim, podemos considerar que

pontuacao(B') < sim__pad(s_pad,t pad) (4.7)

o que nos leva a
sim(s,t) < sim_pad(s_pad,t pad). (4.8)

A partir das equagoes [4.5] e 4.8, podemos entao concluir que

sim(s,t) = sim_pad(s_pad,t pad), (4.9)
validando os valores definidos na Tabela 4.5 m

As similaridades sim e sim_pad sao calculadas pelos Algoritmos [I] e [4 respectiva-
mente.

Todas as demais métricas de similaridade, detalhadas a frente, excetuando-se Le-
venshtein e Escore Levenshtein em Banda Limitada, sempre consideram a existéncia de
preenchimento nas sequéncias de entrada.

4.2.2 Escore similar

A similaridade é um métrica interessante na comparacao de sequéncia em termos ab-
solutos, porém nao é adequada para uso como funcao de perda, pois possui um valor
proporcional ao comprimento da sequéncias além de nao ser uma funcao decrescente com
a similaridade entre as sequéncias.
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Desta forma, definiu-se como funcao de perda, para uso nos treinos e validagao, o
escore similar pad para uma sequéncia esperada t e uma sequéncia prevista p como:

sim_pad(t_pad,p pad)
I

escore__similar _pad(t,p) =1 — (4.10)
sendo t _pad a sequéncia esperada com preenchimento e p_pad a sequéncia inferida com
preenchimento pelo modelo, ambas estendidas até um tamanho n.

Teorema 2. Para quaisquer sequéncias t e p com tamanhos nao ultrapassando n, temos
que
—[|t] = [pl| < sim_pad(t_pat,p_pad) < min([t|,[p) — [|t| = [p]|.

Demonstracao. Sejam duas p_pad e t_pad, ambas de tamanho n. Um alinhamento sim-
ples que podemos considerar é emparelhar diretamente as duas sequéncias. Num pior
caso, considerando que nao temos nenhum caso de MATCH entre residuos, a pontuagao
teria contribuicao de 40 para as colunas residuo vs residuo e colunas pad x pad, e con-
tribuicdo de —1 para as colunas residuo vs pad, totalizando —|[t| — |p||. Um alinhamento
6timo entre p_pad e t _pad terd pontuacao maior a este valor.

No melhor caso, podemos considerar p C t ou t C p. Neste caso o emparelhamento
direto é 6timo e a pontuacao formada por contribui¢goes de +1 para residuo vs residuo,
—1 residuo vs pad e +0 para pad vs pad, totalizando min(|t], |p|) — ||t| — |pl|-

Consideremos um alinhamento genérico entre t pad e p_pad. Neste alinhamento
havera trés classes de colunas: residuo vs residuo iguais (classe A), residuo vs espago
ou pad (classe B) e todas as demais (classe C). A pontuacao do alinhamento é formada
pela soma das pontuagoes calculadas em cada classe, pois as classes sao disjuntas. Na
classe A, cada coluna contribui com +1, que totalizam no méaximo min(J¢|, |p|). Logo,
pontos(A) < min(|t],|p]). Na classe B, cada coluna contribui com —1 e temos no minimo
l|t| — |pl| colunas. Logo, pontos(B) < —||t| — |p||. Na classe C temos que pontos(C') = 0,
pois cada coluna contribui com 0.

Isso é valido para todos os alinhamentos, inclusive os alinhamentos 6timos, o que
resulta em:

sim_pad(t_pat,p_pad) = pontos(A)+ pontos(B) + pontos(C)
< man([t], |pl) —[It] — [pl|

Assim, temos:

=t} = Ipll < sim_pad(t_pat,p_pad) < min(|t], |p|) — [|] — [pl]

Corolario 2.1.

[It] — |pl]
|t]
(4.11)

o = 1pll = min(le, 1)

i < escore_similar _pad(t_pat,p pad) <1+
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Demonstracao. A partir de da equagao e do teorema [2] manipulagoes algébricas nos
levam a conclusao desejada. O]

Nossa experiéncia com o uso deste escore como func¢ao de perda nao foi satisfatoria,
pois o tempo de treino aumentou demasiadamente, impedindo os estudos do modelo
com 200 épocas. Por esse motivo, optamos por desenvolver e utilizar os algoritmos de
similaridade e escore com banda limitada, detalhados nos itens seguintes.

4.2.3 Similaridade em banda limitada

A implementacao de similaridade utilizando-se o Algoritmo 4], apesar de adequada para a
avaliagao de sequéncias, tem uma desvantagem de consumir um tempo elevado, O(|s|.|t|),
principalmente quando utilizada no treino onde, devido ao treinamento em lotes, leva
sempre a avaliacao da similaridade considerando sequéncias de tamanho méximo devido
ao uso de preenchimento (padding).

Como o resultado esperado do modelo é a inferéncia de uma sequéncia semelhante a
uma sequéncia esperada, podemos considerar o uso de um algoritmo mais rapido, com
abordagem heuristica, como o de calculo de similaridade em banda limitada, ou sim-
plesmente sim_banda(s,t, k), no contexto deste documento, sendo k um limite superior
para a diferenca de gaps nos alinhamentos entre s e ¢t. Este algoritmo é baseado no
Algoritmo KBand proposto por Setubal e Meidanis [27, Sec 3.3.4] e listado como Algo-
ritmo 2 A abordagem heuristica garante que sim_banda(s,t, k) = sim(s,t) nos casos
onde as sequéncias respeitam a banda k, isto é, todo o céalculo da similaridade é efetu-
ada dentro da banda em relacao a diagonal. Nos casos onde a banda seria violada, os
resultados tendem a serem minimizados, isto é, sim_banda(s,t, k) < sim(s,t).

Neste algoritmo, o calculo exato estd limitado a um ntmero de espacos inseridos em
uma das sequéncias, denominado k, mesmo que nao consecutivos, até a insercao de uma
espaco na outra sequéncia, e assim sucessivamente. Ultrapassando este limite, o valor
calculado pelo algoritimo tende a reduzir o valor da similaridade. Por limitar os célculos
dentro de uma banda k de distancia, a complexidade de execucao ¢ O(k.|t|). Assim, para
valores de k bem menores que [t|, o algoritmo é substancialmente mais rapido.

4.2.4 Similaridade em banda limitada com preenchimento

Como ja explicado na Secao [4.2.1], o uso de algoritmos durante o treino deve considerar
o suporte a simbolos de preenchimento (pad). Assim, o Algoritmo [2[ também necessi-
tou de adaptacao para suporte a simbolos ‘#’ e foi implementado conforme listado no
Algoritmo [6]

O conceito utilizado foi o mesmo do Algoritmo[d] sendo reutilizadas as mesmas fungdes
gap() e match(), detalhadas no Algoritmo

Pela abordagem heuristica do algoritmos, temos que

sim_banda_pad(s,t,k) < sim_pad(s,t).
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Algoritmo 6: Algoritmo de calculo de similaridade entre as sequéncias s pad
e t_pad com preenchimento, limitando a k a diferenca de gaps nos alinhamen-
tos entre s _pad e t_pad. Os valores das constantes PAD, GAP, MATCH e
MISMATCH estao definidas na Tabela |4.5[ As fungoes gap() e match() estao de-
talhadas no Algoritmo [5} Por convencao, foi considerado que a primeira posi¢ao
das sequéncias possui indice zero ([0]).

Result: melhor avaliacao de similaridade entre as sequéncia s e t, considerando
um limite de k para a diferenca de gaps nos alinhamentos entre s e t.

Function sim_ banda_ pad(s_pad,t_pad,k)

m <+ |s_pad|;

n < |t_pad|;

/* Considera-se que os k primeiros elementos das sequéncias s&o

a0, 0] < 0;
for i de 1 até m do
| ali, 0] <= ali — 1,0] + gap(s_pad[i — 1])
end
for j de 1 até n do
| al0, 5]+ al0,j — 1] + gap(t_pad[j — 1])
end
for i de 1 até m do
for d de -k até k do
j—i1+d;
if 1 <7 <n then
ali, j| < ali — 1,7 — 1] + match(s[i — 1], t[j — 1]);
if InsideStrip(i-1,j,k) then
| ali, j] < max(ali, j], ali — 1, j] + gap(s[i — 1])
end
if InsideStrip(i,j-1,k) then
| ali, j] <= max(ali, j], ali, j — 1] + gap(t[j — 1))
end

end
end

end
/* trata os casos quando a diferenga entre o tamanho das

for j dem+k+1 até n do

| alm, j] < a[m,j — 1] + gap(t]j])
end
for : den+k+1 até m do

| ali,n] < a[i — 1,n] + gap(s[j])
end

return a/m,n/
end

diferentes de ’#’ x/

sequéncias é maior que k */
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4.2.5 Escore similaridade com banda limitada

Seguindo os mesmos principios e motivagoes da definigao de Escore Similar, definiu-se:

sim__banda_pad(t pad,p pad, k)

m__band d(t d d,k)y=1-—
escore_sim_banda_pad(t_pad,p_pad, k) sim_banda_pad(t_pad,t pad,k)

(4.12)
sendo t_pad a sequéncia esperada, p_pad a sequéncia inferida pelo modelo e k£ o limite
superior para a diferenca de gaps em alinhamentos entre s _pad e t_pad.

Os resultados do uso de escore_sim_banda_pad(t pad,p pad, k) no treino estao
apresentados na Figura . E possivel observar que nao ocorre aprendizado adequado
pelo modelo com este escore, uma vez que o valor da fungao de perda estabiliza-se em um
patamar alto, mesmo com a troca dos conjuntos de treino.

train base H3 SIMILAR
3,52
3,5
3,48

3,46

3,44

4

3,42

3,38

3,36
12 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20

trainl train2 train3 traind train5

(a) treino

Figura 4.1: Resultados do treino utilizando escore similaridade com banda limitada, para
base IEDB3 e predicao de H3. Os eixos X e Y referem-se, respectivamente, ao niimero de
épocas e ao valor da fungao de erro (SparseCategoricalCrossEntropy loss)

Como os resultados nao foram tao satisfatorios como esperéavamos, voltamos a utilizar
SparseCategorical CrossEntropy como funcao de perda do modelo, e optamos por usar
uma métrica baseada na distancia de Levenshtein apenas para avaliacao dos resultados,
como estd detalhado na proxima segao.

4.2.6 Levenshtein, Levenshtein em banda limitada e erros por
residuo

Como j4 explicado na Segao [4.1], o uso dos valores de SparseCategoricalCrossEntropy nao
sao adequados para uma avaliacao precisa das sequéncias, visto que uma tnica inser¢ao
poderia afetar significativamente o valor de comparativo a partir de SparseCategorical-
CrossEntropy podendo gerar uma visao pessimista dos resultados.

Apobs as tentativas sem muito sucesso com as funcgoes de perda baseadas em simi-
laridade, buscou-se a identificacao de um escore que, pelo menos, melhor avaliasse os
resultados. Optou-se entao por implementar um escore que representasse os erros por
residuo na inferéncia. Para isso foi desenvolvido o algoritmo de distancia de Levensh-
tein em banda limitada, ou simplesmente dist leven banda(s,t,k), e a partir deste um
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escore que representa a proporcao das diferengas sobre o comprimento da sequéncia, ou
simplesmente escore leven banda(s,t, k) definida como:

dist _leven banda(t,p, k)
]

escore leven banda(t,p,k) = (4.13)
sendo t a sequéncia esperada, p a sequéncia inferida pelo modelo e k a maior diferenca de
gaps quando avaliado o melhor alinhamento entre ¢ e p.

O algoritmo Levenshtein em banda limitada (Algoritmo [7]) foi implementado usando
a mesma abordagem utilizada por Setubal e Meidanis no Algoritmo [2] de similaridade em
banda limitada, porém agora aplicada ao algoritmo de distancia de Levenshtein (Algo-
ritmo .

Os resultados do uso de escore_leven_banda(t,p, k) sdo detalhados no Capitulo 5]
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Algoritmo 7: Célculo da distancia de Levenshtein entre duas sequéncias em
banda limitada. Por convencao, foi considerado que a primeira posicao das
sequéncias possui indice zero (]0]).

Result: distancia de Levenshtein em banda limitada k entre as sequéncias s e t
Function leven_banda(s,t,k)

m < [s;

n < [t;

for ¢ de 0 até k do
| ali,0] <

end

for j de 0 até k do
| al0,4] <

end

for i de 1 até m do
for d de -k até k do
J—1+d;

if 1 <j<n then

if sfi-1] = t[j-1] then

‘ CL[Z,]] — CL{Z - 17] - 1]

else

| afi,j] < ali—1,j—1]+1

end

if InsideStrip(i-1,j,k) then

| ali, j] < min(ali, j],ali — 1, 7] + 1)
end

if InsideStrip(i,j-1,k) then

| ali, j] < min(ali, ], ali,j — 1]+ 1)
end

end

end
end
/* trata os casos quando a diferenga entre o tamanho das
sequéncias é maior que k */
if n>m+ k then
| alm,n] < alm,m+k]+ (n—m — k)
end
if m >n+k then
| a[m,n| < a[ln+k,m]+ (m—n—k)
end

return a/m,n/
end
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Capitulo 5

Modelo e avaliacao

Neste capitulo sao apresentados o modelo proposto e os ensaios realizados com os respec-
tivos resultados.

5.1 Introducao

A tentativa de criagao de anticorpos tem sido muito explorada, como pode ser visto nos
diversos exemplos citados no Capitulo 2 Na quase totalidade dos casos analisados, as
pesquisas envolvem modelos e manipulacao de estruturas terciarias, isto ¢, estruturas 3D,
o que aumenta significativamente a complexidade dos modelos e a exigéncia de recursos
de processamento.

Nossa pesquisa buscou explorar uma abordagem pouco utilizada, baseada nas estrutu-
ras primaérias, ou seja, apenas na sequéncia de aminoacidos. A estrutura priméria é a base
quimica da proteina, e uma das principais responsaveis pela formacao de suas estruturas
secundéarias, e em grande parte por suas estruturas terciarias.

5.2 Abordagem do modelo proposto

Uma das principais caracteristicas de modelos de aprendizado profundo é a capacidade
de extrair as informagoes (caracteristicas) relevantes dos dados, guiados pelo processo de
treinamento. A hipdtese da pesquisa é que seja possivel extrair as informacoes relevantes
exclusivamente da estrutura priméria do epitopo, uma vez que estas sao uma das principais
responsaveis pelas caracteristicas das estruturas secundéarias e terciarias.

Assim, o modelo proposto devera inferir, a partir da sequéncia de residuos do epitopo,
um par de sequéncias relativas ao CDR3 (CDRH3, CDRL3). A Tabela mostra um
exemplo.

Por se tratar de um modelo de sequéncia gerando sequéncia (seq-2-seq) [29], foram
pesquisados modelos semelhantes, muitos dos quais estao relacionados ao processamento
de linguagem natural. Alguns dos modelos que envolvem traducao (NMT - Neural Ma-
chine Translation), utilizam-se de uma arquitetura codificador-decodificador com atengao,
como os modelos propostos por Luong [I7] e Badhanau [3]| e se mostram flexiveis e com
aplicabilidade em nossa pesquisa, pois:
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Tabela 5.1: Neste exemplo, o modelo deveria inferir as sequéncias CDRH3 e CDRL3 a
partir do epitopo que pertence ao antigeno correspondente ao envelope de glicoproteina
do Virus 1 da Imunodeficiéncia Humana (HIV-1).

Epitopo CDRH3 CDRL3
NWFDITNWLWYIR AREGTTGWGWLGKPIGAFAH QQYGQSLST

e relacionam uma sequéncia de palavras (frase em um idioma) a outra sequéncia de
palavras (traducao da frase em outro idioma),

e um conjunto de palavras em um idioma mantém uma relacao intima, no caso de
significado, com um conjunto de palavras no outro idioma,

e a relagdo entre palavras nao necessariamente é unica (palavras podem ter varios
significados),

e a relacao entre palavras nao necessariamente é um-para-um, por exemplo, as duas
palavras "turn off"se traduzem para uma unica palavra "desligar", e

e palavras distantes podem manter influéncia, como as observadas em concordancias
de género ou nimero em portugueés.

Uma abordagem semelhante foi avaliada por Akbar e colegas [I], com objetivo de
previsao de residuos e motifs (sequéncia de residuos), tendo obtido resultados mais in-
teressantes utilizando motifs que residuos. Por estes resultados, avaliamos que valia a
pena tentar o mesmo experimento com uma funcao de loss que entendesse distancia de
edi¢ao, pois, em casos de adicao ou exclusao de um residuo na inferéncia, a funcao de
loss tipicamente utilizada, Sparse Categorical Cross Entropy, aumenta substancialmente
apesar da distancia de edigao aumentar ou diminuir apenas uma unidade.

5.3 Modelo e ensaios

5.3.1 Modelo

Os modelos utilizados por Luong [I7] e Bahdanau [3] para traducao, e Akbar e colegas [1]
para inferéncia de residuos ou motifs sao modelos seq-2-seq baseados em RNNs com
estrutura codificador-decodificador e camada de atencao. Nesta pesquisa, gostariamos de
prever uma sequéncia (CDR), a partir de outra sequéncia (epitopo), portanto, considera-
mos utilizar um modelo semelhante, isto é, um modelo seq-2-seq baseados em RNNs com
estrutura codificador-decodificador e camada de atencao, cuja arquitetura esta detalhada
na Figura [5.1]

No modelo proposto, o codificador é formado por uma camada embedding e uma ca-
mada RNN. Durante a fase de treinamento, ambas as camadas sofrem aprendizado. O
decodificador é formado por uma camada embedding, uma camada de atencao, uma ca-
mada RNN e uma camada fully connected. Durante o treino, a camada embedding do
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Figura 5.1: Arquitetura do modelo proposto

decodificador sempre recebe os valores esperados na saida correspondente. Este meca-
nismo é chamado de teacher forcing e acelera o processo de aprendizado da rede, e é
utilizado apenas durante o treino do modelo. A camada de atengao é responsavel pela ge-
racao do vetor de contexto que consolida uma representacao dos dados de entrada para
ser utilizada pela RNN como informagao adicional para efetuar a inferéncia dos valores
de saida do modelo.

Na implementacao do modelo, a camada embedding pode ser escolhida entre uma
camada também sujeita a aprendizado juntamente com o restante da rede, ou entao uma
codificacao padrao one-hot. A camada de atencao também pode ser escolhida entre os
modelos de Luong [17] ou Bahdanau [3].

A avaliacao do modelo passou por quatro etapas:

e Avaliacao inicial do modelo;
e Avaliacao e aprimoramento do modelo e das bases;
e Tentativa de eliminacao do overfitting

e Otimizagao dos hiper-parametros (grid-search)

Em todas as etapas, a avaliacao foi efetuada utilizando-se a estratégia de K-fold, isto é,
a partir de cada base definida, eram geradas dez bases de testes através da escolha aleatoria
de 80% dos dados para treino e 20% dos dados para teste. E importante observar que
neste momento da avaliagao, optou-se por nao reservar parte dos dados para validacao,
pois gostariamos primeiro de avaliar se o uso da arquitetura, inicialmente usada para
traducao, seria aplicavel e teria resultados satisfatorios na predicao de CDRs ou de suas
partes H3 e L3. Caso os dados se mostrassem suficientes e o modelo gerasse resultados
satisfatorios, buscariamos, entao, resultados mais precisos através do treino e um ajuste
fino de hiper-parametros com uma particao da base para treino e teste e entao, efetuando
a validacao com a particao complementar.
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5.3.2 Infraestrutura de treino e teste

Esta secao fornece informacgoes gerais sobre o ambiente hardware e software utilizado no
processamento dos ensaios de treino e teste do modelo.

O hardware utilizado possui 32 CPUs INTEL, 3 GPUs NVIDIA e 128G de memoria
RAM[

O modelo foi implementado em Python usando bibliotecas Tensorflow e Keras, em
um ambiente Docker e sistema operacional Linux.

Maiores detalhes sobre o ambiente podem ser encontrados no Apéndice [C]

5.3.3 Avaliacao inicial do modelo com a base IEDB

Nesta etapa, o objetivo foi uma avaliagao inicial do desempenho do modelo em termos
de aprendizado e predi¢ao, considerando varias possibilidades de predigao (CDR, H3,
L3 e EPITOPO) e também com relagio as caracteristicas da base IEDB, avaliando se
seriam suficientes para o aprendizado e predicao satisfatoria, e também se possuem alguma
caracteristica que poderia afetar o aprendizado e as predigoes.

Os resultados do treino e teste de cada caso sao apresentados, respectivamente, para
predi¢do de CDR, Figura [5.2] para predi¢do de H3, Figura para predi¢ao de L3,
Figura e para predicdo de EPITOPO na Figura .

train CDR SCCE test CDR SCCE
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1
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testd test5

testl test2 test3

trainl train2 train3 traind train5

train10 test6

test8 test9

test7 test10

train6 train7 train8 train9

(a) treino (b) teste

Figura 5.2: Resultados do modelo para base IEDB e predicao de CDR. O eixo X refere-se
ao numero de épocas e o eixo Y ao valor da fungao de erro (SparseCategoricalCrossEntropy
loss)

Neste ensaio, os resultados de predigao sao melhores para L3, seguidos de H3 e CDR.
L3 constitui-se, em geral, em sequéncias mais curtas, seguida por H3 e em por fim CDR
que é composta do par H3 e L3. Por outro lado, do ponto de vista de aplicabilidade no
contexto de imunologia, as preferéncias sao, em ordem decrescente, CDR, H3 e L3, isto
porque H3 é, reconhecidamente, a sequéncia determinante para o objetivo do anticorpo.
Desta forma, no contexto desta base completa, a melhor escolha de predigao seria H3 por
possuir os melhores resultados com importancia na determinagao do anticorpo;

A partir dos resultados obtidos, e com a confirmacao da existéncia de repeticoes de
epitopos entre as bases de treino e testes, decidimos primeiramente melhorar os dados de

! Agradecimentos ao Projeto Fapesp 2018/00031-7 pela infraestrutura de processamento
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Figura 5.3: Resultados do modelo para base IEDB e predicao de H3. O nimero de épocas
esta apresentado no eixo X e o valor da funcao de erro (SparseCategoricalCrossEntropy

loss) no eixo Y
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Figura 5.4: Resultados do modelo para base IEDB e predi¢ao de L3. O ntmero de épocas
e o valor da fungado de erro (SparseCategoricalCrossEntropy loss) estdao apresentados,
respectivamente, nos eixos X e Y

treino e teste, e posteriormente atacar questoes como owverfitting, se a generalizagao do
modelo ainda permanecer baixa.

Assim, decidimos gerar uma nova nova base IEBD2, a partir de IEDB, inserindo um
diferenciador nos epitopos repetidos. Isso busca evitar uma potencial degradacao do
treino evitando a existéncia de vérias possibilidades de predi¢ao para uma mesma entrada
(epitopo), ao mesmo tempo que evitamos reduzir a base que é considerada pequena. Os

resultados desta tentativa sao apresentados a seguir.

5.3.4 Avaliacao modelo com a base IEDB2

A criacao da base IEDB2 tem como objetivo melhorar a predi¢ao com relagao a base IEDB,
mantendo a mesma quantidade de registros de entrada originais através da diferenciacao
dos registros com epitopos repetidos. Esta diferenciacao, ja explicada na Se¢ao visa
evitar os problemas causados pelos registros com epitopos repetidos.

Os resultados do treino e teste de cada caso sao apresentados, respectivamente, para
predi¢do de CDR, Figura [A.5] para predigdo de H3, Figura [5.6] para predi¢do de L3,
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Figura 5.5: Resultados do modelo para base IEDB e predicio de EPITOPO. O eixo X
refere-se ao numero de épocas e 0 eixo Y ao valor da fungao de erro (SparseCategorical-

CrossEntropy loss)

Figura e para predicdo de EPITOPO na Figura
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Figura 5.6: Resultados do modelo para base IEDB2 e predicao de H3. Os eixos X e Y
referem-se, respectivamente, ao nimero de épocas e ao valor da fungao de erro (Sparse-

CategoricalCrossEntropy loss)

A partir destes resultados e comparando-os com os resultados da base IEDB pode-se

observar:

e As alteragoes inseridas na base IEDB2 nao produziram melhorias nos resultados. Os

resultados de treino, um pouco melhores que no caso IEDB, sao compensados por

uma piora nos testes;

e Nota-se que, de maneira semelhante a base original, os registros oriundos de epitopos

repetidos podem ser os responséveis pela piora do resultado. Observe que eles podem

aparecer em ambos os conjuntos de treino e de teste;

e Considerando o bom desempenho de treino e baixo desempenho de teste (baixa

capacidade de generalizacao) temos caracterizado novamente overfitting no modelo.

Com base nestas observagoes, avaliamos ser melhor desconsiderar os registros com

epitopos repetidos, evitando, tanto a potencial degradacao causadas por registros com
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mesma entrada e saidas distintas (epitopos repetidos), quanto o impacto negativo nos
resultados, quando se treina com uma sequéncia e espera-se outra nos testes (no caso
de registros com epitopos repetidos que, mesmo com as alteragoes propostas pela IEDB2,
ainda mantém grande parte das sequéncias de entrada semelhantes).

Desta forma, uma nova base IEDB3, sem epitopos repetidos foi gerada para testes, com
os resultados apresentados na proxima sec¢ao.

5.3.5 Avaliacao modelo com a base IEDB3

Os testes com a base IEDB3 visam avaliar se a remocao de epitopos repetidos pode auxiliar
na melhoria do aprendizado e generalizacao do modelo.

Os resultados do treino e teste de cada caso sao apresentados, respectivamente, para
predi¢do de CDR, Figura [A.9] para predigdo de H3, Figura [5.7] para predi¢do de L3,
Figura e para predigio de EPITOPO na Figura[A.12]
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Figura 5.7: Resultados do modelo para base IEDB3 e predigao de H3. O ntimero de épocas
estéd apresentado no eixo X e o valor da funcdo de erro (SparseCategoricalCrossEntropy
loss) no eixo Y

A partir dos resultados de treino e teste com base na IEDB3, comparativamente com
IEDB e IEDB2, podem ser observados:

e As alteragoes inseridas na base IEDB3 também nao produziram melhorias significa-
tiva nos resultados;

e Nota-se que, de maneira semelhante as bases IEDB e IEDB2 foram obtidos bom de-
sempenho de treino e baixo desempenho de teste (baixa capacidade de generalizagao)
caracterizando novamente overfitting no modelo;

e Apesar da redugao de registros, é possivel notar uma pequena melhoria de desem-
penho do modelo, causada principalmente pela remocao do impacto negativo que
registros baseados em epitopos repetidos tinham no resultado.

Com base nestas observacoes, a base IEDB3 ¢, até o momento, a que apresenta melho-
res resultados e sem vicios (registros com epitopos repetidos). A ocorréncia de overfitting
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juntamente com o baixo niimero de registros sugere explorarmos a técnica data augmen-
tation para melhorar os resultados.

Seguindo este caminho, foram propostos para avaliacao, duas abordagens para data
augmentation: insercao de mutacao aleatoéria em um residuo e insercao de mutagao aleato-
ria em varios residuos. Para cada abordagem foram consideradas duas bases, alterando-se
o numero de registros gerados no processo de data augmentation para cada registro do
conjunto de treino. E importante observar que estas abordagens foram aplicadas ape-
nas nos conjuntos de treino, mantendo intactos os conjuntos de teste. Os resultados sao
analisados a seguir, na avaliacao das bases IEDB4, IEDB5, IEDB6 e IEDBY.

5.3.6 Avaliacao modelo com a base IEDB4

Os testes com a base IEDB4 visam avaliar a técnica de data augmentation sobre a base
IEDB3 gerando novos registros de treino a partir da aplicacao de uma mutacao aleatoria
em um residuo escolhido aleatoriamente no epitopo. No caso deste ensaio, buscou-se um
fator de aumento de 10 vezes, isto é, a geracao de nove registros adicionais por registro
de treino. Detalhes da geracao da base IEDB4 podem ser encontrados na Segao [3.2.6

Os resultados do treino e teste de cada caso sao apresentados, respectivamente, para
predicao de CDR, Figura para predi¢do de H3, Figura [5.8] para predi¢do de L3,
Figura e para predicdo de EPITOPO na Figura .
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Figura 5.8: Resultados do modelo para base IEDB4 e predicao de H3. O niimero de épocas
e o valor da fungao de erro (SparseCategoricalCrossEntropy loss) estdo apresentados,
respectivamente, nos eixos X e Y

A partir dos resultados de treino e teste com base na IEDB4, comparativamente com
IEDB3, podem ser observados:

e O fator de augmentation 10x utilizada na base IEDB4 produziu um efeito de rapido
aprendizado pelo modelo. Os valores de erro préoximos de zero obtidos ja a partir
de dez épocas sao compativeis como os valores de cem épocas da base IEDB3;

e Nota-se piora significativa na generalizacao causada por acentuado overfitting no
modelo;
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Com base nestas observagoes, a técnica de data augmentation, como aplicada, nao
gerou o efeito desejado, pois, apesar da melhora no treino houve significativa piora na
generalizacao. Um dos motivos da piora pode ter sido o fator 10x utilizado. Desta forma,
seria interessante um novo ensaio com um fator de augmentation menor.

Assim, uma nova base IEDB5, usando mutacao em um tunico residuo e fator 2x foi
gerada e os resultados apresentados na proxima sec¢ao.

5.3.7 Avaliacao modelo com a base IEDB5

Os testes com a base IEDBS5 visa avaliar a técnica de data augmentation sobre a base IEDB3,
porém com um menor fator de aumento, devido a piora na generalizacao e overfitting
avaliado no ensaio IEDB4. No caso deste ensaio, buscou-se um fator de aumento de
apenas 2 vezes, isto é, a geracao de um registro adicional, com mutacao, por registro de
treino. Detalhes da geragdo da base IEDB5 pode ser encontrada na Segao [3.2.6]

Os resultados do treino e teste de cada caso sao apresentados, respectivamente, para
predicao de CDR, Figura para predicao de H3, Figura [5.9, para predicao de L3,
Figura e para predicdo de EPITOPO na Figura .
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Figura 5.9: Resultados do modelo para base IEDB5 e predigao de H3. O eixo X refere-se
ao numero de épocas e o0 eixo Y ao valor da fungao de erro (SparseCategoricalCrossEntropy
loss)

A partir dos resultados de treino e teste com base na IEDB5, comparativamente com
as bases IEDB3 e IEDB4 , podem ser observados:

e O fator de data augmentation 2x utilizado na base IEDB5 produziu um efeito de
rapido aprendizado pelo modelo, compativel com fator aplicado, em relacao a base
IEDB3. Mais especificamente, o erro chega a aproximadamente zero, apos 60 épocas
com a base IEDB3 e ap6s 30 épocas coma base IEDB5 ;

e Nota-se uma sensivel piora na generalizagao e nenhum indicio de reducao do over-
fitting no modelo;

Com base nestas observagoes, conclui-se que a técnica de data augmentation utilizando-
se uma mutagao em um residuo aleatério nao produz melhoria na generalizacao do modelo.



29

Uma ultima alternativa a ser examinada é o uso de data augmentation aplicando-se
um maior fator de mutagao, por exemplo 25%. Assim, duas novas bases foram geradas
para testes utilizando-se de mutacao aleatoria em 25% do residuos do epitopo sendo os
fatores de geracao de registros 2x e bHx respectivamente para as bases IEDB6 e IEDB7. Os
resultados dos ensaios com estas duas novas bases sao apresentados nas proximas secoes.

5.3.8 Avaliacao modelo com a base IEDB6

Este ensaio visa avaliar a técnica de data augmentation sobre a base IEDB3, porém com
um maior fator de mutacao, no caso 25%. O fator de aumento foi mantido baixo, no caso
2x, pois, até o momento, verifica-se que um maior fator tem efeito semelhante ao aumento
de épocas e nao uma real melhora do aprendizado. Detalhes da geracao da base IEDB6
podem ser encontrados na Segao [3.2.7

Os resultados do treino e teste de cada caso sao apresentados, respectivamente, para
predi¢do de CDR, Figura [A.2]] para predigdo de H3, Figura [5.10] para predi¢ao de L3,
Figura e para predigio de EPITOPO na Figura[A.24]
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Figura 5.10: Resultados do modelo para base IEDB6 e predigao de H3. Os eixos X e Y
referem-se, respectivamente, ao nimero de épocas e ao valor da fungao de erro (Sparse-
CategoricalCrossEntropy loss)

A partir dos resultados de treino e teste com base na IEDB6, comparativamente com
as bases IEDB3 e IEDB5 , podem ser observados:

e O fator de data augmentation 2x utilizado na base IEDB5 produziu um efeito de
rapido aprendizado pelo modelo, compativel com fator aplicado, em relacao a base
IEDB3. Mais especificamente, o erro chega a aproximadamente zero, apos 60 épocas
com a base IEDB3 e apods 30 épocas coma base IEDB6, de maneira semelhante ao
ensaio com a base IEDBS ;

e Nota-se uma sensivel piora na generalizagao e nenhum indicio de reducao do over-
fitting no modelo;

A partir destas observacoes, pode-se concluir que a técnica de data augmentation
utilizando-se mutagoes aleatorias em 25% dos residuos nao conseguiu produzir melhoria
na generalizagao do modelo.
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Como um tltimo ensaio ampliou-se o fator de geragao de registros de x2 para x5 para
avaliagao. Os resultados estao discutidos na proxima secao.

5.3.9 Avaliacao modelo com a base IEDB7

Os testes com a base IEDB7 visam avaliar a técnica de data augmentation com multiplas
mutacoes sobre a base IEDB3, com um maior fator de aumento, no caso 5x, para observa-
mos se multiplas mutagoes gera algum aprendizado adicional ou apenas ¢ semelhante ao
aumento de épocas de treino, algo ja observado, entre as bases IEDB6 e IEDB7. Detalhes
da geragao da base IEDB7 pode ser encontrada na Segao [3.2.7]

Os resultados do treino e teste de cada caso sao apresentados, respectivamente, para
predi¢do de CDR, Figura [A.25] para predigdo de H3, Figura [5.11] para predi¢ao de L3,
Figura e para predicdo de EPITOPO na Figura .
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Figura 5.11: Resultados do modelo para base IEDB7 e predi¢ao de H3. O niimero de épo-
cas esta apresentado no eixo X e o valor da fungao de erro (SparseCategoricalCrossEntropy
loss) no eixo Y

A partir dos resultados de treino e teste com base na IEDB7, comparativamente com
as bases IEDB3 e IEDB6 , podem ser observados:

e O fator de data augmentation 5x utilizado na base IEDB7 produziu um efeito de
rapido aprendizado pelo modelo, compativel com fator aplicado, em relacao a base
IEDB3, de maneira semelhante a base IEDB6 . Mais especificamente, o erro chega a
aproximadamente zero, apos 60 épocas com a base IEDB3 e apds 20 épocas com a
base IEDB7. Neste caso o fator de 5x nao é observado diretamente porque os valores
do gréfico sao coletados apenas de dez em dez épocas;

e Nota-se uma sensivel piora na generalizacao e, portanto, nenhum indicio de reducao
do overfitting no modelo.

Com base nestas observagoes, conclui-se que a técnica de data augmentation utilizando-
se mutagoes aleatorias em 25% dos residuos nao produz melhoria na generalizacao do
modelo.
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5.3.10 Tentativa de eliminacao do overfitting

As secoes anteriores avaliaram o modelo com parametrizacao padrao utilizando varias
bases (IEDB a IEDBT7) para treino sendo que, em todos os casos, o overfitting se mostrou
presente. Nesta secao sao apresentados algumas das tentativas de eliminacao do overfit-
ting, seguindo algumas das técnicas propostas por Goodfellow [I1], Cap 11| e colegas.

Nesta avaliacao, utilizamos a base IEDB3, pois foi a base mais simples (sem registros
com epitopos repetidos) e que obteve os melhores resultados. Por outro lado, dentre as
trés possibilidades de predicao, escolhemos H3 pois produzem melhores resultados que
CDR e contém a porcao de maior interesse do CDR.

As técnicas avaliadas foram:

e weight decay;
e data augmentation;
e dropout;

A escolha das técnicas baseou-se na necessidade de eliminagao do overfitting e também
em técnicas que estivessem preferivelmente disponiveis para uso imediato na plataforma
utilizada. Duas das técnicas escolhidas, weight decay e dropout, ja existiam nativamente
na plataforma, e data augmentation necessitou de implementacao.

Tentativa de regularizacao com weight decay

A primeira técnica sugerida por Goodfellow [11, Cap 11| e colegas é weight decay e foi
a primeira escolhida para ser testada. Cabe lembrar que early stopping, como ja citado
anteriormente, foi a primeira técnica avaliada, mas foi descartada, visto que os erros
minimos das inferéncias nao se mostravam aceitaveis.

Utilizamos os valores 0.002, 0.005, 0.008 e 0.01 para o parametro weight decay. O
resultado mais relevante foi obtido com valor 0.002, apresentado na Figura [5.12] Os
demais resultados sao apresentados no Apéndice [B.1] Figuras B.2] [B.3 e[B.4
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Figura 5.12: Resultados do modelo para base IEDB3 com parametro weight decay = 0.002
e predigao de H3. O numero de épocas e o valor da fungao de erro (SparseCategorical-
CrossEntropy loss) estdo apresentados, respectivamente, nos eixos X e Y
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Comprando-se os resultados dos ensaios com variagao do parametro weight decay, em
relacao a base de referéncia IEDB3, podemos observar:

e 0 aumento no valor do parametro weight decay leva rapidamente a uma dificuldade
de aprendizado do modelo, porém com certa sensivel melhora nos resultados para os
valores 0.002 e 0.005. Valores de 0.008 e 0.01 nao permitem aprendizado do modelo
dentro de 200 épocas;

e a melhora observada mostra-se ainda insuficiente, pois o erro nos testes ainda se
mantém elevado.

Considerando a melhora obtida com parametro ajustado para 0.002, optou-se por usar
este parametro como base para a avaliacao dos outros métodos.

Tentativa de regularizagcao com data augmentation

Uma outra técnica muito utilizada para regularizacao é data augmentation. Esta técnica
ja foi utilizada anteriormente, mas nao com este objetivo, durante a definicao e avaliacao
das bases de treino e validagao nas Segoes e [3.2.7, como tentativa de aumento das
bases de treino.

Nestes novos ensaios, a abordagem de data augmentation é diferente, e tem foco na
avaliagao da técnica como regularizacao, com objetivo de melhorar a generalizacao do
modelo. Neste caso, a técnica foi aplicada, substituindo-se a camada Embedding do modelo
por uma codificagdo one-hot, na qual aplicou-se um perturbacao aleatoéria, para geragao
de diferentes codificagoes do epitopo e, consequentemente, aumentando os exemplos de
treino.

A perturbagao foi implementada adicionando-se uma parcela aleatoria, para cada ele-
mento da codificacao one-hot, gerada através de distribuicao uniforme entre, —noise e
noise, sendo nmoise o parametro limite da perturbacao. O fator de data augmentation
utilizado foi cinco.

Os ensaios foram executados mantendo o parametro weight decay de melhor desem-
penho, em 0.002. Um ensaio de referéncia, a titulo comparativo, foi executado, sem
perturbagao (noise = 0) e fator de data augmentation = 1.

A avaliagao comparativa dos erros de generaliza¢ao dos ensaios com data augmentation
é apresentada na Figura[5.13] Os resultados detalhados de cada ensaio sdao apresentados
no Apéndice B.2] Figuras a[B.9

Pode-se observar que os resultados de referéncia (noise = 0 e fator de data augmen-
tation = 1) s@o semelhantes ao modelo com camada embedding durante o treino, porém
nota-se piora na generalizacao. Este resultado pode ser explicado parcialmente porque a
camada embedding também sofre aprendizado no modelo original. O ensaio sem pertur-
bagao e com fator de data augmentation = 5, treinado até 100 épocas, também apresenta
resultados semelhantes.

Para avaliar o modelo com data augmentation e perturbagao, trés valores para per-
turbagao foram utilizados: 0.2, 0.4 e 0.5. Estes ensaios foram executados até 40 épocas.
Nestes casos é possivel observar que uma pequena melhora na generalizacao com o au-
mento da perturbagao, porém com maior dificuldade no processo de treino.
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Erro médio de generalizacao (test loss) variando
perturbacdao com data augmentation
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Figura 5.13: Comparativo dos resultados com uso de data augmentation, mantendo weight
decay = 0.002. O eixo X refere-se ao nimero de épocas e o eixo Y ao valor da fungao de
erro (SparseCategoricalCrossEntropy loss)

Por fim, a pequena melhoria na generalizagao nao se mostra relevante para conside-
rarmos esta técnica efetiva na melhoria dos resultados. Assim, como os resultados sao
praticamente semelhantes ao modelo com camada embedding, esta técnica nao sera utili-
zada nos préoximos experimentos.

Tentativa de regularizagcao com dropout

Uma nova tentativa de melhoria no modelo foi efetuada com a utilizacao de dropout. Por
se tratar de um modelo com arquitetura de rede recorrente, existem dois pontos distintos
para introducao de dropout: na entrada da rede, aqui denominado como dropout in e nas
entradas dos elementos recorrentes, aqui chamado de dropout rec.

Inicialmente utilizou-se todas as combinacgoes dos valores 0.0, 0.3 e 0.5 para os pa-
rametros dropout in e dropout rec, excetuando a combinagao (0.0, 0.0), visto que esta
corresponde a condi¢ao de referéncia ja testada sem dropout. Por fim, foram utilizadas as
combinagoes adicionais (0.0, 0.6), (0.6, 0.0) e (0.6, 0.6). Desta forma, um total de onze
combinagoes foram avaliadas. Em todos os casos, o parametro weight decay, de melhor
desempenho, também foi mantido em 0.002.

A avaliagao comparativa dos erros de generalizacao dos ensaios com dropout é apresen-
tada na Figura[5.14] Os resultados para cada combinagao de parametros sao apresentados
no Apéndice B.3], Figuras a[B.20]

Avaliando o grafico comparativo na Figura[s.14] com os resultados dos ensaios, observa-
se que a utilizacao de weigth decay e dropout reduzem consideravelmente o erro de gene-
ralizagdo, quando comparado com o modelo de referéncia da Figura[5.7} Por outro lado,
nao consegue melhorar substancialmente a generalizacao quando comparada com o uso
isolado de weigth decay.
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Erro médio de generalizacdo (test loss) variando dropout
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Figura 5.14: Comparativo dos resultados com a aplicagao de dropout, mantendo weight
decay = 0.002. Os eixos X e Y referem-se, respectivamente, ao numero de épocas e ao
valor da fungao de erro (SparseCategoricalCrossEntropy loss)

Assim, conclui-se que a aplicacao de dropout nao trouxe ganho significativo para os
resultado. Observou-se também, como citado na documentagao do Tensorflow, o uso de
dropout nas entradas das unidades recorrentes (dropout rec) ndo permite o uso eficiente
de paralelismo no processamento, o que aumenta substancialmente o tempo de treino dos
modelos.

5.3.11 Grid search dos hiper-parametros

Nas segoes anteriores o modelo foi avaliado em relagao a varias bases (IEDB a IEDB7) e
também algumas técnicas para eliminacao de overfitting. Nesta secao, o objetivo sera
buscar uma combinagao 6tima de parametros através de um grid search. Serao utilizands
dois dos parametros do modelo que mostraram algum grau de melhoria nas avaliagoes
anteriores, e também alteragoes nos parametros de dimensoes e unidades do modelo,
parametros estes que alteram a sua capacidade, e que podem revelar caminhos para sua
otimizacao. O estudo foi feito sobre a base IEDB3 e com predi¢ao de H3, pelos mesmos
motivos ja relatados anteriormente.

O grid search seré feito sobre as combinagoes dos parametros conforme Tabela [5.2]

No total sao 108 combinagoes cujos resultados sao apresentados nos graficos das Figu-
ras e Cada figura apresenta o erro (SparseCategoricalCrossentropy) para 100 e
200 épocas.

Os resultados do conjunto de testes apresentados na Figura[5.15|indicam uma redugao
na variagao do valor do erro, calculado a partir da funcao SparseCategoricalCrossentropy,
conforme os valores dos parametros weight decay e drop out sao incrementados, porém
o erro médio de generalizacao é reduzido para valores ligeiramente inferiores a um, o
que é considerado um erro elevado, quando se observa os valores preditos em relacao
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Tabela 5.2: Valores utilizados para cada parametro no grid search, totalizando 3 x 3 X

4 x 3 = 108 combinagoes.

Parametro Valores

dimensoes 256, 64, 16

unidades 1024, 256, 64

weight decay mnulo, 0.001, 0.002, 0.004
dropout in nulo, 0.2, 0.4

aos esperados. Desta forma, com o grid search proposto nao foi possivel identificar um
conjunto de parametros com resultados interessantes, dentro de um minimo aceitavel.

Na Figura [5.16| pode ser verificado que a diminuicao do erro de generalizagao nao
resulta em real melhoria nos resultados preditos tendo, na verdade, um efeito contrario,
visto que a média de erros por residuo aumenta com o aumento no valor dos parametros
weight decay e drop out.

Por fim, podemos concluir que as combinagoes propostas para grid search nao foram
suficientes para encontrar uma combinagao com melhoria relevante da predicao de H3.

Grid search - erro médio de generalizagdo (test) para 100
épocas

Grid search - erro médio de generalizagdo (test) para 200
épocas
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Figura 5.15: Resultados do erro médio de generalizagao (test) durante grid search, modelo
para base IEDB3 e predi¢ao de H3

5.3.12 Analise quantitativa e comparativa dos resultados

Os resultados dos ensaios apresentados mostram que nao foi possivel alcancar um bom
nivel de generalizacao pelo modelo. Porém é fato que em véarios dos casos de teste, o
modelo fez a predicao do H3 de maneira correta. A Tabela mostra que para alguns
dos conjuntos de dados utilizados, utilizando parametrizagao padrao, mais de 10% dos
casos de teste foram previstos perfeitamente.

Em todos os casos onde a predigao foi perfeita, existiam epitopos no grupo de treino
associados ao mesmo H3. Isso mostra que o modelo foi capaz de avaliar a semelhanca
entre os epitopos nos grupos de treino e grupo de testes, associando o mesmo valor de H3.
Existem casos onde uma tnica ocorréncia de H3 no treino foi suficiente para a predicao
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Grid search - erro médio por residuo (test) para 100 Grid search - erro médio por residuo (test) para 200
épocas épocas
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Figura 5.16: Erro médio por residuo no teste durante grid search, modelo para base IEDB3
e predicao de H3

Tabela 5.3: Predigoes perfeitas H3 nos conjuntos de teste do IEDB3 com 72 amostras cada.

Conjunto  Amostras Percentual

IEDB3_1 9 12,5%
IEDB3_2 4 5,6%
IEDB3_3 5 6,9%
IEDB3_4 10 13,9%
IEDB3_5 3 4.2%
IEDB3_6 6 8,3%
IEDB3_7 3 4,2%
IEDB3_8 6 8,3%
IEDB3_9 0 0%

IEDB3_10 6 8,3%

perfeita. Por outro lado, nem todos os casos de epitopos semelhantes com mesmo H3
tiveram predigao perfeita.

Akbar e colegas [I] conseguiram erros de 78% e 88% na predigao de residuos de contato
no CDR, a partir dos residuos de contato do epitopo. Em nosso modelo, o erro foi da
mesma ordem de grandeza, variando entre 86.1% e 100% (complementos dos percentuais
da Tabela , porém para predicao da sequéncia completa H3 a partir da sequéncia
completa do epitopo.
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Capitulo 6

Contribuicoes e trabalhos futuros

6.1 Contribuicoes

A criacao de anticorpos a partir de epitopos é de grande interesse e importancia no
tratamento de doencas como cancer e também, no caso de pandemias, como a COVID-19
que ainda estamos sofrendo. Uma das vantagens do uso de anticorpos é sua agao direta
e mais rapida em casos graves de uma doencga, onde, por exemplo, a vacina, caso exista,
nao tenha se mostrado eficaz.

Nesta pesquisa, buscamos avaliar a aplicagao de aprendizado profundo, mais especi-
ficamente, RNNs, com objetivo de inferir a sequéncia do CDR de um anticorpo a partir
da sequéncia de um epitopo, utilizando uma abordagem um pouco diferente da original-
mente utilizada por Akbar e colegas [I]. Nosso trabalho teve o foco principal na avaliagao
da capacidade da rede em prever a sequéncia completa do CDRH3, sendo que foram
experimentados vérios recursos para melhoria na qualidade da inferéncia.

Inicialmente, buscou-se avaliar se a quantidade e qualidade dos dados eram suficientes.
Neste sentido, verificamos que o numero de registros de amostras disponiveis é pequena,
suficiente para o treino, mas insuficiente para uma generalizacao. O nimero de pares
(Epitopo, CDR) documentados é relativamente pequeno, sendo que o conjunto utilizado
foi ainda mais reduzido pois optamos por utilizar apenas registros considerados positivos,
isto é, com a confirmacao de que o CDR é efetivo para o epitopo associado. Observa-
mos ainda que varios dos registros possuiam epitopos, H3 e L3 repetidos. Os registros
com epitopos repetidos foram removidos, pois a técnica de diferencia-los com a insercao
aleatoria de um residuo, piorou o resultado, o que reduziu um pouco mais o conjunto de
dados de treino. O impacto da repeticao de H3 e L3 nos registros nao foi avaliada em
profundidade, mas acreditamos que tem impacto negativo no aprendizado do modelo, pois
nao oferece diversidade para um melhor aprendizado, induzindo o modelo a nao aprender
aspectos relevantes da relagao epitopo-CDR, mas apenas sugerir CDRs conhecidos a par-
tir da semelhanca dos epitopos, como foi observado, pois alguns epitopos do conjunto de
teste permitiram a inferéncia do H3 correspondente com sucesso. Outro fator que pode
ter atrapalhado o aprendizado é a existéncia de poucos casos de epitopos proximos (com
grande similaridade) porém com os respectivos H3 e L3, com baixa similaridade.

Uma vez definido o conjunto de dados, passamos para uma avaliagao e ajuste fino
do modelo de rede neural proposto. Como resultado geral, identificamos uma situacao
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constante de overfitting. Avaliamos varias técnicas para melhorar a generaliza¢cao do mo-
delo, entre elas, early stopping, weight decay, dropout e data augmentation, sendo que uma
pequena melhora foi observada com weight decay. Durante o uso de data augmentation,
verificamos a dificuldade de uso desta técnica de maneira efetiva em nossos experimentos,
pois é de conhecimento na area de imunologia que pequenas alteracoes no CDR podem
afetar em muito a efetividade de acoplamento entre o epitopo e o CDR. Isso nos limitou
a fazer experimentos de data augmentation apenas variando o epitopo, e que geraram re-
sultados semelhantes ao aumento no ntiimero de épocas do treino. A nao geracgao de novos
CDRs com o processo de data augmentation limitava, consequentemente, a capacidade
de aprendizado do modelo, pois nao apresentava novos valores para o modelo aprender a
esséncia que determina a sequéncia do CDR a partir do epitopo.

O uso de métricas como similaridade e Levenshtein é interessante, em casos como de
nossa pesquisa, porque a inserc¢ao ou omissao de um residuo em uma sequéncia, causando
apenas um deslocamento de parte da sequéncia, pode ser considerada de menor relevancia,
comparativamente ao impacto que tal diferenca causa, por exemplo, em fungoes do tipo
Sparse Categorical Cross Entropy. A principal contribuicao de nossos experimentos foi o
desenvolvimento dos algoritmos de calculo com preenchimento, com respectiva prova de
equivaléncia com o algoritmo convencional, e o algoritmo de distancia de Levenshtein em
banda. Exemplos como os Algoritmos [4] e [6] foram desenvolvidos para uso como fun¢ao
de loss nos treinos em batch e também para avaliacdo dos resultados. Os algoritmos
com calculo em banda sao mais rapidos, retornando o mesmo resultado que os algoritmos
convencionais de calculo, desde que os dados de entrada permitam que o calculo fique
restrito a um limite associado & banda utilizada. Caso este limite seja ultrapassado, os
algoritmos de céalculo em banda nao conseguem computar o valor otimizado, isto é, podem
retornar, por exemplo, no caso de distancia de edi¢ao, uma valor maior que a distancia.

Os resultados apresentados parecem indicar que a base de dados utilizada é insuficiente
para uma boa generalizagao. Além disso, verificamos que o uso de data augmentation nao
melhorou a generalizagao, o que indica que a técnica necessita de aprimoramento para que
0 uso seja efetivo neste contexto. Para finalizar, o uso da métrica baseada em similaridade,
que inicialmente nos parecia mais interessante, nao permitiu aprendizado adequado do
modelo proposto, o que sugere que a arquitetura da rede necessita ser alterada para que
o uso da métrica possa ser efetiva.

6.2 Trabalhos Futuros

Neste trabalho, podemos ressaltar algumas questoes encontradas e que nao foram tratadas,
por questao de tempo e para nao sairmos do objetivo inicialmente proposto.

O uso de data augmentation tem se mostrado de grande importancia na melhoria dos
resultados de modelos de aprendizado profundo. Em nossa tentativa de uso, foi possivel
verificar que uma abordagem diferente da convencional é necessaria para que se consiga
ampliar os dados de treino com casos realmente relevantes para o objetivo a ser aprendido
pelo modelo, visto a quantidade relativamente reduzida e interdependente de exemplos
para treino. Assim, abordagens utilizando matrizes de substituicgago PAM e BLOSUM,
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ou até mesmo pequenas substitui¢oes entre aminoacidos muito semelhantes como, por
exemplo, uma Alanina por uma Glicina, poderiam ser estudadas dentro do contexto de
data augmentation.

Este conjunto de dados reduzido também sugere experimentos futuros com outros al-
goritmos voltados a poucos dados de treino como abordagens one-shot learning e few-shot
learning. Outra opc¢ao interessante para avaliagao futura é o uso de modelos baseados em
transformers como, por exemplo, BERT, que sao considerados estado da arte atualmente.
Neste tipo de modelo, o aprendizado nao supervisionado de proteinas em geral, cujos
exemplos disponiveis sdo em maior quantidade que pares (epitopos-CDR) utilizados em
nossa pesquisa, poderia ser especializado na aplicagao de anticorpos, que sao proteinas,
e depois em sua relacao com epitopos especificos. Modelos utilizando unidades LSTM e
RNNs bidirecionais e outras abordagens de atencao também sao opcoes que podem ser
avaliadas futuramente.

Por fim, outro tema a ser abordado é a aplicacao das matrizes de substituicao PAM
e BLOSUM no processo de data augmentation, nas unidades codificadoras de entrada
do modelo e também nas métricas de avaliacao dos aminoacidos inferidos pelo modelo.
Isso daria, por exemplo, maior legitimidade as mutagoes utilizadas nos processos de data
augmentation e maior flexibilidade na validagao dos residuos preditos pelo modelo.
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Resultados dos testes iniciais para
CDR, L3 e EPITOPE

NOTA: alguns resultados, ja apresentados no texto, sao reapresentados neste apéndice

para facilitar a avaliagdo comparativa entre os diversos ensaios. Em todos os gréficos, o

eixo X refere-se ao namero de épocas e o eixo Y ao valor da fungao de erro (SparseCate-

goricalCrossEntropy loss).
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Figura A.1: Resultados do modelo para base IEDB e predicao de CDR
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Figura A.2: Resultados do modelo para base IEDB e predicao de H3
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Figura A.3: Resultados do modelo para base IEDB e predi¢ao de L3
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Figura A.4: Resultados do modelo para base IEDB e predicao de EPITOPO
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Figura A.5: Resultados do modelo para base IEDB2 e predigao de CDR
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Figura A.6: Resultados do modelo para base IEDB2 e predicao de H3)
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Figura A.7: Resultados do modelo para base IEDB2 e predi¢ao de L3
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Figura A.8: Resultados do modelo para base IEDB2 e predicio de EPITOPO
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Figura A.9: Resultados do modelo para base IEDB3 e predicao de CDR
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Figura A.10: Resultados do modelo para base IEDB3 e predicao de H3
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Figura A.11: Resultados do modelo para base IEDB3 e predicao de L3
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Figura A.12: Resultados do modelo para base IEDB3 e predigao de EPITOPO
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Figura A.13: Resultados do modelo para base IEDB4 e predigao de CDR)
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Figura A.14: Resultados do modelo para base IEDB4 e predi¢ao de H3




78

train L3 SCCE

test L3 SCCE

14 12
1,2 10
B 8
0,8
6
0,6
0,4 4
0,2 2
0 0
10 20 30 40 50 60 70 80 90 100110120 130 140 150 160 170 180 190 200 10 20 30 40 50 60 70 80 90 100110 120 130 140 150 160 170 180 190 200
trainl train2 train3 train4 train5 testl test2 test3 test4 test5
trainé train7 traing train9 trainl0 test6 test7 test8 test9 test10
(a) treino (b) teste
Figura A.15: Resultados do modelo para base IEDB4 e predicao de L3
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Figura A.16: Resultados do modelo para base IEDB4 e predigao de EPITOPO
train CDR SCCE test CDR SCCE
14 10
1,2
8
1
08 6
0,6 4
0,4
2
” /Z\
0 = 0
10 20 30 40 50 60 70 80 90 100 110 120 130 140 150 160 170 180 190 200 10 20 30 40 50 60 70 80 90 100 110 120 130 140 150 160 170 180 190 200
trainl train2 train3 traind train5 testl test2 test3 test4 test5
train6 train7 train8 train9 train10 test6 test7 test8 test9 test10
(a) treino (b) teste

Figura A.17: Resultados do modelo para base IEDB5 e predi¢ao de CDR
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Figura A.18: Resultados do modelo para base IEDB5 e predicao de H3
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Figura A.19: Resultados do modelo para base IEDB5 e predicao de L3
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Figura A.20: Resultados do modelo para base IEDB5 e predicao de EPITOPO
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Figura A.21: Resultados do modelo para base IEDB6 e predicao de CDR
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Figura A.22: Resultados do modelo para base IEDB6 e predicao de H3
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Figura A.23: Resultados do modelo para base IEDB6 e predicao de L3
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Figura A.24: Resultados do modelo para base IEDB6 e predigao de EPITOPO
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Figura A.25: Resultados do modelo para base IEDB7 e predicao de CDR
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Figura A.26: Resultados do modelo para base IEDB7 e predi¢ao de H3
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Figura A.27: Resultados do modelo para base IEDB7 e predicao de L3
train EPITOPE SCCE test EPITOPE SCCE
14 14
1,2 12
1 10
038 8 />
o . FX
XX
04 /;’ 4 'A V)
0,2 A VAN ,\A /lii\ 2 //M'
B = Q.,,S.iﬁév‘!/A\VIA LNV | :

10 20 30 40 50 60 70 80 90 100 110 120 130 140 150 160 170 180 190 200

10 20 30 40 50 60 70 80 90 100 110 120 130 140 150 160 170 180 190 200

——trainl train2 train3 train4 train5 testl test2 test3 testd test5
train6 train7 train8 train9 trainl0 test6 test7 test8 test9 test10
(a) treino (b) teste

Figura A.28: Resultados do modelo para base IEDB7 e predi¢io de EPITOPO
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Resultados dos testes com regularizacao

B.1 Regularizacao com weight decay

NOTA: alguns resultados, ja apresentados no texto, sao reapresentados neste apéndice

para facilitar a avaliagao comparativa entre os diversos ensaios. Em todos os gréficos, o

eixo X refere-se ao nimero de épocas e o eixo Y ao valor da fungao de erro (SparseCate-

goricalCrossEntropy loss).
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Figura B.1: Resultados da regularizagao do modelo para base IEDB3 com parametro weight

decay = 0.002 e predigao de H3
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Figura B.2: Resultados da regularizacao do modelo para base IEDB3 com parametro weight

decay = 0.005 e predi¢ao de H3
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Figura B.3: Resultados da regularizagao do modelo para base IEDB3 com parametro weight

decay = 0.008 e predigao de H3
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Figura B.4: Resultados da regularizacao do modelo para base IEDB3 com parametro weight

decay = 0.01 e predicao de H3



B.2 Regularizacao com data augmentation

85

NOTA: alguns resultados, ja apresentados no texto, sao reapresentados neste apéndice

para facilitar a avaliacao comparativa entre os diversos ensaios. Em todos os graficos, o

eixo X refere-se ao nimero de épocas e o eixo Y ao valor da fungao de erro (SparseCate-

goricalCrossEntropy loss).
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Figura B.5: Resultados da regularizagao do modelo para base TEDB3 com parametro weight
decay = 0.002, noise = 0, fator de augmentation = 1 e predigao de H3
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Figura B.6: Resultados da regularizacao do modelo para base IEDB3 com parametro weight
decay = 0.002, noise = 0, fator de augmentation =5 e predigao de H3
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Figura B.7: Resultados da regularizagao do modelo para base IEDB3 com parametro weight
decay = 0.002, noise = 0.2, fator de augmentation =5 e predicao de H3
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Figura B.8: Resultados da regularizagao do modelo para base IEDB3 com parametro weight
decay = 0.002, noise = 0.4, fator de augmentation =5 e predi¢ao de H3
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Figura B.9: Resultados da regularizagao do modelo para base IEDB3 com parametro weight
decay = 0.002, noise = 0.5, fator de augmentation =5 e predicao de H3
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B.3 Regularizagao com dropout

NOTA: alguns resultados, ja apresentados no texto, sao reapresentados neste apéndice

para facilitar a avaliacao comparativa entre os diversos ensaios. Em todos os graficos, o

eixo X refere-se ao nimero de épocas e o eixo Y ao valor da fungao de erro (SparseCate-
goricalCrossEntropy loss).

1,4
1,2

0,8
0,6
0,4
0,2

train wd=0.002 in=0.3 rec=0.0

10 20 30 40 50 60 70 80 90 100 110 120 130 140 150 160 170 180 190 200

2,5

15

0,5

test wd=0.002 in=0.3 rec=0.0

—

e~
=~ —

__'._/(I

10 20 30 40 50 60 70 80 90 100 110 120 130 140 150 160 170 180 190 200

——trainl =———train2 train3 train4 train5 testl test2 test3 test4 test5
train6 train7 train8 train9 train10 test6 test7 test8 test9 test10
(a) treino (b) teste

Figura B.10: Resultados da regularizacao do modelo para base IEDB3 com parametro
weight decay = 0.002, dropout in = 0.3, dropout rec = 0.0 e predicao de H3
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Figura B.11: Resultados da regularizacao do modelo para base IEDB3 com parametro
weight decay = 0.002, dropout in = 0.5, dropout rec = 0.0 e predi¢ao de H3
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Figura B.12: Resultados da regularizacao do modelo para base IEDB3 com parametro
weight decay = 0.002, dropout in = 0.0, dropout rec = 0.3 e predicao de H3
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Figura B.13: Resultados da regularizacao do modelo para base IEDB3 com parametro
weight decay = 0.002, dropout in = 0.0, dropout rec = 0.5 e predigao de H3
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Figura B.14: Resultados da regularizacao do modelo para base IEDB3 com parametro
weight decay = 0.002, dropout in = 0.3, dropout rec = 0.3 e predi¢ao de H3
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Figura B.15: Resultados da regularizacao do modelo para base IEDB3 com parametro
weight decay = 0.002, dropout in = 0.5, dropout rec = 0.3 e predicao de H3
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Figura B.16: Resultados da regularizacao do modelo para base IEDB3 com parametro
weight decay = 0.002, dropout in = 0.3, dropout rec = 0.5 e predi¢ao de H3
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Figura B.17: Resultados da regularizacao do modelo para base IEDB3 com parametro
weight decay = 0.002, dropout in = 0.5, dropout rec = 0.5 e predi¢ao de H3
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Figura B.18: Resultados da regularizacao do modelo para base IEDB3 com parametro
weight decay = 0.002, dropout in = 0.6, dropout rec = 0.0 e predicao de H3
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Figura B.19: Resultados da regularizacao do modelo para base IEDB3 com parametro
weight decay = 0.002, dropout in = 0.0, dropout rec = 0.6 e predigao de H3
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Figura B.20: Resultados da regularizacao do modelo para base IEDB3 com parametro
weight decay = 0.002, dropout in = 0.6, dropout rec = 0.6 e predi¢ao de H3
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Apéndice C

Infraestrutura de treino e teste

C.1 Hardware

O hardware utilizado possui 32 CPUs INTEL, 3 GPUs NVIDIA e 128G de memoria
RAM[]
A infraestrutura INTEL possui as seguintes caracteristicas:

Architecture: x86_64

CPU op-mode(s): 32-bit, 64-bit
Byte Order: Little Endian
CPU(s): 32

On-line CPU(s) 1list: 0-31
Thread(s) per core: 2
Core(s) per socket: 8

Socket (s): 2

NUMA node(s): 2

Vendor ID: Genuinelntel
CPU family: 6

Model: 85

Model name: Intel(R) Xeon(R) Silver 4110 CPU @ 2.10GHz
Stepping: 4

CPU MHz: 2124 .697

CPU max MHz: 2101.0000
CPU min MHz: 800.0000
BogoMIPS: 4200.00
Virtualization: VT-x

Lid cache: 32K

vL1i cache: 32K

L2 cache: 1024K

L3 cache: 11264K

NUMA nodeO CPU(s): 0-7,16-23
NUMA nodel CPU(s): 8-15,24-31

! Agradecimentos ao Projeto Fapesp 2018/00031-7 pela infraestrutura de processamento
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A infraestrutura NVIDIA possui as seguintes caracteristicas:

GPU 0: GeForce RTX 2080 Ti / 11019MiB
GPU 1: GeForce RTX 2080 Ti / 11019MiB
GPU 2: GeForce RTX 2080 Ti / 11019MiB

C.2 Software

O modelo foi implementado na linguagem Python versao 3.6.9 usando a biblioteca de
aprendizado de méaquina Tensorflow 2.0.0a0, em um ambiente Docker (Client 20.10.7 e
Server 19.03.13 ) e sistema operacional Linux Ubuntu versao 18.04.5 LTS (Bionic Beaver).
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