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Resumo

O Problema do Gnosticismo Perfeito (PAP do inglés Perfect Awareness Problem) é um
problema de otimizagao combinatoéria inserido no tépico de marketing viral que envolve a
propagacao de informagoes em redes sociais [21]. O problema pode ser descrito da seguinte
forma. A entrada consiste em um par (G, t), onde G = (V, E) é um grafo nao direcionado
et :V — N* éuma funcio limiar. O conjunto de vértices V' corresponde & cole¢ao
de individuos de uma rede social e o conjunto de arestas E representa as comunicagoes
possiveis entre tais individuos.

Supoe-se que, inicialmente, todos os individuos da rede sao ignorantes de uma de-
terminada informacao, exceto por um conjunto inicial de disseminadores, denominado
conjunto semente. Se um vértice ignorante v é informado por um vizinho disseminador,
entao v se torna conhecedor. Além disso, assim que v é informado por uma quantidade de
vizinhos disseminadores igual ou maior que ¢(v), v passa a ser também um disseminador.
O objetivo do problema ¢ determinar um conjunto semente de tamanho minimo, a partir
do qual uma propagacao da informacao faz com que todos os membros da rede sejam
conhecedores dela.

O PAP é um problema NP-dificil e até agora somente um método heuristico foi relatado
na literatura para lidar com ele. Neste trabalho, apresentamos quatro novas heuristicas
para o PAP baseadas na meta-heuristica GRASP [49]. Além desses algoritmos, desenvolve-
mos as duas primeiras formulagoes de Programacao Linear Inteira para o problema, com
o objetivo de obtermos solugoes 6timas para instancias do PAP e podermos comparar com
elas as solugoes produzidas por nossas heuristicas.

As contribuig¢oes da pesquisa também incluem trés abordagens de pré-processamento
de instancias para redugao do tamanho das entradas e um novo benchmark de 840 ins-
tancias do PAP que simulam redes sociais. Foi realizado ainda um conjunto extenso de
experimentos comparativos, seguidos de anélises estatisticas, mostrando a eficacia e efi-
ciéncia das heuristicas propostas. Além disso, aplicamos a melhor de nossas heuristicas
a 17 instancias da literatura que representam redes sociais reais e verificamos que nosso
algoritmo supera a tnica heuristica previamente existente para o PAP.



Abstract

The Perfect Awareness Problem (PAP) is a combinatorial optimization problem within the
area of viral marketing and related to the spread of information in social networks [21].
The problem can be described as follows. The input consists of a pair (G,t) where
G = (V, E) is an undirected graph and ¢ : V' — N* is a threshold function. The set of
vertices V' corresponds to the collection of individuals in a social network and the edges
in F indicate pairs of individuals between whom communication is possible.

It is assumed that, initially, all individuals in the network are ignorant of a certain
information, except for an initial set of spreaders, called seed set. If an ignorant vertex
v is informed by a neighboring spreader, then v becomes aware. Moreover, as soon as v
is informed by a number of neighboring spreaders greater than or equal to t(v), v also
becomes a spreader. The objective of the problem is to find a seed set of minimum size,
from which the propagation of the information makes all members of the network aware.

The PAP is NP-hard and, so far, only one heuristic has been reported in the literature
for this problem. In this work, we present four novel heuristics for the PAP, based on
the metaheuristic GRASP [49]. In addition to these algorithms, we developed the first two
Integer Programming formulations for the problem, in order to obtain optimal solutions
for PAP instances, so as to compare them with the solutions produced by our heuristics.

The contributions of this research also include three preprocessing approaches for
reducing the size of input instances and a new benchmark of 840 instances of the PAP that
simulate social networks. An extensive set of comparative experiments was conducted,
followed by statistical analyses, showing the effectiveness and efficiency of the proposed
heuristics. Furthermore, we applied the best one of our heuristics to 17 instances from
the literature that represent real social networks and found that our algorithm surpasses
the only previously reported heuristic for the PAP.
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Capitulo 1

Introducao

Estudos de redes sociais tém sido realizados por cientistas sociais desde o século passado.
Até pouco tempo, pesquisadores faziam uso de conjuntos de dados pequenos devido as
limitagoes tecnolodgicas. Entretanto, o surgimento da Internet proporcionou o recente ad-
vento das redes sociais online como, por exemplo, Facebook, Instagram e Twitter, entre
outras. Essas redes contribuiram para a eclosao da disponibilidade de grandes quantida-
des de dados e, consequentemente, para um crescimento do interesse por problemas que
envolvem redes sociais [14].

Uma parte significativa das pesquisas desenvolvidas nessas redes online pertence a area
de estudo denominada anélise de propagacao de informagao e influéncia em redes sociais.
Nessa area, existem diversos topicos de investigagao tais como: analise de midia social,
estudo de epidemias, publicidade direcionada, etc. [14]. Um topico de grande relevancia
que abrange diversas pesquisas na computacao ¢ o chamado marketing viral.

Considere que um usuario do Facebook fez um post sobre uma nova misica de seu
artista preferido. Quando um amigo desse usuario comenta ou compartilha o post, a
informagao é passada para membros de um segundo nivel de relacionamento e assim
sucessivamente, com potencial de transitar por uma fracao da rede. Agora, suponha que
o artista deseja que sua misica seja difundida até muitos usuérios do Facebook. Um
problema imediato consiste em determinar “bons” primeiros usuarios que devem postar
sobre aquela musica de modo que o objetivo seja alcangado.

Uma vez que o processo de disseminacao de uma informagao esteja modelado, é possivel
formular problemas que visam otimizar o alcance da sua propagacao através da rede. Esse
é, essencialmente, o objetivo do marketing viral: “ativar” um ntmero idealmente pequeno
de individuos influenciadores de uma rede social de modo que um grande niimero de outros
individuos sejam influenciados por uma propagacao viral [14].

Nesse contexto, temos o Problema do Gnosticismo Perfeito (PAP do inglés Perfect
Awareness Problem), um problema de otimizac¢ao combinatoria NP-dificil dentro do tema
de marketing viral. No PAP, supoe-se que inicialmente todos os individuos da rede sao
ignorantes de uma determinada informagao, exceto por um conjunto inicial de dissemina-
dores. Quando um disseminador informa um individuo ignorante v, este passa a ser um
conhecedor. Além disso, assim que v é informado por uma quantidade de disseminadores
maior ou igual a um determinado wvalor limiar, v passa também a ser um disseminador.

O objetivo do problema é determinar um conjunto inicial de disseminadores de tama-
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nho minimo de maneira que ao fim da propagacao toda a rede seja conhecedora [21]|. Na
pratica, resolver o PAP consiste em minimizar o custo de “recrutamento” dos dissemina-
dores iniciais da informagao a ser propagada, garantindo que, em algum momento, todos
os individuos da rede tomem conhecimento da informagao.

Estudos experimentais que investigam a maneira como ocorrem as disseminagoes em
redes sociais indicam que a informagcao nao flui livremente na rede. Ou seja, a transmissao
da informacao requer que exista um compartilhamento ativo que, por sua vez, depende das
convicgoes individuais dos membros da rede [21]. Além disso, é sabido que os individuos
que sao mais expostos a informacao sao significativamente mais propensos a divulgé-la e
o fazem mais cedo do que aqueles que nao sao tao expostos [5]. Essas sdo as principais
observacgoes que fundamentam o modelo de propagacao previsto para o PAP.

Esse modelo também pode ser visto como uma idealizagao do processo de difusao de
memes. Um meme é uma unidade de informagao cultural, como por exemplo um padrao
cognitivo ou comportamental, que pode ser transmitida de um individuo para outro [24].
Experimentos sobre como os memes evoluem e se espalham no Facebook [2| sugerem que
o modelo de difusao do PAP esta em conformidade com o mecanismo de disseminagao de
memes: um individuo adquire um meme quando ouve um amigo falar dele, mas as pessoas
comegam a espalhar um meme apenas quando este parece ser popular ou importante, ou
seja, quando foi ouvido de varios amigos.

Este trabalho de Dissertagao consiste em um estudo computacional do PAP com o
objetivo principal de produzir algoritmos heuristicos eficazes e eficientes para o problema.
Nossas principais contribui¢coes podem ser sumarizadas como segue:

e Projetamos quatro heuristicas baseadas na meta-heuristica Greedy Randomized
Adaptive Procedure (GRASP) [26];

e Desenvolvemos trés técnicas de pré-processamento de instancias que reduzem o ta-
manho das entradas;

e A fim de avaliar nossos algoritmos, produzimos um benchmark de 840 instancias do
PAP com caracteristicas de redes sociais;

e Com o objetivo de obter os valores 6timos das instancias geradas e comparé-los com
os valores de solucoes produzidas pelas heuristicas, projetamos as duas primeiras
formulagoes conhecidas de programagao linear inteira para o PAP;

e Realizamos uma anélise estatistica completa das nossas heuristicas e as classificamos
de acordo com seu sucesso na resolucao de todas as instancias de benchmark;

e Aplicamos a nossa melhor heuristica a 17 instancias da literatura que representam
redes sociais reais e verificamos que, para essas instancias, nosso melhor algoritmo
supera a unica heuristica previamente existente para o PAP.

O texto deste documento esté estruturado da seguinte forma. O Capitulo 2 apresenta
conceitos, defini¢oes e notagoes fundamentais para a compreensao deste trabalho. Em se-
guida, o Capitulo 3 traz a defini¢ao formal do PAP e uma revisao bibliografica do problema,
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além de uma exposigao acerca de outros problemas de otimizacgao relacionados ao PAP. No
Capitulo 4, abordamos os métodos empregados na pesquisa para resolver o PAP. Adiante,
no Capitulo 5, apresentamos o projeto dos experimentos computacionais conduzidos com
as heuristicas e formulacoes, assim como os resultados provenientes desses experimentos.
Por fim, o Capitulo 6 traz as conclusoes obtidas neste trabalho e perspectivas futuras.



18

Capitulo 2

Conceltos Basicos

Neste capitulo, introduzimos conceitos, definicoes e notagoes essenciais para a compre-
ensao desse trabalho de dissertacao. Na Segao 2.1, apresentamos nogoes basicas sobre
otimizacao combinatéria. FEm seguida, na Se¢ao 2.2, introduzimos a meta-heuristica
GRASP. Por fim, a Secao 2.3 trata da técnica de modelagem matematica e otimizagao
linear denominada Programagao Linear Inteira (PLI).

Além do conteudo apresentado neste capitulo, o leitor deve estar familiarizado com
topicos fundamentais da Teoria da Computacao, tais como projeto e analise de algoritmos,
terminologia de grafos, algoritmos bésicos em grafos e complexidade computacional de
problemas. Estes topicos estao cobertos pela literatura em [10, 22, 37, 40, 51].

2.1 Otimizacao Combinatéria

A otimizacao combinatéria é um ramo da teoria da computacao que trata de problemas
que envolvem a busca por um objeto 6timo em uma colecao finita de objetos. Tipicamente,
o tamanho da colecao é pelo menos exponencial em relagao ao tamanho da representacao
computacional desses objetos. Assim, ao buscarmos pelo melhor elemento da colegao,
uma verificagdo um a um destes elementos nao é uma abordagem pratica e, portanto,
algoritmos mais eficientes sdo estudados na literatura [52].

Formalmente, muitos problemas de otimizacao combinatoéria, incluindo o PAP, podem
ser definidos como segue. Sejam n um inteiro positivo, £ = {1,...,n} um conjunto finito,
F C 2% um conjunto de solugdes vidveis (também chamadas factiveis) e f : 2¥ — R uma
funcdo objetivo (ou funcao de custo). Se o problema ¢ de minimizagao', entao buscamos
uma solu¢ao S* € F tal que VS € F f(5*) < f(S). Denominamos S* uma solu¢ao dtima
e dizemos que f(S*) é o valor dtimo. A tripla (E, F, f) é definida de forma especifica para
cada problema [49].

Para uma instancia do PAP, E representa os n individuos da rede e F' contém todos os
possiveis conjuntos de disseminadores iniciais a partir dos quais uma propagacao atinge
toda a rede. Além disso, f(S) calcula o tamanho de um conjunto de disseminadores
iniciais S.

! Alternativamente, se o problema é de maximizacdo, buscamos uma solucao S* € F tal que VS €

F, f(57) = f(S).
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Os trés principais tipos de algoritmos utilizados para solucao de problemas de otimi-
zagao sao descritos a seguir.

e Algoritmo exato: encontra uma solucao 6tima para qualquer instancia do problema;

e Algoritmo heuristico: retorna uma solucao viavel sem garantia comprovada de qua-
lidade da solugao, mas que, em geral, é rapido mesmo para instancias grandes e, na
pratica, frequentemente devolve boas solugoes viaveis;

e Algoritmo de aproximacao: retorna uma solugao viavel cujo valor é pelo menos tao
bom quanto um fator o do valor 6timo. Neste caso, dizemos que o algoritmo ¢é
a-aproximado [56].

Um algoritmo é dito eficiente para resolver um problema de otimizagao, se o seu
tempo de execugao é limitado superiormente por algum polinémio em fungao do tamanho
da entrada [52]. Os problemas de otimizacao para os quais existem algoritmos exatos e
eficientes constituem a classe P.

Ademais, sabe-se que a classe NP contém grande parte dos problemas de otimizacao e
que todos os problemas em NP podem ser reduzidos em tempo polinomial para qualquer
problema em NP-dificil. A intersecao de NP e NP-dificil é a classe denominada NP-
completo. Além disso, é sabido que inimeros problemas de otimizacao pertencem a P
ou a NP-completo. Uma das questoes em aberto mais importantes da computacao é se
P = NP ou P # NP [52].

A menos que P = NP, nao existem algoritmos exatos e eficientes para problemas de
otimizacao da classe NP-dificil. Na pratica, para estes problemas, algoritmos exatos re-
solvem apenas instancias pequenas, uma vez que, nesses casos, o tempo de execucao de
algoritmos exatos geralmente cresce exponencialmente em relacao ao tamanho da entrada.
Em contraposi¢ao, heuristicas e algoritmos de aproximagao mostram-se computacional-
mente rapidos em solucionar tais problemas mesmo para instancias grandes, mas com a
deficiéncia de nao garantirem a otimalidade das solugoes viaveis obtidas.

O PAP é um problema provadamente NP-dificil [21], isto é, trata-se de um problema
pelo menos tao dificil quanto os demais problemas de NP. Por essa razao, buscamos atacar
o PAP com heuristicas, mais especificamente com algoritmos baseados na meta-heuristica
GRASP. Além disso, utilizamos programacao linear inteira para resolver o PAP por meio
de algoritmos exatos, a fim de verificar a qualidade das solugoes produzidas pelas nossas
heuristicas para instancias pequenas.

2.2 Meta-heuristica GRASP

Meta-heuristicas sdo paradigmas genéricos de projeto de algoritmos (ou frameworks), a
partir dos quais uma ou mais heuristicas podem ser projetadas para diversos problemas.
Nas ultimas décadas, varias meta-heuristicas mostraram-se alternativas bem sucedidas
para solucao de problemas de otimizagao dificeis [7].

O GRASP ¢ uma meta-heuristica iterativa, inicialmente proposta em [26]. Trata-se
de um dos mais conhecidos métodos do tipo multi-start, ou seja, que contém rotinas
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que sao inicializadas multiplas vezes com o objetivo de alcancar diversidade nas solugoes
obtidas [29]. Desde a sua concepgao, essa meta-heuristica tem sido aplicada de maneira
extensiva para os mais variados problemas de otimizacao. Em [27] é apresentada uma
bibliografia anotada da literatura sobre o GRASP.

No GRASP, cada iteracao é dividida em duas fases distintas: construcao e busca local.
Na fase de construcao, uma solugao viavel é construida de maneira incremental. A cada
passo, um elemento é escolhido por meio de um critério guloso e randomizado e, em
seguida, ¢ adicionado a solucao.

Uma vez que a solucao torna-se viavel, inicia-se a fase de busca local, na qual uma
regiao do espaco de solugoes ¢ investigada até que, em geral, uma solugao localmente
otima seja encontrada. Dizemos que uma solucao S é localmente 6tima, se S possui o
melhor valor entre as solugoes que permeiam uma regiao do espago de busca de solugoes
que contém S. Nesse caso, o valor de S é chamado de dtimo local. A melhor solugao
obtida entre as iteragdes é mantida como solugao final.

O Algoritmo 2.1 apresenta o principal lago do GRASP. A condig¢ao de parada pode ser
baseada em um ntmero fixo de iteragoes ou em um limite superior no tempo de execucao.

Algoritmo 2.1: Meta-heuristica GRASP (adaptado de [49]).
Entrada: Instancia [
Saida : Solucao viavel S

1 S« 0

2 enquanto condicao de parada nao for satisfeita faga

3 S’ + FaseDeConstrug&o (/)

S’ + FaseDeBuscalocal(/,S")

se (S =0)V (f(S') € melhor que f(S)) entao

| S« 9

o oA

7 retorna S

Na fase de construgao, comegamos com um conjunto S vazio como solugao inicial.
Além disso, mantemos uma lista de candidatos, indicada pelo conjunto CL, que contém
todos os elementos que nao estao em S e que podem ser inseridos em S. No inicio de
cada passo dessa fase, calculamos o beneficio de se inserir cada elemento da CL em S.

Além da CL, temos uma lista restrita de candidatos, representada pelo conjunto RCL,
que contém os elementos da CL que possuem os melhores beneficios. Em cada passo da
construcao, um elemento da RCL é escolhido para incrementar .S, seguindo algum critério
aleatorizado. O procedimento é repetido até que S se torne viavel. O Algoritmo 2.2
apresenta as etapas da fase de construcao do GRASP.

Uma vez que a solugao S construida na primeira fase pode nao ser localmente 6tima,
aplicamos a fase de busca local a partir de S a fim de encontrar solugoes viaveis melhores
que S, que estao localizadas nas proximidades de S no espago de busca de solugoes. Para
esse fim, é necessario definir, para o problema a ser tratado, como representar o conjunto
de solugoes vizinhas de uma dada solugao.

Dizemos que S’ é uma solucao vizinha de S, se S é fruto de operagoes que modificam
S. Em geral, essas operagoes consistem na adigao, eliminagao ou substituicao de um ou
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Algoritmo 2.2: Fase de construgao do GRASP (adaptado de [49]).
Entrada: Instancia [

Saida : Solucgao viavel S

S« 0

CL < ConstréiCL([)

enquanto S nao € vidvel faga

CalculaBeneficios(CL)

RCL < ConstréiRCL(CL)

e < SelecionaFElementoAleatério(RCL)

S+ SuU{e}

AtualizaCL(CL) > Remove os elementos que nao podem ser inseridos em S

o N & A W N

retorna S

©

mais elementos em S. Baseando-se nesse conceito, temos as duas principais estratégias
de busca local, chamadas de best e first improvement [49].

No best improvement, varremos a vizinhanca da solugao corrente S e determinamos o
melhor vizinho S” de S. Se o valor de S’ é melhor que o valor de S, S’ passa a ser a solugao
corrente para a proxima iteragao. Ja na estratégia first improvement, interrompemos a
varredura sobre os vizinhos de S assim que encontramos qualquer vizinho S’ de S que seja
melhor do que este e, nesse caso, S’ passa a ser a solugao corrente na proxima iteracao.

Em ambos os casos, o critério de parada para as iteragoes da busca local é normalmente
definido como a obtenc¢ao de um 6timo local, ou seja, quando nao sao encontrados vizinhos
melhores do que a solugao corrente. O Algoritmo 2.3 exibe os passos de uma busca local
tipica.

Algoritmo 2.3: Fase de busca local do GRASP (adaptado de [49]).

Entrada: Instancia I; solucao viavel S
Saida : Solucao viavel S localmente 6tima

1 faca

2 S" «+ (@ > S” conterd o melhor vizinho de S tal que f(S”) é melhor que f(5)
3 b+« f(9) > Melhor valor de solugao
4 para cada S’ na vizinhanga de S faga
5 se f(S’) € melhor que b entao
6 S 5 > Atualiza melhor vizinho de S
7 b+« f(5) > Atualiza melhor valor de solugao
8 se estratégia first improvement se aplica entao
9 L Encerre o lago mais interno

10 | seS” # () entao

11 L S+ 5"

12 enquanto S” # () > Se S” = (), entao nao ha vizinho de S melhor do que S

13 retorna S
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2.3 Programacao Linear Inteira

Nesta secao, apresentamos os conceitos fundamentais de Programacao Linear Inteira
(PLI), seguindo a abordagem de [57, 58]. Um programa linear, ou problema de programa-
¢ao linear, & composto por uma fungao linear que deve ser minimizada (ou maximizada)
e por restricoes lineares na forma de desigualdades matemaéticas com variaveis nao ne-
gativas. Muitos problemas matematicos e computacionais, especialmente em otimizacao
combinatoéria, podem ser modelados por meio de programagao linear.

Suponha que temos o seguinte programa linear:

min cx
Az <D
x>0

onde A é uma matriz m X n, ¢ é um vetor linha 1 x n, b é um vetor colunam x 1 e x é um
vetor coluna n x 1 contendo variaveis reais. Os elementos de A, b e ¢ sd@o niimeros racionais.
Assim, o problema visa minimizar a fungao objetivo cz, sujeita as desigualdades Az < b.
Observe que c e A contém os coeficientes da funcao linear e das restri¢oes, respectivamente.

Diferentes tipos de variaveis determinam tipos de programas lineares distintos. Se
todas as variaveis sao inteiras, temos um programa inteiro da forma:

min cx
Ax <b

x > 0 e inteiro.

Porém, se algumas variaveis sao inteiras, mas nao todas, temos um programa inteiro misto
da forma:

min cx + dy
Arx+ By <b
x>0

y > 0 e inteiro,

onde B é uma matriz m x [, d é um vetor linha 1 X [ e y € um vetor coluna [ x 1 contendo
variaveis inteiras. Os elementos de B e d sao nimeros racionais. Por fim, se todas as
variaveis estao restritas aos valores 0 e 1, temos um programa inteiro binario da forma:

min cx
Ax <b

z > 0 e binério.

Ao modelarmos um problema de otimizag¢ao combinatoria por intermédio de progra-
magao linear, dizemos que o programa resultante é uma formula¢ao (ou modelo) de pro-
gramacao linear para aquele problema. Os seguintes passos sao fundamentais para a
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construgao de uma boa formulagao:

(i) Identificar no problema as variaveis necessarias;

(ii) Utilizar as variaveis de (i) para criar um conjunto de desigualdades lineares, de modo
que os pontos no espaco de solugoes que as satisfazem correspondam a solugoes
viaveis do problema;

(iii) Definir uma func@o objetivo linear nas variaveis de (i).

Programas lineares (nao inteiros) podem ser resolvidos em tempo polinomial pelo
método dos elipsoides [36] ou pelo algoritmo de pontos interiores [34]. Ademais, embora o
algoritmo mais popular na literatura para esse proposito, o Simplex [23], seja exponencial
no pior caso, ele tem um 6timo desempenho na préatica.

Por outro lado, é sabido que a programagao inteira ¢ NP-dificil [17] e, por isso, a menos
que P = NP, algoritmos capazes de resolver programacao inteira em tempo polinomial
nao sao esperados surgir.

Dentre os principais algoritmos existentes na literatura que tratam problemas de PLI,
destacamos as técnicas de branch and bound e branch and cut. Ambas sao baseadas na
realizacao de busca em uma arvore enraizada que enumera as solu¢oes do problema. Essa
arvore ¢ chamada de drvore de enumeracao.

Cada folha da arvore de enumeragao corresponde a uma soluc¢ao (viavel ou nao) do
problema. As arestas representam restricoes sobre os valores das variaveis. Assim, se
u € a raiz da arvore de enumeracao de um problema () e v é filho de u, entao v é a
raiz da arvore de enumeracao de um subproblema Q' obtido de ) mediante a aplicagao
da restrigdo correspondente a aresta (v,u). Vértices filhos de um mesmo vértice pai
representam subproblemas complementares do problema correspondente ao vértice pai.
A Figura 2.1 mostra um exemplo de arvore de enumeragao.

Figura 2.1: Exemplo de arvore de enumeragao de um programa inteiro binario com va-
ridveis 1, xo e x3 (extraido de [57]).

Durante a busca na arvore de enumeracao, os algoritmos realizam eliminagao de partes
substanciais da arvore, também chamadas de podas. Para esse fim, usam-se os conceitos
de limitantes inferior e superior do valor de uma solucao 6tima.

Seja S} uma solugao 6tima para um programa inteiro P, onde f(S}) denota o valor de

%, isto ¢, o valor 6timo para P. Se S} e f(S}) s@o desconhecidos, muitas vezes é possivel
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determinar um intervalo fechado no qual f(S}) se encontra. Sem perda de generalidade,
suponha que P é um problema de minimizacao. Por exemplo, qualquer solucao viavel
Sp para P prové um limitante superior para f(S}%), isto é, f(Sp) < f(Sp). Em PLI,
chamamos f(S) de limitante primal (Lp). Bons limitantes primais podem ser obtidos
por meio de heuristicas.

Para obter um limitante inferior para f(S}), podemos aplicar técnicas de relaxagao
de problemas que consistem em redefinir o problema original, removendo algumas de suas
restricoes o que o torna mais facil de ser resolvido. Em seguida, resolve-se o problema
relaxado de maneira exata, obtendo-se um valor que é um limitante inferior para o valor
6timo do problema original.

Uma das técnicas de relaxacao mais tteis é a chamada relazacao linear. Nessa aborda-
gem, removemos as restricoes de integralidade das variaveis de P, obtendo um programa
linear P’. Em seguida, resolvemos P’ em tempo polinomial e obtemos uma solucao S%,
que é 6tima para P’. Nesse caso, f(Sp) < f(S5) e, dessa forma, f(S}/) é um limitante
inferior de f(Sp). Em PLI, chamamos f(S}) de limitante dual (Lp).

Algoritmos de PLI se empenham em obter melhores limitantes de maneira progressiva
até que Lp e Lp convirjam para o valor 6timo, isto é, até que tenhamos® Lp = Lp =
F(Sp).

Nos algoritmos do tipo branch and bound, uma subarvore da arvore de enumeracao
é podada sempre que a raiz dessa subarvore corresponde a um subproblema inviavel,
resolvido na otimalidade ou ainda se o limitante dual obtido para aquele subproblema
é maior do que o valor do melhor limitante primal obtido para o problema original,
considerando um problema de minimizacao.

Os algoritmos do tipo branch and cut estendem a técnica de branch and bound, acres-
centando mecanismos para obter melhores limitantes duais para os subproblemas. Isso
¢é feito por meio da descoberta de desigualdades vélidas para os subproblemas que sao
violadas por solugoes da relaxacao. Essas desigualdades sao chamadas de planos de corte.
Ao adicionarmos tais restricoes a formulacao do subproblema, resolvemos novamente o
subproblema relaxado, obtendo um limitante dual geralmente melhor do que o anterior.

Existem softwares comerciais voltados para a resolucao de programas inteiros, sendo
o CPLEX [32| um dos mais utilizados atualmente na literatura de PLI.

No proximo capitulo, apresentamos um revisao da literatura acerca de problemas que
envolvem a propagacao de informagoes em redes sociais, com énfase no PAP e em problemas
relacionados.

2Na verdade, é suficiente obter-se Lp = [Lp].
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Capitulo 3
Revisao Bibliografica

Neste capitulo, apresentamos uma revisao bibliografica sobre problemas de propagacao em
redes sociais relacionados ao PAP. Na Secao 3.1, introduzimos os dois principais modelos de
propagacao de informacoes existentes na literatura. Na Segao 3.2, exibimos uma defini¢ao
formal do PAP. A Sec¢ao 3.3 descreve os principais resultados encontrados na literatura
para o problema, com énfase nos tedricos e nos algoritmos conhecidos para o mesmo. Na
Secao 3.4, apresentamos um conjunto de problemas relativos ao PAP.

3.1 Modelos de Propagacao de Informacoes

Nesta secao, descrevemos como que processos de propagacgao de informagoes sao formal-
mente modelados na literatura de acordo com [14].

Representamos uma rede social como um grafo G = (V, E), onde V é o conjunto de
vértices e I/ é o conjunto de arestas que conectam pares de vértices de V. Cada individuo
da rede corresponde a um vértice® v € V, de modo que cada aresta {u,v} € E reflete
um relacionamento de influéncia entre os individuos u e v. Nos casos em que se pretende
representar influéncias unidirecionais, utilizam-se arestas direcionadas (arcos).

Em geral, a passagem de tempo em processos de difusao de informacao é discretizada
no que denominamos rodadas. Em cada rodada 7 € N, dizemos que v € V' esta ativo ou
inativo. Se v adotou a informacao que estd sendo propagada e a passa adiante, entao v
esté ativo. Caso contrario, v esta inativo.

Diferentes problemas podem utilizar modelos de propagacao diversos, os quais se dis-
tinguem principalmente pela forma com que individuos sao influenciados. De acordo
com [14], os dois principais modelos existentes na literatura sao chamados de independent
cascade (IC) e linear threshold (LT). Aqui, apresentamos as defini¢es dos modelos IC e
LT para um grafo GG nao direcionado. Todavia, tais definicbes podem ser estendidas para
grafos direcionados.

No modelo IC [35], a cada aresta {u,v} € E ¢ associada uma probabilidade de influén-
cia p,, € [0,1] que indica a chance de u influenciar v e vice-versa. Assim, se u torna-se
ativo em alguma rodada 7 > 0 e v é inativo nesta mesma rodada, entao v se tornaré ativo
na rodada 7+ 1 por influéncia de u com probabilidade p, ,. Note que a rodada 7 deve ser

3Ao longo do texto, identificaremos um vértice v com o individuo ao qual ele corresponde.
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o tinico momento em que u pode influenciar v.

No modelo LT [35], a cada aresta {u, v} € F é associado um peso positivo que quantifica
a capacidade de v influenciar v e vice-versa. Além disso, cada vértice v € V' é associado a
um valor limiar t(v) de acordo com uma fung¢dao limiar t : V' — N*. Dessa forma, suponha
que v esté inativo em uma rodada 7 > 0 e que existem z vizinhos de v ativos nesta mesma
rodada. Se as somas dos pesos das arestas que conectam v a esses z vizinhos é maior ou
igual a t(v), entdo v se tornara ativo na rodada 7 + 1. Como veremos na segao seguinte,
o PAP ¢ definido usando um modelo de propagacao baseado no LT.

3.2 O Problema do Gnosticismo Perfeito

Inicialmente proposto em [21], o PAP possui como entrada um par (G, t), onde G = (V, F)
é um grafo nao direcionado e t : V' — N* é uma funcao limiar. O conjunto de vértices
V' corresponde a colecao de individuos de uma rede social e o conjunto de arestas F
representa as comunicacoes entre os individuos da rede. Ou seja, se u e v pertencem a
V e {u,v} € E, entdo u e v podem se comunicar diretamente na rede, e portanto, se
influenciam mutuamente. Denotamos por Ng(v) a vizinhanca? de v em G, i.e., Ng(v) =
{ueV |{uv} e FE}.

Neste problema, a passagem de tempo é descrita por rodadas, denotadas por 7 € N.
Em toda rodada 7, cada vértice v assume ao menos um estado, entre os trés descritos a
seguir, em relacao a informacao que esté sendo propagada:

e Ignorante: se v nao recebeu a informacgao a partir de quaisquer vizinhos e, por
conseguinte, desconhece a informagao;

e Conhecedor: se v recebeu a informacao por intermédio de ao menos um de seus
vizinhos e, em consequéncia, ja possui conhecimento da informagao;

e Disseminador: se v recebeu a informagdo por meio de ao menos t(v) vizinhos e,
neste caso, ja dissemina a informacao.

Note que um vértice nao pode ser ignorante e conhecedor ao mesmo tempo. Por outro
lado, todo vértice disseminador também é conhecedor, mas a reciproca é falsa.

O processo de disseminagao comeca na rodada 7 = 0 a partir de um conjunto inicial
nao-vazio de disseminadores S C V', chamado de conjunto semente. Os vértices do con-
junto semente sao chamados de sementes. Em uma propagacao iniciada por S, denota-se
por Disg[S, 7] o conjunto de vértices que sao disseminadores na rodada 7. Dessa maneira,
Disg[S, 7] é igual a:

e S . seT=0;

e Disg[S, 7 — 1JU{u: |Ng(u) N Disg[S, 7 — 1]| > t(u)}, se 7 > 1.

4A0 longo do texto, omitiremos o subscrito quando o grafo ao qual v pertence estiver evidente no
contexto.
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Ou seja, na rodada 7 = 0, o conjunto de disseminadores é o proprio conjunto semente,
e para 7 > 1, esse conjunto é obtido pela uniao dos vértices que eram disseminadores
na rodada 7 — 1 com todo vértice u que possuia, na rodada 7 — 1, uma quantidade
de vizinhos disseminadores maior ou igual a ¢(u). Note que para todo 7 > 1 vale que
DiSG[S,T - 1] - DiSG[S, T].

O término da propagacao ocorre quando Disg[S, p] = Disg[S, p — 1] para algum p > 1.
Isto ¢, quando nenhum novo disseminador surge na transicao entre rodadas consecuti-
vas. Os conjuntos finais de disseminadores e conhecedores sao denotados e descritos,
respectivamente, por:

L] DISG[S] = DiSG[S, p];
e Cong[S] = SU{u: |Ng(u) N Disg[S]]| > 1}.

Isto é, o conjunto final de vértices conhecedores é formado pelas sementes e por todo
vértice u que tenha ao menos um vizinho disseminador na rodada p. Ademais, um conjunto
semente S é chamado de conjunto semente perfeito, se Cong[S] =V, ou seja, se ao final
da propagacao todos os vértices em V' sao conhecedores.

Problema 1 (PAP). Dada uma instdncia composta por um grafo nao direcionado G =
(V,E) e uma fungao limiar t : V. — N* o objetivo do PAP é encontrar um conjunto
semente perfeito de tamanho minimo.

Observe que, para o PAP, uma solugao ¢ viavel se, e somente se, ela ¢ um conjunto
semente perfeito. A Figura 3.1 exemplifica o processo de propagacao em uma instancia
do PAP, onde os limiares associados aos vértices estao indicados nos circulos. Em cada
rodada, os disseminadores estao representados na cor verde, os conhecedores em amarelo
e os ignorantes na cor branca. Neste exemplo, o conjunto semente escolhido é formado
pelos vértices a e b, e trata-se de uma solugao 6tima para essa instancia do problema.

Figura 3.1: Exemplo de propagacao do PAP.

3.3 Trabalhos Anteriores

Embora o PAP tenha sido introduzido apenas recentemente, ja existem resultados teoéricos
e algoritmos propostos para esse problema. O primeiro resultado teérico mostra que o PAP
nao pode ser aproximado por um fator de O(Qlogl_En) para qualquer € > 0, a menos que
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NP C DTIME(nP¥&(®)) [21]. Isso implica que o PAP é um problema NP-dificil. A prova é
baseada em uma redugao polinomial do Problema da Selegao do Conjunto de Alvos (TSSP
do inglés Target Set Selection Problem) para o PAP, a fim de estender o resultado que fora
originalmente provado para o TSSP em [13|. Em [21], é provado também que esse resultado
¢ valido mesmo quando os limiares de todos os vértices sao limitados superiormente pelo
valor 2.

O Problema do Conjunto Dominante Minimo (MDSP do inglés Minimum Dominating
Set Problem) ¢ um problema NP-dificil classico [30] também sabido ser dificil de aproxi-
mar [31]. Sabe-se que o MDSP pode ser reduzido em tempo polinomial ao PAP, chegando-se
a que o PAP é um problema NP-dificil por um outro caminho (vide Apéndice A). Essa
reducao envolve a transformacao de uma instancia do MDSP em uma instancia do PAP tal
que os valores limiares dos vértices sao iguais aos seus respectivos graus.

Através da extensao de resultados existentes para o MDSP, em [21] prova-se que dado
um grafo G tal que t(v) = d(v) para qualquer vértice v, o PAP nao pode ser aproximado
por um fator de (1 +o0(1))In A, a menos que NP C DTIME(nP°¥°&8(™) onde d(v) denota
o grau de v em G e A denota o maior grau em G.

Existem ainda resultados tedricos para o PAP relacionados a uma classe de grafos
densos chamados grafos de Ore. Conforme [21], G é um grafo de Ore, se d(u) +d(v) > |V|
para todo u,v € V, com {v,u} ¢ E. Em [21], é provado que se G é um grafo de Ore,
entao existe um conjunto semente perfeito de tamanho no maximo:

2 —=55+6] ||V]
i — |, || +1
oo+ [T |7 o)

onde § denota o menor grau em G.

Dois algoritmos foram propostos em [21] para o PAP. O primeiro deles é o algoritmo
que denotaremos por CGR-TREE, o qual devolve um conjunto semente perfeito de tamanho
minimo para instancias do PAP nas quais o grafo dado na entrada é uma arvore. A seguir,
descrevemos o funcionamento do CGR-TREE.

Seja T'= (V, E) uma arvore enraizada em algum vértice r € V. O CGR-TREE computa
um conjunto semente perfeito S de maneira progressiva ao visitar os vértices de T em
ordem inversa aquela que seria feita através de uma busca em largura. Uma vez que um
vértice v tenha sido visitado, o CGR-TREE determina se v deve ou nao pertencer a S e se
v deve ou nao se tornar um disseminador. Em seguida, v é removido da arvore e o limiar
de seu vértice pai é atualizado de acordo com a escolha feita para v.

O Algoritmo 3.1 exibe os passos do CGR-TREE. Os conjuntos A e R denotam, res-
pectivamente, os vértices que garantidamente se tornarao conhecedores e os vértices que
precisam tornar-se disseminadores para que os vértices em A tornem-se, de fato, conhe-
cedores. Além disso, p, denota o vértice pai do vértice v. A cada iteracao, se o vértice
visitado v difere da raiz r, entao hé trés casos a analisar.

No caso 1 (linha 9), ¢(v) atingiu o valor 0 gragas aos filhos de v e, portanto, v se tornara
um disseminador. Em consequéncia disso, p, é inserido em A e t(p,) é decrementado em
1. Note que nada é feito a respeito dos filhos de v (caso existam), uma vez que, nesse
ponto, eles ja foram visitados, avaliados e removidos de T.

No caso 2 (linha 12), verifica-se que v precisa se tornar disseminador, pois v € R e
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Algoritmo 3.1: Algoritmo CGR-TREE |21].
Entrada: Arvore T' = (V, E); fungdo limiar ¢ : V — N*
Saida : Conjunto semente perfeito S de cardinalidade minima
1 5: Conjunto semente em construgao
2 A: Conjunto dos vértices que garantidamente se tornarao conhecedores
3 R: Conjunto dos vértices que precisam se tornar disseminadores

4 p,: Denota o pai de v em T
5 S—0;A—0; R« 0

6 Ordene V' = {vy,vs,...,v,} de acordo com a visitagdo numa busca em largura

7 para v = v, até v, faca

8 se v # r entao > v nao é araiz de T'
9 se t(v) = 0 entao > Caso 1
10 t(py) < t(py) — 1

11 A<+ AU{p,}

12 senao se (v € R) A (t(v) > 2) entao > Caso 2
13 S+ Su{v}

14 t(pv> — t(pv) -1

15 A<+ AU{p,}

16 senao se (v A)V (v € RAt(v) =1) entao > Caso 3
17 L R+ RU{p,} > p, precisa disseminar
18 senao se (t(v) > 0) A (v ¢ A\ R) entao > v éraiz de T
19 | S« Su{v}

20 retorna S

t(v) > 2. Nesse ponto, o unico vizinho de v em T é p,. Logo, ndao héa vizinhos de v
suficientes para tornar v disseminador. Portanto, v deve pertencer ao conjunto semente.
Em consequéncia, v é inserido em S, p, é inserido em A e t(p,) é decrementado em 1.

No caso 3 (linha 16), ocorre pelo menos um dos dois seguintes cenérios: nao ha
garantias de que v se torne conhecedor, pois v € A, ou v precisa ser disseminador, pois
v € Ret(v) = 1. Note que, nesse ponto, o tnico vizinho de v em T é p, e a disseminagao de
Py € suficiente para que v também dissemine (se tornando conhecedor também). Portanto,
v deve receber a disseminacao de p,, mas nao deve pertencer ao conjunto semente. Em
consequéncia disso, p, ¢ inserido em R.

Quando a raiz r ¢é visitada (linha 18), r é o Gnico vértice restante em 7'. Assim, se
t(r) > 0 e ndo ha garantias de que r se torne conhecedor por meio de seus filhos, entao r
deve pertencer ao conjunto semente e é adicionado a S.

E facil ver que a complexidade de tempo do CGR-TREE ¢ linear no tamanho da entrada.
Uma prova de sua corretude pode ser vista em [21].

O segundo algoritmo, a ser denotado por CGR, consiste em uma generalizacao do
CGR-TREE e devolve um conjunto semente perfeito (ndo necessariamente de cardinali-
dade minima) para um grafo arbitrario, ou seja, trata-se de uma heuristica para o PAP.
O algoritmo opera de maneira gulosa e iterativamente rejeita a insercao de vértices no
conjunto semente S, até que uma determinada condicao ocorra e faca com que algum
vértice seja inserido em S. O algoritmo é encerrado quando todo vértice foi descartado
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ou selecionado como semente. A seguir, descrevemos os conjuntos mantidos pelo CGR:

e S denota o conjunto semente em construgao;
e U representa o conjunto de vértices que ainda nao foram removidos do grafo original;

e Temp denota o conjunto de vértices movidos para um estado temporéario de es-
pera. Esses vértices ainda pertencem a U, mas nao podem contribuir para que seus
respectivos vizinhos tornem-se disseminadores;

e R representa o conjunto de vértices que precisam se tornar disseminadores, mas que,
a partir do S corrente, nao se tornariam;

e A é o conjunto dos vértices que tornam-se conhecedores assumindo que todos os
vértices em R se tornarao disseminadores.

O CGR, exibido no Algoritmo 3.2, funciona da seguinte maneira. Enquanto existir ao
menos um vértice que seja ignorante ou que pertenga a R, o caso 3 (linha 24) ocorre
e um vértice v é selecionado de acordo com uma determinada funcao. Em seguida, v é
movido para Temp. Como consequéncia de v pertencer a Temp, todos os vizinhos de v nao
contarao com v para tornarem-se disseminadores. Para esse efeito, para cada u € N(v), o
valor do grau de u restrito aos vértices em U \ Temp, denotado por d(u), é decrementado
em 1.

Devido a atualizacao do grafo feita no caso 3, podemos ter a ocorréncia de ao menos
um dos dois seguintes cenarios: existe v € A tal que §(v) = 0 ou existe v € (U — Temp)N R
tal que d(v) < t(v). Se pelo menos um desses cenarios ocorre, entao o caso 2 se aplica
(linha 18) e v é adicionado ao conjunto semente e removido do grafo. Além disso, se u
é vizinho de v, entao temos que u possui agora um vizinho disseminador a mais do que
tinha antes. Assim, o valor de k(u) é decrementado em 1, onde k(u) denota o numero
restante de novos vizinhos disseminadores que u precisa ter para se tornar disseminador.

Por outro lado, pode ser que o grafo atualizado contenha algum vértice v tal que k(v)
foi progressivamente decrementado até atingir 0. Isso significa que o conjunto semente
corrente é suficiente para que a propagacgao faca com que v se torne disseminador. Se
existe v nessas condic¢oes, entao o caso 1 se aplica e v é removido do grafo. Além disso,
para cada vizinho u de v, decrementa-se k(u) em 1.

Observe que o caso 1 também se aplica aos vértices que estao em Temp. Nesse cenério,
o valor 0 dos vizinhos do vértice v ja foram reduzidos em 1 quando v foi movido para
Temp e, portanto, nenhuma redugao adicional é feita. Por construcao, uma vez que um
vértice € movido para Temp, este sera removido do grafo apenas pelo caso 1. De fato, os
casos 2 e 3 aplicam-se somente para os vértices que nao estao em Temp. Isso significa que
se um vértice foi movido para Temp, entao ele nao pertencera ao conjunto semente.

Quando o caso 3 se aplica, a ideia é identificar vértices que nao devem pertencer
ao conjunto semente. Assim, dois subcasos sao considerados. Se o grafo ainda contém
vértices que nao pertencem a R, entao dentre esses vértices, aquele que possui valor
minimo de 9 é movido para Temp. Do contrério, todos os vértices no grafo devem se
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Algoritmo 3.2: Algoritmo CGR [21].
Entrada: Grafo G = (V, E); fungao limiar ¢t : V — N*
Saida : Conjunto semente perfeito S
1 S: Conjunto semente em construgao
2 U: Conjunto de vértices nao removidos do grafo
3 Temp: Conjunto de vértices em estado temporario de espera
4 A: Conjunto dos vértices que garantidamente se tornarao conhecedores
5 R: Conjunto dos vértices que precisam se tornar disseminadores
6 S+ 0;:A+0; R+ 0; Temp+ 0; U <V
7 para cada v € V faca
8 k(v) < t(v)
9 d(v) + |N(v)]

10 enquanto (A # V)V (R # () faga
11 se Jv € U tal que k(v) = 0 entao > Caso 1
12 para cada u € N(v) NU faga
13 k(u) < max{k(u) — 1,0}
14 A+ Au{u}
15 se v € Temp entao
16 L d(u) <~ o(u) — 1
17 U+ U\{v}; R+ R\ {v}; A< AU {v}
18 senao se (v € (U \ Temp) N R t.q. §(v) < k(v))V (Fv € A t.q. 5(v) =0)
entao > Caso 2
19 S« SuU{v}
20 para cada u € N(v) N U faga
21 k(u) < k(u) —1
22 L d(u) < 0(u) —1
23 U+ U\{v}; R+ R\ {v}; A+ Au{v}
24 senao > Caso 3
25 se U\ Temp \ R # () entao
26 v argminweU\(TempuR){é(w)}
27 se v ¢ A entao
28 R« RU{z}, onde ¥ = argmax,,c y (,)n(0\ emp) 10 (W) }
29 para cada z € N(z)NU faga
30 L A+ AU{z}
31 senao
k(w)
32 ] V 4 argmax,cp {5(w)((5(w) Y }
33 para cada u € N(v) faga
34 L d(u) « o(u) — 1
35 Temp <— Temp U {v}; R+ R\ {v}; A<+ AU {v}

36 retorna S

tornar disseminadores e a escolha do vértice que nao deve pertencer ao conjunto semente
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¢ feita a partir de uma métrica descrita em [20].

A complexidade de tempo do CGR é O(|E|log|V'|). Uma prova de sua corretude pode
ser vista em [21].

Em [21] foram conduzidos experimentos com o CGR em 17 instancias do PAP provenien-
tes de redes sociais reais. Além do CGR, foram testadas duas heuristicas chamadas MTS [20]
e DOM [12], as quais foram originalmente projetadas para os problemas TSSP e MDSP, respec-
tivamente. Esses trés algoritmos possuem a mesma complexidade assintotica de tempo.
Os resultados mostraram que os tamanhos dos conjuntos sementes perfeitos obtidos via
CGR, foram, em geral, menores que aqueles obtidos pelos outros dois algoritmos.

Até o momento da escrita desta Dissertagao, nao foram encontradas outras publicagoes
que tratassem diretamente do PAP. Uma versao preliminar do artigo [21] foi citada em [15],
mas apenas como um dos trabalhos ligados ao mesmo tema.

3.4 Problemas Relacionados

Nesta secao, apresentamos quatro problemas problemas de otimizacao que estao relacio-
nados ao PAP. Todos eles pertencem ao topico de marketing viral e sao baseados no modelo
de propagacao LT.

Um dos problemas de marketing viral mais famosos da literatura ¢ chamado de Pro-
blema da Maximizac¢ao de Influéncia (IMP do inglés Influence Mazximization Problem),
inicialmente formalizado em [35]. Nesse problema, cada vértice pode assumir apenas um
dos seguintes estados durante a propagacgao: ativo ou inativo.

Problema 2 (IMP). Dada uma instdncia composta por um grafo nao direcionado G =
(V,E), uma fungdo limiar t : V. — N* e um inteiro positivo k, o objetivo do IMP é
encontrar um conjunto semente de tamanho k que mazrimiza a quantidade de vértices
ativos ao fim da propagag¢ao.

O IMP é provadamente NP-dificil [35] e tem sido bastante estudado na literatura, dando
origem a diversas versoes [48, 53].

Para o TSSP (abaixo), citado na se¢ao anterior, também vale que cada vértice s6 pode
assumir dois estados: ativo ou inativo.

Problema 3 (TSSP). Dada uma instdncia composta por um grafo nao direcionado G =
(V,E), uma fungao limiar t : V. — N*, o objetivo do TSSP é encontrar um conjunto
semente de tamanho minimo de modo que todos os vértices sejam ativos ao fim da pro-

Pagacao.

Percebe-se que qualquer solugao viavel do TSSP pode ser transformada em uma solugao
viavel do PAP, mas a reciproca é falsa.

Uma formulagao de PLI foi proposta em [1| para uma versao do TSSP onde o grafo G
fornecido é direcionado. Entre outros resultados, os autores apresentam limitantes supe-
riores e inferiores para esse problema. Existem diversas variagoes do TSSP na literatura,
incluindo versdes do problema com restri¢oes de tempo e orgamento [16].

A seguir, temos o Prolema do Conjunto Evangelizador Perfeito (PESP do inglés Perfect
FEvangelizing Set Problem), proposto em [19]. O PESP consiste em uma generalizagao do
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PAP. Na entrada do PESP sao fornecidos um grafo nao direcionado G = (V, E) e duas
fungoes de valor limiar tg : V — N* e tc : V. — N* tais que Yo € Vig(v) < tg(v) <
d(v) + 1. Para toda rodada 7 € N, cada vértice v assume ao menos um estado em relagao
a informacao que esta sendo propagada:

e Agnostico: se até to(v) — 1 vizinhos passaram a informagao a v e, por conseguinte,
este ainda nao foi convertido;

e Convertido: se v recebeu a informagao por meio de no minimo t¢(v) vizinhos e,
portanto, ja foi convertido;

e Evangelizador: se v recebeu a informacgao a partir de ao menos tg(v) vizinhos e,
neste caso, ja a dissemina.

Note que um vértice nao pode ser agnoéstico e convertido ao mesmo tempo. Por
outro lado, todo vértice evangelizador também é convertido, mas a reciproca é falsa. O
processo de disseminacao comeca na rodada 7 = 0 a partir de um conjunto inicial de
evangelizadores S C V| que é andlogo a um conjunto semente. Em uma propagagao
iniciada por S, denota-se por Evgg[S, 7] o conjunto de vértices que sdao evangelizadores
na rodada 7. Dessa maneira, Evgs[S, 7] ¢ igual a:

e SiseT=0
o Evg,[S, 7 —1]U{u: |Ng(u) NEvg,[S, 7 —1]| > tg(u)}, se 7 > 1.

Analogamente, denota-se por Convg[S, 7] o conjunto de vértices que estdo no estado
de convertido na rodada 7. Assim, Convg[S, 7] € igual a:

e S seT=0
e Convg[S, 7 — 1] U{u: |Ng(u) NEvgs[S, 7 —1]| > tc(u)}, se 7 > 1.

O fim da propagagao ocorre quando Evg.[S, p| = Evg,[S, p — 1] para algum p > 1.
Isto é, quando nenhum novo evangelizador surge na transicao entre rodadas. Os conjuntos
finais de evangelizadores e convertidos sao denotados e descritos, respectivamente, por

Evg,[S] = Evegs[S, p] e Convg[S] = Convg[S, pl.

Problema 4 (PESP). Dada uma instincia composta por um grafo nao direcionado G =
(V, E) e duas fungoes de valor limiartg : V — N* ete : V. — N* tais que Vo € Vto(v) <
tg(v), o objetivo do PESP € encontrar um conjunto semente de tamanho minimo tal que
Convg|S] = V.

Note que uma solugao S é viavel para o PESP se, e somente se, Convg[S] = V. Além
disso, o PAP é um caso especial do PESP em que t¢(v) = 1 para todo v € V.

Em [19], os autores utilizam os conceitos de decomposicao em drvore e de largura de
drvore de um grafo. Sejam G = (V,E) um grafo e (7,X), onde X é uma familia de
subconjuntos de V e T é uma arvore cujos vértices correspondem aos elementos em X.
O par (T, X) é uma decomposigdo em arvore de G, se satisfaz as seguintes condigoes:
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(i) A unido dos subgrafos de G induzidos por cada X € X ¢ igual a G;

(ii) Para todo v € V, os vértices pertencentes a {X € X | v € X} s@o conectados em

T.

A largura de T ¢ igual a maxxex{|X|—1} e a largura de arvore de G ¢ igual a menor
das larguras de todas as decomposicoes em arvore de G que satisfazem certas restrigoes
descritas em [19].

Um algoritmo paramétrico para o PESP em funcao da largura de arvore de GG é fornecido
em [19]. Os autores mostram que se a largura de arvore de G ¢ igual a w, entdo o PESP
pode ser solucionado em tempo |V|°®) por meio desse algoritmo.

Nesse mesmo artigo, foi proposto um algoritmo para o PESP para grafos densos que
atendem a seguinte propriedade: para todo v € V, d(v) > (|V| + a + 5)/2 — 2, onde «
e [ s@o constantes tais que tg(v) < a, tc(v) < B, e a+ 3 < |V|+ 2. Para esse tipo de
grafo, o algoritmo retorna uma solugao viavel de tamanho menor ou igual a 2a — 2. Além
disso, se d(v) > |V|/2 para todo v € V e a = § = 2, entdo este mesmo algoritmo prové
uma solucao 6tima de tamanho 2.

Até o momento da escrita desta Dissertagao, nao foram encontradas outras publicagoes
que tratassem diretamente do PESP. O artigo [19] foi citado por [21], ou seja, pelo artigo
que propos o PAP, e pelo artigo [18], mas nesse caso apenas como trabalho relacionado.

Por fim, temos o Problema do Conjunto de Evangelizacdo Maxima (MESP do inglés
Maximally Fvangelizing Set Problem), proposto em [19]. O MESP consiste na versao de
maximizacao do PESP. A entrada do MESP é quase idéntica & do PESP e o processo de
propagacao ¢ o mesmo para ambos os problemas.

Problema 5 (MESP). Dada uma instdncia composta por um grafo nao direcionado G =
(V,E), uma constante B e duas fungées de valor limiar tg : V — N* ete : V — N*
tais que Yv € Vitc(v) < tg(v), o objetivo do MESP € encontrar um conjunto semente de
tamanho no mdximo B, tal que o conjunto final de vértices convertidos seja mdximo.

Uma solugao S é viavel para o MESP se, e somente se, |S| < B. Observe que diferente-
mente do PESP, uma solugao viavel para o MESP nao necessariamente faz com que todos
os vértices tornem-se convertidos.

Em [19], ¢ provado que ¢ NP-dificil aproximar o MESP por um fator de n'™® para
qualquer € > 0, mesmo quando tc(v) = 1 para cada v € V. Além disso, os autores
apresentam algoritmos polinomiais para o MESP para os casos em que o grafo dado na
entrada é completo ou é uma arvore.

Adicionalmente, o artigo contempla o estudo de uma parametrizagao do MESP que
utiliza o conceito de diversidade de vizinhanga. Um grafo G = (V, E) possui diversidade
de vizinhanga o, se V' pode ser particionado em até o conjuntos Vi, V5, ..., V,, tais que
para quaisquer dois vértices u,v € V;, com i € {1,2,...,0}, N(v) \ {u} = N(u) \ {v}.
Os autores apresentam um algoritmo de parametro fixo tratavel (FPT) para o MESP com
parametros o e B.

No proximo capitulo, apresentamos as abordagens empregadas neste trabalho para
solucionar o PAP.
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Capitulo 4

Metodologia

Neste capitulo, apresentamos os métodos utilizados neste trabalho para solucionar o PAP.
Na Secao 4.1, introduzimos técnicas de pré-processamento de instancias que visam a
diminuigdo do tamanho da entrada. A Segao 4.2 apresenta duas formulagoes de PLI
para obtengao de solucoes 6timas para o PAP. Por fim, na Secao 4.3, descrevemos quatro
heuristicas baseadas na meta-heuristica GRASP que resolvem o PAP eficientemente, mas
sem garantia de otimalidade.

Ao longo do texto, sempre que nos referirmos a uma solu¢ao S para uma instancia do
PAP, significa que S pode ser viavel ou nao, ou seja, S é um conjunto semente que pode
ou nao ser perfeito, ja que S é viavel se, e somente se, S é um conjunto semente perfeito.
Ademais, S ser uma solugao 6tima é equivalente a S ser viavel e |S| ser minima.

Além disso, dada uma formulacao de PLI para o PAP definida sobre um conjunto C' de
variaveis inteiras, dizemos que uma fungao F': C' — Z de atribuicao de valores as varidveis
em C' é uma solugdo do modelo somente se F'(C') nao viola as restrigdes da formulagao.
Se F' é uma solucao que minimiza a func¢ao objetivo, entao F' é uma solu¢do dtima do
modelo.

4.1 Pré-processamento

Realizar procedimentos de pré-processamento de instancias € uma pratica comum na area
de otimizacao combinatoria. Aqui, apresentamos trés diferentes técnicas tteis para reduzir
o tamanho de instancias do PAP.

4.1.1 Decomposicao em Componentes Conexas

Uma abordagem simples, mas frequentemente utilizada na literatura, consiste em frag-
mentar instancias grandes em subinstancias menores, a fim de permitir a resolucao do
problema mediante uma estratégia de divisao e conquista. Esta ¢ a ideia por tras da
nossa primeira técnica de pré-processamento, apresentada a seguir.

Seja I = (G = (V, E),t) uma instancia qualquer do PAP. Suponha que G possui ¢ > 2
componentes conexas Gy para k € {1,2,...,c} e que S seja um conjunto semente perfeito
para I. Durante o processo de propagacao do PAP em G a partir de S, a propagacao que
ocorre em (), depende exclusivamente das sementes em G N S.
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Dito isto, nossa primeira estratégia de pré-processamento consiste em decompor I em

¢ subinstancias I, Iy, ..., I., tais que [ = (Gk,t o ), onde t|G denota a funcao t com
k k

dominio restrito ao conjunto de vértices de GG. Em seguida, resolvemos separadamente

cada instancia [ e utilizamos a uniao das solugoes viaveis obtidas para construir uma

solucao viavel para I. O Teorema 4.1 e o Corolario 4.1 garantem a corretude da técnica.

Teorema 4.1. Se S1,95,...,5. sao solugoes vidveis de Iy, I, ..., 1., respectivamente,
entio | J,_, Sk € solug¢ao vidvel para 1.

Demonstrac¢ao. Suponha que Sy, Sy, ..., S, sejam solucoes vidveis de I, I, ..., I.. Entao
para cada Iy, com k € {1,2,..., ¢}, existe py > 0, tal que a propagacao do PAP com py,
rodadas em G}, a partir de S; termina com todos os vértices de GGj conhecedores. Seja

p =max{p1, p2,...,Pc}- E evidente que uma propagacio em G com p rodadas a partir de
Us_, Sk termina com todos os vértices de G conhecedores. Logo | J;_, Sk é uma solugao
viavel para I. O
Corolario 4.1. Se 51,5,,...,5. sao solucoes dtimas de Iy, 1>, ..., 1., respectivamente,

entao | J;_, Sk € solugao dtima para I.

Demonstracao. Sejam Si, 59, ..., S. solucoes 6timas de Iy, I, ..., I.. Como tais solugoes
sao viaveis, pelo Teorema 4.1, S = (J;_, Sk ¢ uma solucao viavel para I.

Suponha com o proposito de obter uma contradicao que S nao é solucao 6tima para
I. Entao, existe uma solugao viavel S’ para [ tal que |S’| < |S|. Como S’ é viavel, entdo
existe p > 0, tal que a propagacao do PAP com p rodadas em G a partir de S’ termina com
todos os vértices de G conhecedores. Assim, para todo k € {1,2,...,c}, uma propagacao
do PAP em Gy com p rodadas a partir de S, = 5" N Gy, termina com todos os vértices
de Gy conhecedores. Logo, S) é uma solucao viavel para Iy, Vk € {1,2,...,c}. Mas,
Yo 1S =151 < |S] = 25—, | Sk| implica que existe k € {1,2,...,c} tal que |S;| < |Skl,
o que contradiz o fato de que Sy, é 6tima para I para todo k € {1,2,...,c}. O

A identificagdo das componentes conexas de G e a decomposi¢ao de I em subinstan-
cias podem ser feitas em tempo linear no tamanho de G. J& a obtengao da solucao da
instancia original pode ser feita em tempo linear na soma dos tamanhos das solugoes das
subinstancias.

4.1.2 Contracao de Arestas

Nossa segunda técnica de pré-processamento realiza a contragao de arestas cujos extremos
possuem limiares iguais a 1. Seja [ = (G = (V, E),t) uma instancia qualquer do PAP.
Suponha que existem u,v € V, tais que t(u) = t(v) = 1 e {u,v} € E. Nesse caso, se u
é disseminador em uma rodada 7, mas v nao o é, entao, na rodada 7 4+ 1, v se tornara
disseminador, pois t(v) = 1.

Por isso, podemos representar u e v através de um tinico vértice com limiar igual a 1,
ou seja, podemos construir uma instancia I’ = (G',t'), tal que G’ = (V', E’) é obtido a
partir de G pela contracao da aresta {u,v}, o que resulta em V' = (V' \ {u,v}) U {w}.
Além disso, ¢'(w) = 1 e para qualquer vértice x em G’ com = # w, t'(z) = t(x).
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Ademais, w torna-se extremo das arestas em G’ correspondentes aquelas em G que pos-
sufam u ou v como extremo (exceto a aresta {u,v}) e, portanto, podemos ter a ocorréncia
de arestas miltiplas em G'.

A Figura 4.1 apresenta um exemplo do procedimento de contragao, onde os limiares
de u,v e w estao indicados dentro de seus respectivos circulos e os limiares dos demais
vértices foram omitidos.

u v w

(a) Grafo G. (b) Grafo G’ obtido de G.

Figura 4.1: Exemplo de contracao da aresta {u,v} de G.

Dessa maneira, podemos obter uma solucao viavel S’ para a instancia I’ e, a partir de
S’ construir uma solugao viavel S para I, de modo que se w € S’, entao u € Souwv € S.
O Teorema 4.2 e o Corolario 4.2 garantem a corretude da técnica.

Teorema 4.2. Sejo I = (G = (V,E),t) com {u,v} € E e t(u) = t(v) = 1. Seja
I' = (G, 1) tal que G’ € obtido de G por contragio de {u,v} resultante num vértice w e
que t'(w) =1 et'(x) = t(x) para todo vértice x de G diferente de w. Se S" é uma solugao
vidvel para 1, entiao podemos construir uma solugao vidavel S para I com |S| =|5"|.

Demonstracao. Seja S’ uma solucao viavel para I’. Iremos construir uma solucao S para
I a partir de S’. Se w ¢ S’, entdao podemos construir S tal que cada vértice de S’ é
mapeado ao vértice de S de mesmo identificador. Se w € S’, entao podemos construir S
tal que w é mapeado a v ou a v e cada um dos demais vértices de S’ é mapeado ao vértice
de S com mesmo identificador. Em ambos os casos, ¢ evidente que uma propagacao em
G’ a partir de S’ torna w disseminador se, e somente se, uma propagacao em G a partir
de S torna u e v disseminadores. Logo, a propagagao em G’ é analoga a propagacao em
G e, portanto S ¢ viavel para I. Além disso, por construgao de S, vale que |S| = |5'|. O

Corolario 4.2. Seja I = (G = (V,E),t) com {u,v} € E e t(u) = t(v) = 1. Seja
I' = (G',t) tal que G' € obtido de G por contrag¢io de {u,v} resultante num vértice w e
que t'(w) =1 et'(x) = t(x) para todo vértice x de G' diferente de w. Se S é uma solugao
dtima para I', entdao podemos construir uma solug¢ao dtima S para I com |S| = |S5'|.

Demonstracao. Seja S’ uma solugao 6tima para I’. Como S’ é viavel para I’, entao
de acordo com o Teorema 4.2, podemos construir uma solugao S viavel para I tal que
S| = 157].

Suponha com o propoésito de obter uma contradicao que S nao é 6tima. Entao, existe
uma solugao viavel X para [ tal que | X| < |S|. Logo, temos apenas dois casos: u e v nao
pertencem a X ou ao menos um dos dois vértices pertence a X. Agora, iremos construir
uma solucao X'’ para I’ a partir de X.
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Seu g X ev & X, entdo podemos construir X’ de modo que cada vértice de X é
mapeado ao vértice de X’ de mesmo identificador. Por outro lado, suponha, sem perda de
generalidade, que v € X. Entao, podemos construir X’ de modo que u é mapeado em w
e cada um dos demais vértices de X é mapeado ao vértice de X’ de mesmo identificador.

Em ambos os casos, é evidente que uma propagacao em G a partir de X torna u
e v disseminadores se, e somente se, uma propagacao em G’ a partir de X’ torna w
disseminador. Logo, a propagacao em GG é analoga a propagacao em G’ e, portanto, X’
¢ viavel para I’. Mas por construcao de X', vale que |X'| = |X| < [S] = |5'], o que
contradiz o fato de que S’ é 6tima para I'. ]

Nossa abordagem consiste em realizar sucessivas contragoes até que nao exista um
par de vértices que atenda as pré-condi¢oes para a aplicacao da técnica. A instancia
obtida ao fim das sucessivas contracoes é resolvida e a solucao viavel obtida é trans-

5

formada em uma solugao viavel da instancia original em tempo linear® no tamanho

de V. Observe que a contragio de uma aresta {u,v} pode ser realizada em tempo®

O (d(w) + d(®) + Ly enpuonw 40) ).

4.1.3 Colapsacao de Vértices

A nossa terceira abordagem de pré-processamento é baseada em colapsacao de vértices.
Seja I = (G = (V, E),t) uma instancia qualquer do PAP. Suponha que um vértice u € V
seja extremidade de uma ou mais arestas (multiplas’) e que tenha apenas um vizinho v.
Se t(v) = 1, entao podemos colapsar u e v em um novo vértice w com valor limiar igual
a l.

A justificativa é que se u é disseminador em uma rodada 7, mas v nao o é, entao na
rodada 7 + 1, v se tornara disseminador, pois t(v) = 1. Além disso, se v ¢ disseminador
em uma rodada 7, mas u nao o é, entao na rodada 7 + 1, u se tornara disseminador,
pois t(u) < d(u) e todas as arestas que incidem em w também incidem em v. Assim,
podemos construir uma instancia I’ = (G',t'), tal que G’ é obtido a partir de G através
da colapsagao de u e v em um novo vértice w. Além disso, t'(w) = 1 e t/(x) = t(x) para
todo vértice x de G’ diferente de w. Note que as Unicas arestas das quais w é extremo em
G’ correspondem aquelas que possuiam v como extremo em G (exceto as que conectavam
uew).

A Figura 4.2 apresenta um exemplo do procedimento de colapsacao, onde os limiares
de v e w estao indicados dentro de seus respectivos circulos e os limiares dos demais
vértices foram omitidos.

Dessa maneira, podemos obter uma solucao viavel S’ para a instancia I’ e, a partir de
S’ construir uma solugao viavel S para I, de modo que se w € S’, entdao u € S ou v € S.
O Teorema 4.3 e o Corolario 4.3 garantem a corretude da técnica.

5Para isso, basta que para cada vértice fruto da contracio de uma aresta, associemos uma lista
contendo os vértices que eram extremos da aresta que foi contraida.

6 Assumindo-se uma implementacao do grafo com listas de adjacéncia.

"Um cenério com arestas miltiplas pode ocorrer apés a aplicacdo da segunda técnica de pré-
processamento, apresentada na Secao 4.1.2.
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a
b
w
Cc
(a) Grafo G. (b) Grafo G’ obtido de G.

Figura 4.2: Exemplo de colapsagao dos vértices u e v de G.

Teorema 4.3. Seja I = (G = (V, E),t) com {u,v} € E ¢ N(u) = {v} et(v) =1. Seja
I' = (G, V) tal que G’ é obtido de G por colapsacao de u e v resultante num vértice w e
que t'(w) =1 et'(x) = t(x) para todo vértice x de G diferente de w. Se S" é uma solugao
vidvel para I', entao podemos construir uma solu¢ao vidvel S para I tal que |S'| =|S]|.

Demonstracao. Semelhante & demonstracao do Teorema 4.2. O

Corolario 4.3. Seja I = (G = (V, E),t) com {u,v} € E e N(u) ={v} et(v) =1. Seja
I' = (G t') tal que G" € obtido de G por colapsacao de u e v resultante num vértice w e
que t'(w) =1 et'(x) = t(x) para todo vértice x de G diferente de w. Se S" é uma solugao
dtima para I', entao podemos construir uma solug¢ao dtima S para I tal que |S'| = |95].

Demonstracao. Semelhante a demonstracao do Corolario 4.2. O

Para essa estratégia, nossa abordagem consiste em realizar sucessivas colapsagoes até
que nao exista um par de vértices que atenda as pré-condigoes para a aplicagao da téc-
nica. A instancia obtida ao fim das sucessivas colapsagoes € resolvida e a solugao viavel
obtida ¢é transformada em uma solucao vidvel da instancia original em tempo linear no
tamanho de V. Observe que a colapsagao dos vértices u e v pode ser realizada em tempo

O (d(w) + d(®) + Eyenpuon 4) ).

4.2 Formulacoes de Programacao Linear Inteira

Nesta secao, apresentamos duas formulagoes de programacao linear inteira para o PAP.
Como veremos no Capitulo 5, tais formulagoes foram criadas com o objetivo de obter
valores 6timos para as instancias utilizadas nos experimentos, a fim de compararmos os
valores das solugoes produzidas pelas nossas heuristicas com esses valores.

4.2.1 Modelo PLI-RODADAS

Seja [ = (G = (V, E),t) uma instancia do PAP tal que |V| = n. A seguir, descrevemos a
nossa primeira formulagao de PLI para o PAP, denotada por PLI-RODADAS. Considere o con-
junto de variaveis binarias C' = {s,, : v € V,7 € {0,1,...,n}} do modelo PLI-RODADAS
de I. Mostraremos que é possivel obter uma solugao 6tima para I, a partir de uma solugao
otima da formulagao do modelo PLI-RODADAS de /. De modo resumido, podemos tomar
uma solugao 6tima da formulagao e construir um conjunto semente S = {v € V' | 5,0 = 1}.
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Como veremos mais a frente, é verdade que na propagacao do PAP a partir de S, v é dis-
seminador na rodada 7 se, e somente se, s, = 1. Usaremos esse fato para mostrar que .S
é solucao 6tima para I. Eis a formulacao:

min z = Z Sv,0 (4.1)

veV
sujeito a:
Spr — Spr—1 > 0 Vv e VVT € [1,n] (4.2)
> (Sur—1) = H©)(Spr — S00) = 0 Yo e V Vr e [l,n] (4.3)
ueN (v)
> (Surm1) = (d(v) —t(v) + 1)s,, < t(v) — 1 Yv € V Vr € [1,n] (4.4)
ueN (v)
Sp,0 + Z Sun—1 > 1 YoeV (4.5)
uEN (v)
svr € {0,1} Yo € V V1 € [0,n] (4.6)

A fungao objetivo (4.1) minimiza a quantidade de disseminadores na rodada 0, isto é,
o tamanho do conjunto semente. A restrigao (4.2) garante que um vértice v que tenha se
tornado disseminador permanega nesse estado até o fim da propagagao. A restri¢ao (4.3)
impede que um vértice v que nao é semente torne-se disseminador enquanto a quantidade
de seus vizinhos disseminadores for menor do que o seu limiar.

De maneira complementar a (4.3), a restrigao (4.4) for¢a um vértice v a se tornar
disseminador quando a quantidade de vizinhos disseminadores atinge seu limiar. Ademais,
a restri¢ao (4.5) garante que a solugao s6 é valida se todos os vértices sdo conhecedores ao
fim da propagacao. Por fim, a restrigdo (4.6) garante que as variaveis s, , sejam binarias.
O ntimero total de varidveis ¢ da ordem de |V|%. A seguir, justificamos a corretude da
formulagao.

Lema 4.1. Seja I = (G = (V, E),t) uma instincia do PAP. Se P € a propaga¢ao do PAP
a partir de uma solugao vidvel S de I, entao a fungao Fp : C — {0,1} de atribuicao
de wvalores as varidveis do modelo PLI-RODADAS de I definida por Fp(s,,) =1 <> v €
Disg[S, 7] é uma solu¢ao do modelo PLI-RODADAS de I.

Demonstragao. Seja I = (G = (V,E),t) uma instancia do PAP. Suponha que P é a
propagagao do PAP a partir de uma solugao viavel S de I. Seja Fp : C — {0,1} uma
atribuicao de valores as variaveis do modelo PLI-RODADAS de [ definida por Fp(s, ) =
1 <> v € Disg[S, 7]. Mostraremos que Fp é uma solu¢ao do modelo PLI-RODADAS de [.
Pela defini¢ao de propagacao do PAP, temos que se v € Disg[S,7 — 1], entdo v €
Disg[S, 7], para todo 7 > 1. Assim, se Fp(S,,-1) = 1, entdao Fp(s,,) = 1 e por conse-
guinte, Fp(sy ) > Fp(Sy,-1) para todo 7 > 1. Logo, Fp(C) néo viola a restricao (4.2).
Agora, suponha com o proposito de obter uma contradigao que Fp(C) viola a res-
tricdo (4.3). Entdo, existe (v,7) € V X N* t.q. D7 ey FP(Sur—1) < t(v)(Fp(sur) —
Fp(sv0)). Note que como >y Fp(sur—1) = 0 e t(v) > 0, a violagdo s6 ocorre se
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Fp(syr) — Fp(syp) > 0 e, portanto, Fp(s,,) = 1 e Fp(s,9) = 0. Assim, chegamos que
> uen@) Fr(sur—1) < t(v). Mas v & Disg[S, 0], pois Fp(sy0) = 0 e [N(v) N Disg[S, T —
1] < t(v), pois > ey FP(Sur-1) < t(v). Logo, pela defini¢ao de propagagao do PAP,
v & Disg[S, 7]. Todavia, Fp(s, ) = 1, logo v € Disg[S, 7], contradigao. Portanto, Fp(C)
nao viola a desigualdade (4.3).

Suponha com o propoésito de obter uma contradicao que Fp(C) viola a desigual-
dade (4.4). Entéo, existe (v,7) € V X N* t.q. 3 ey Fr(Sur—1) > (d(v) — t(v) +
1)Fp(sy,r) +1(v) = 1. Se Fp(sy,;) =1, entao 3, c () Fp(su,r—1) > d(v), contradicao, pois
[N(v)| = d(v). Por outro lado, se Fp(sy,r) = 0, entao 3_  y,) Fp(sur—1) = t(v). Como
> uen() FP(Sur—1) = t(v), entdo [N (v)NDisg[S, 7 —1]| > t(v) e, portanto, v € Disg[S, 7].
Mas também ¢ verdade que v € Disg[S, 7], pois Fp(s, ) = 0, contradi¢ao. Assim, Fp(C)
nao viola a desigualdade (4.4).

Como S ¢ viavel e |V| = n, entdo ¢ evidente que na (n + 1)-ésima rodada todos os
vértices sao conhecedores. Isso implica que se 7 = n, entdo v € Disg[S, 0] ou |N(v) N
Disg[S,n—1][ > 1. Logo, Fp(su,0)+ > ,en() FP(Sun-1) = 1 e, portanto, Fp(C') ndo viola
a desigualdade (4.5). O

Lema 4.2. Seja [ = (G = (V, E),t) uma instancia do PAP. Se F' : C' — {0,1} ¢ uma
solugao do modelo PLI-RODADAS de I, entao existe uma solu¢ao S de I a partir da qual a
propagagdo P do PAP € tal que v € Disg[S, 7] <> F(sy,) =1, e S € vidvel.

Demonstracao. Seja I = (G = (V, E),t) uma instancia do PAP. Seja ' : C' — {0,1} uma
atribuicao de valores as varidveis do modelo PLI-RODADAS de I que atende as restri¢oes do
modelo. A restri¢ao (4.3) nao é violada por F'(C'), logo vale que se F'(s, ) = 1 para algum
7 > 1, entéo a desigualdade s6 ¢ satisfeita se F'(s,) =1 ou EueN(v) F(syr—1) > t(v).

Ademais, como F'(C) atende a restri¢ao (4.4), vale que se 3y, F'(Sur-1) > t(v),
entdao F'(s,,) = 1 para todo 7 > 1. Além disso, como F'(C') atende a restri¢ao (4.2), entao
F(Sy,;) > F(syr-1) para todo 7 > 1. Isso implica que se F(s,0) = 1, entdo F(s,,) = 1.
Logo, se >~ ey F(Sur-1) = t(v) ou F(sy0) = 1, entao F(s, ) = 1.

Assim, temos que para todo 7 > 1, F(s,,) = 1 se, e somente se F(s,0) = 1 ou
ey Flsur1) = tv).

Tome S ={v eV | F(sy9) =1} e seja P a propagacao do PAP iniciada a partir de S.
Vamos mostrar que v € Disg[S, 7] <> F(s,.) = 1 para todo 7 > 0. O caso 7 = 0 decorre
da construcdo de S. Agora, assuma como hipotese de indugdo que v € Disg[S, 7]
F(sy,) =1 para algum 7 > 0.

Como 7+ 1 > 1, pela defini¢ao de propagacao do PAP, v € Disg[S, 7+ 1] se, e somente
se, v € Disg[S, 0] ou |N(v) N Disg[S, 7]| > t(v). Pela construgao de S, v € Disg[S, 0] <>
F(sy0) = 1. Além disso, por hipétese de indugao, v € Disg[S, 7| <> F(s,.) = 1. Logo,
|N(v) N Disg[S, ]| = t(v) <> -, cnw F(sur) = t(v). Portanto, v € Disg[S, 0] ou [N (v) N
Disg[S, ]| > t(v) se, e somente se, F(sy0) =1 0u Y, c ey F'(Sur) = t(v).

Mas provamos anteriormente que para todo 7 > 1, F(sy0) = 1 ou 3, c () F(Sur-1) =
t(v) se, e somente se F(s,;) = 1. Logo, F(sy0) = 1 0u >,y F(sur) = t(v) se, e
somente se, F'(s,,+1) = 1. Concluimos que v € Disg[S, 7+ 1] <> F(syr41) = 1.

Por fim, mostraremos que S ¢ viavel. Como F(C) nao viola a desigualdade (4.5),
vale que F'(sy0) + > ,en(w) F'(Sun—1) = 1. Isso implica que v € Disg[S, 0] ou [N(v) N
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Disg[S,n — 1]] > 1 e, portanto, ao fim da (n + 1)-ésima rodada de P, v é conhecedor.
Portanto, S é viavel para I. O

Teorema 4.4. Seja [ = (G = (V, E),t) uma instancia do PAP. S é uma solugao vidvel
de I se, e somente se, existe uma solugao F : C'— {0,1} do modelo PLI-RODADAS de I
tal que S ={v €V | F(s,0) = 1}.

Demonstragao. Seja S uma solugao de [ e seja P a propagagao do PAP a partir de S. Pelo
Lema 4.1, temos que se S é viavel, entao existe uma solu¢ao Fp : C' — {0,1} do modelo
PLI-RODADAS de [ tal que Fp(s,,) = 1 <> v € Disg[S,7]. Logo, Fp(s,o) =1 < v €
Dis¢g[S, 0] e como S = Disg[S, 0], entao S = {v € V | Fp(sy0) = 1}.

Reciprocamente, seja F': C'— {0, 1} uma solu¢do do modelo PLI-RODADAS de I. Pelo
Lema 4.2, existe uma solucao S de I a partir da qual a propagacao P do PAP ¢é tal que
v € Disg[S, 7] <> F(s,.) = 1. Em particular, F(s,9) = 1 <+ v € Disg[5,0] e como
S = Dis¢[S5,0], entao S = {v € V | F(s,0) = 1}. Mas, pelo Lema 4.2, também temos que
S é viavel. m

Corolario 4.4. Seja [ = (G = (V, E),t) uma instincia do PAP. Se F : C — {0,1} €
uma solugdo dtima do modelo PLI-RODADAS de I, entdo S = {v € V | F(s,0) = 1} € uma
solucao otima para I.

Demonstracao. Seja I = (G = (V, E),t) uma instancia do PAP e seja F' : C' — {0,1}
uma solugao 6tima do modelo PLI-RODADAS de I. Tome S = {v € V | F(s,09) = 1}. O
Teorema 4.4 garante que S é solugao viavel de 1.

Suponha com o propésito de obter uma contradi¢ao que S nao é 6tima para I. Entao
existe solucdo viavel S de I tal que |S’| < |S|. Assim, pelo Teorema 4.4, existe uma
solugdo F’ : C' — {0,1} do modelo PLI-RODADAS de [ tal que F'(s,0) = 1 > v € §".
Mas > o F'(500) = || < [S] = >, F(50,0) € isso contradiz o fato de que F' é solucao
6tima do modelo PLI-RODADAS de /. Portanto, S é uma solugao 6tima para I. O

Desigualdade adicionais A seguir, descrevemos um conjunto de desigualdades adicio-
nais para o modelo PLI-RODADAS. A adicao dessas restricoes ao PLI-RODADAS mostrou-se
util na prética ao cortar solugoes da relaxacao linear, acelerando o processo de obtencao
de solugoes inteiras.

Dado um grafo G = (V, E), dizemos que D C V é um conjunto dominante se todo
vértice em V'\ D é adjacente a ao menos um vértice em D [54]. Assim, em uma propagagao
do PAP a partir de uma solugao viavel, sabemos que o conjunto final de disseminadores é
um conjunto dominante, pois ao final da propagagao, todo vértice que nao é disseminador
deve possuir ao menos um vizinho que é disseminador.

Recordemo-nos que a propagacao termina na rodada 7 > 1 se nenhum vértice se torna
um novo disseminador na transi¢ao entre as rodadas 7 —1 e 7. Decorre diretamente dai a
restrigao (4.7), cuja validade pode ser facilmente verificada, uma vez que se nenhum novo
vértice se torna disseminador na transi¢ao da rodada 7 — 1 para 7, entao Y i (Sw,r —
Swr—1) = 0, e portanto, a restri¢do so ¢ satisfeita se s, . + ZueN(v) Syur > 1, 1sto &, v €
disseminador ou possui ao menos um vizinho disseminador na rodada .
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Spr + Z Sur + Z(S“’f — Swr-1) > 1 Yo e V VT € [l,n] (4.7)

u€EN (v) weV

Note que nao existe solugao viavel do PAP cuja propagacao seja representada por uma
solugdo do modelo PLI-RODADAS que viola a desigualdade (4.7). Portanto, a restrigao (4.7)
nao corta solugoes inteiras e sua inclusao no modelo se justifica por acelerar a resolucao,
na pratica.

4.2.2 Modelo PLI-ARCOS

Nesta segao, descrevemos uma segunda formulacao de PLI para o PAP, denotada por
PLI-ARC0S®. Como veremos mais adiante, dada uma solucao 6tima do modelo PLI-ARCOS,
os valores atribuidos as variaveis da formulagao determinam um grafo dirigido que repre-
senta uma propagacao do PAP a partir de um conjunto semente perfeito de tamanho
minimo.

Sejam I = (G = (V,E),t) uma instancia do PAP e S C V uma solugdo para I.
Vamos mostrar que S é viavel se, e somente se, existe um grafo dirigido G’ = (V, E’) com
E' C {(u,v) | {u,v} € E} que, em conjunto com S, atende as seguintes propriedades:

(i) Se v € S, entao nao existem arcos que incidem em v;

(ii) Se (u,v) € E', entdo u € S ou existem ao menos t(u) arcos que incidem em u;
(iii) Se v € V, entdao v € S ou existe um arco que incide em v;
(iv) G’ é aciclico.

Lema 4.3. Sejam [ = (G = (V, E),t) uma instancia do PAP e S uma solu¢ao para I.
Se S ¢ vidvel para I, entao existe G' = (V,E') com E' C {(u,v) | {u,v} € E} que, em
conjunto com S, atende as propriedades (i), (ii), (iii) e (iv).

Demonstracao. Sejam I = (G = (V, E),t) uma instancia do PAP ¢ S C V uma solugao
para I. Vamos construir G' = (V, E’) com E’ C {(u,v) | {u,v} € E} inicialmente vazio.
Agora, considere a propagagdo do PAP a partir de S. Para cada {u,v} € E, se existe
uma rodada 7 > 0 na qual u é disseminador, mas v nédo ¢, entao adicione o arco (u,v)
em F’. Vamos mostrar que G’ construido dessa maneira, em conjunto com S, atende as
propriedades (i), (ii), (iii) e (iv).

De acordo com a definicao do PAP, se v é semente, entao v é disseminador desde a
rodada inicial e, portanto, por construgao de G’, ndo héa arco que incide em v. Logo, a
propriedade (i) ¢ atendida.

Se (u,v) € E', entao {u,v} € E e, além disso, por construgao de G, existe 7 > 0 tal
que u é disseminador na rodada 7, mas v nao é disseminador na rodada 7. Mas se u é
disseminador na rodada 7, entao temos somente duas possibilidades. A primeira é que u é

8 Agradecemos a F. Usberti pelas proficuas discussdes sobre o PAP e por sugerir uma formulacao inicial
baseada em modelagem por grafos.
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semente e, portanto, u € S. A segunda é que u se tornou disseminador em alguma rodada
o > 1 e, portanto, na rodada o — 1, u nao era disseminador, mas existiam ao menos ()
vértices vizinhos de u em G que sdo disseminadores. Nesse caso, por construgao de G,
sabemos que existem ao menos t(u) arcos que incidem em wu. Assim, chegamos que a
propriedade (ii) é atendida.

Ademais, como S é viavel, sabemos que ao final da propagacao todos os vértices sao
conhecedores. Isso implica que para todo vértice v € V', vale que v € S ou existe alguma
rodada 7 > 0 em que algum vizinho u de v em G ¢é disseminador mas v nao o ¢, de modo
que na rodada 7 + 1, v torna-se conhecedor. No segundo caso, temos que o arco (u,v)
pertence a E’. Logo, a propriedade (iii) é atendida.

Por fim, suponha com o propésito de obter uma contradi¢ao, que a propriedade (iv)
nao é atendida. Dessa forma, existe um ciclo em G’ descrito pela sequéncia de arcos
(v1,v2), (Vo,v3), ..., (Vk_1, V&), (U, v1), com k > 2. Seja v; o primeiro vértice que se tornou
disseminador, entre os vértices desse ciclo, ao longo da propagacao. Isso implica que® v;_;
nao pode ter sido disseminador antes de v;, o que contraria o fato de que (v;_1,v;) € E’
de acordo com a construgao de G’. Portanto, a propriedade (iv) é atendida. ]

Lema 4.4. Sejam I = (G = (V, E),t) uma instancia do PAP e S uma solug¢ao para I. Se
existe G' = (V,E') com E' C {(u,v) | {u,v} € E} que, em conjunto com S, atende as
propriedades (i), (ii), (iii) e (iv), entdo S € vidvel para I.

Demonstragao. Sejam I = (G = (V, E),t) uma instancia do PAP e S C V uma solugao
para I. Suponha que existe G' = (V, E’) com E’ C {(u,v) | {u,v} € E} que, em conjunto
com S, atende as propriedades (i), (ii), (iii) e (iv).

Como a propriedade (ii) é atendida, entdo o fato de que t(u) > 1 para todo vértice
u implica que se (u,v) € E’, entdo existe pelo menos um arco em E’ que incide em u,
a menos que u € S. Além disso, como G’ é aciclico (propriedade (iv)), sabemos que
qualquer caminho em G’ é simples.

A partir disso, podemos concluir que se um caminho C' comega em algum vértice u € S
e termina num vértice v, entao existe um caminho C’ de comprimento ainda maior tal que
C" inclui C' e que comega em algum vértice w € S e termina em v. Mas G’, em conjunto
com S, também atende & propriedade (i) e, portanto, se C' é o maior caminho que termina
em um vértice v, entao C' comeca em algum vértice pertencente a S.

Dito isto, considere a propagacao do PAP a partir de S. Se v € S, entao v é dissemina-
dor desde a rodada inicial. Agora, tome um vértice v € S, e seja C' o caminho mais longo
em G’ que termina em v. Vamos mostrar que se o comprimento de C' é 7 > 1 e existem
ao menos t(v) arcos que incidem em v, entao v é disseminador na rodada 7.

Sejav € S um vértice tal que o caminho mais longo que termina em v tem comprimento
7 =1 e que existem ao menos t(v) arcos que incidem em v. Entao, cada um dos t(v) arcos
tem como origem uma semente e, portanto, v é vizinho de t(v) sementes em G. Logo, v
¢ disseminador na rodada 7 = 1.

Assuma, por hipdtese de indugao, que a proposicao vale para algum 7 > 1. Seja
v € S um vértice tal que o caminho mais longo C' que termina em v tem comprimento

9Se i = 1, tome vy no lugar de v;_;.
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T4+ 1 > 2 e que existem ao menos t(v) arcos que incidem em v. Se (u,v) é um desses
t(v) arcos, entao, pela propriedade (ii), u € S ou ao menos #(u) arcos incidem em u. No
primeiro caso, u é disseminador desde a rodada inicial, pois é semente. No segundo caso,
sabemos que o caminho mais longo que termina em u tem comprimento menor ou igual
a 7; do contréario, C' nao seria um caminho mais longo que termina em v. Neste caso, por
hipotese de indugao, u é disseminador na rodada 7. Em ambos os casos u é disseminador
na rodada 7 e, portanto, v possui t(v) vizinhos em G que sao disseminadores na rodada
7. Isso implica que v é disseminador na rodada 7 + 1.

Por fim, como a propriedade (iii) é atendida, para todo vértice v € V' vale que v € S
ou existe um arco (u,v) € E'. Se v € S, entao v é conhecedor ao fim da propagacao, pois
é semente. Se (u,v) € E', entdo pela propriedade (ii), u € S ou existem t(u) arcos que
incidem em u. No primeiro caso, v é conhecedor ao fim da propagacgao, pois é vizinho de
uma semente em G. No segundo caso, sabemos que u é disseminador na rodada 7, onde 7
é o comprimento do maior caminho em G’ que termina em u e, portanto, v é conhecedor
na rodada 7 + 1. Em todos os casos, v é conhecedor. Portanto, S é viavel. O

A seguir, definimos a formulagao PLI-ARCOS. Sejam [ = (G = (V, F),t) uma instancia
do PAP e G' = (V, E’) um grafo dirigido com E’' = {(u,v) | {u,v} € E}.

Denotamos as vizinhangas de entrada e de saida de v em G’ por Ny, (v) = {u € V :
(u,v) € E'} e Nowe(v) = {u € V : (v,u) € E'}, respectivamente. Os graus de entrada
e de saida de v s@o denotados por di,(v) € dou(v), respectivamente. Ademais, = seré a
notagao usada para o conjunto de todos os ciclos orientados de G'.

Considere os seguintes conjuntos de variaveis binarias C' = {s, : v € V} e A =
{aus : (u,v) € E'} do modelo PLI-ARCOS. Mostraremos que dada uma solu¢ao do
modelo PLI-ARCOS, é possivel construir um grafo G” = (V, E”) subgrafo de G’, onde
E" = {(u,v) € E' | ay, = 1}, e um conjunto semente S = {v € V | s, = 1} para I, tais
que G”, em conjunto com S, atendem as propriedades (i), (ii), (iii) e (iv). A formulagao
PLI-ARCOS segue.

min z = Z Sy (4.8)

veV
sujeito a:
Z (au,v) - din(v)(l - Sv) S 0 YoeV (49)
wE Nip (v)
Z (au,v) - t(”)(av,w - S’U) 2 O V(v,w) € El (410)
wE Nip (v)
Sot Y e > 1 YoevV (4.11)
ueNin(U)
> < €1 Ve € = (4.12)
(uv)€¢
Spy Ay € {0,1} Yoe VVueV (4.13)

A fungao objetivo (4.8) minimiza a quantidade de vértices que pertencerao ao conjunto
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S. A restrigao (4.9) determina que se v € S, ent@ao nao existe arco em E” que incide em
v. A restricao (4.10) garante que se (v,w) € E”, entdo v € S ou existem ao menos t(v)
arcos em E” que incidem em v. A desigualdade (4.11) estabelece que se v € V, entao
v € S ou existe ao menos um arco em E” que incide em v.

A familia de restrigdes (4.12) corresponde a eliminagao de subciclos orientados em G”.
Observe que diferentemente das restricoes anteriores, existe um nimero exponencial de
desigualdades em (4.12). Nesse caso, ao utilizarmos algoritmos do tipo branch and bound
com a formulagdo PLI-ARCOS, definimos as desigualdades de (4.12) como lazy constraints.
Isso significa que no inicio do algoritmo, as restri¢oes (4.12) nao sao consideradas pelo
algoritmo, mas sao adicionadas ao longo da execugao da seguinte maneira: sempre que
o algoritmo encontrar uma solucao inteira, verifica-se se tal solucao viola alguma das
desigualdades em (4.12). Se sim, entao a desigualdade violada é adicionada ao conjunto
de desigualdades consideradas pelo algoritmo. Para checar se uma solugao inteira viola
alguma desigualdade em (4.12), basta executarmos uma busca em profundidade em G”
com o objetivo de encontrar ciclos orientados.

Por fim, a restri¢ao (4.13) garante que todas as variaveis do modelo sejam binarias. A
quantidade total de variaveis é da ordem de |V| + |E|.

A seguir, justificamos a corretude da formula¢do. Sejam I = (G = (V, E),t) uma
instancia do PAP e G’ = (V, E’) um grafo dirigido com E’ = {(u,v) | {u,v} € E}.

Lema 4.5. Sejam G” = (V, E") um subgrafo de G' e¢ S uma solu¢io para I. Se G”",
em conjunto com S, atende as propriedades (i), (ii), (iii) e (iv), entdo a fun¢io F :
CUA — {0,1} de atribui¢ao de valores as varidveis do modelo PLI-ARCOS de I definida
por F(s,) =1 veS e Flay,) =1+ (u,v) € E” € solugio do modelo PLI-ARCOS de
I.

Demonstragao. Assuma que G”, em conjunto com S, atende as propriedades (i), (ii), (iii)
e (iv). Seja F': CUA — {0, 1} uma fungao de atribuigao de valores as variaveis do modelo
PLI-ARCOS de [ definida por F(s,) =1 <> v € S e F(ay,) =1 < (u,v) € E”. Vamos
mostrar que F' é solugao do modelo PLI-ARCOS de [.

Suponha, com o propdsito de obter uma contradi¢do, que F' viola a restrigao (4.9).
Entao, existe v € V tal que >,y () F(@un) > din(v)(1 — F(sy)). Essa desigualdade s6
pode ser satisfeita se F'(s,) =1 e F(a,,) =1 para algum u € Nj,(v). Mas como G”, em
conjunto com S, atende & propriedade (i), entdo para qualquer v € S, nao existem arcos
que incidem em v. Isso implica que se F(s,) = 1, entao F'(a,,) = 0 para todo u € Ni,(v),
contradicao.

Suponha, com o propésito de obter uma contradi¢ao, que F' viola a restri¢ao (4.10).
Entao, existe (v, w) € E' tal que 3 . () F(au) < t(v)(F(@vw) —F(sv)). Essa desigual-
dade s6 pode ser satisfeita se F'(avuw) =1 e F(sy) = 0. Logo, -, cn. () F(auw) < t(v).
Mas como G”, em conjunto com S, atende & propriedade (ii), se (v,w) € E” com v € S,
entdo existem ao menos ¢(v) arcos que incidem em v e, portanto, >, n. ) F(aun) = t(v),
contradigao.

Suponha, com o proposito de obter uma contradi¢ao, que F' viola a restrigao (4.11).
Entao, existe v € V' tal que F'(sy) + > e n;, v) £'(@up) < 1. Isso implica que F'(s,) =0 e
Y ue Ny F (ay,p) = 0. Mas, como G”, em conjunto com S, atende a propriedade (iii), vale
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que v € S ou ao menos um arco incide em v, e portanto, F'(s,) =1 ou )
1, contradicao.

€Ny (v) F(au,v) >
Por fim, como G”, em conjunto com S, atende & propriedade (iv), temos que G” é
aciclico. Isso implica que F' néo viola a restrigao (4.12). ]

Lema 4.6. Se F' : CUA — {0,1} ¢ uma solu¢ao do modelo PLI-ARCOS de I, entdo
existe G" = (V, E") subgrafo de G definido por (u,v) € E" < F(a,,) = 1 que atende
as propriedades (i), (i), (iii) e (iv), em conjunto com uma solugio S de I definida por
veS <« F(s,) =1.

Demonstragao. Assuma que F': CU A — {0,1} é uma solugdo do modelo PLI-ARCOS de
I. Seja G" = (V, E") subgrafo de G’ tal que (u,v) € E” <» F(a,,) = 1 e seja S uma
solugdo de I tal que v € S + F(s,) = 1. Mostraremos que G”, em conjunto com S,
atende as propriedades (i), (ii), (iii) e (iv).

Suponha, com o proposito de obter uma contradi¢ao, que a propriedade (i) nao é
atendida. Isso implica que existe v € S com algum arco incidente em v. Logo, existe v
tal que F(s,) =1 e F(a,,) = 1 para algum u € Nj,(v), o que contradiz o fato de que F
nao viola a restrigao (4.9).

Suponha, com o propésito de obter uma contradi¢ao, que a propriedade (ii) nao é
atendida. Isso implica que existe (v, w) € E” tal que v ¢ S e existem no maximo ¢(v) — 1
arcos incidentes em v. Logo, temos que F(avw) =1, F'(sy) =0e 3 cn. () F(aun) < t(v),
o que contradiz o fato de que F' nao viola a restrigao (4.10).

Suponha, com o proposito de obter uma contradigdo, que a propriedade (iii) nao é
atendida. Isso implica que existe v tal que v € S e nenhum arco incide em v. Logo, vale
que F'(sy) =0eque 3 cn () F(@uy) > 0. Mas isso contradiz o fato de que F" nao viola
a restricao (4.11).

Por fim, suponha com o propésito de obter uma contradi¢ao, que a propriedade (iv)
nao é atendida. Isso significa que existe ao menos um ciclo orientado no grafo G”, o que
contradiz o fato de que F' néo viola a desigualdade (4.12). [

Teorema 4.5. Seja S uma solugcao para I. S € vidvel se, e somente se, existe uma solugao
F:CUA— {0,1} do modelo PLI-ARCOS de I tal que S ={v eV | F(s,) = 1}.

Demonstracao. Seja S uma solugao para I. Pelos Lemas 4.3 e 4.5, temos que se S é
vidvel, entao existe uma solugao F' : C'U A — {0,1} do modelo PLI-ARCOS de I tal que
F(s,) =1+ v € S. Poroutro lado, pelos Lemas 4.4 ¢ 4.6, temos que se F' : CUA — {0, 1}
é solucao do modelo PLI-ARCOS de I, entao existe uma solucao viavel S para I tal que
ve S+ F(s,)=1. O

Corolario 4.5. Se F': CUA — {0,1} ¢ uma solugdo étima do modelo PLI-ARCOS de I,
entio S ={v e V| F(s,) =1} € uma solugao dtima para I.

Demonstragao. Seja F: C'UA — {0,1} uma solugao 6tima do modelo PLI-RODADAS de
I. Tome S ={v eV :F(s,) =1}. O Teorema 4.5 garante que S ¢ solugao viavel de I.
Suponha, com o propédsito de obter uma contradicao, que S nao é 6tima para I. Entao

existe uma solugao viavel S’ de I tal que |S’| < |S|. Pelo Teorema 4.5, existe uma solugao
F': CUA — {0,1} do modelo PLI-ARCOS de [ tal que F'(s,) = 1 <> v € S’. Mas
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Yovey F'(s0) = 15 < |S| = > v F(sy) e isso contradiz o fato de que F' é solucao 6tima
do modelo PLI-ARCOS de . Portanto, S é uma solugao 6tima para I. O

4.3 Heuristicas Baseadas em GRASP

Nesta se¢ao, apresentamos quatro heuristicas para o PAP, as quais sao baseadas na meta-
heuristica GRASP. Primeiramente, descrevemos uma rotina que simula o processo de pro-
pagacao e que é utilizada tanto na fase de construcao quanto na de busca local de cada
uma das heuristicas. Em seguida, introduzimos as heuristicas descrevendo suas respecti-
vas fases de construcao. As abordagens empregadas nessa fase sao o que principalmente
diferencia essas heuristicas. Por fim, apresentamos o procedimento de busca local, que se
mostra semelhante entre as heuristicas, com excecao de alguns critérios.

Considere uma instancia I = (G = (V, E),t) do PAP. O mecanismo de simulagao
utilizado nas heuristicas considera, para cada vértice v € V', dois atributos:

e cstado(v), que indica o atual estado de v durante o processo de propagacao (igno-
rante, conhecedor ou disseminador);

e n4(v), que mantém o numero de vizinhos de v que s@o disseminadores.

O Algoritmo 4.1 descreve a rotina de simulagao ao longo da qual mantemos uma
fila ) com os vértices que tornaram-se disseminadores, mas que ainda nao propagaram a
informagao para os seus vizinhos. O laco mais externo é repetido até que () torne-se vazio,
isto é, até que todos os vértices disseminadores tenham de fato propagado a informacao
para as suas respectivas vizinhancas.

Algoritmo 4.1: Processo de propagacao.
Entrada: Fila de disseminadores @)

1 enquanto () nao estd vazia faga

2 u < Desenfileira((@))

3 para cada v € N(u) faga

4 nq(v) < ng(v) + 1

: )

6

se estado(v) = ignorante entao
L estado(v) < conhecedor

7 se estado(v) # disseminador A ng(v) > t(v) entao
8 estado(v) < disseminador
9 Enfileira(Q, v)

Se u é o proximo vértice da fila @), entdao para cada v € N(u) incrementamos ng(v)
em 1. Qualquer v € N(u) que se torna conhecedor ou disseminador pelo incremento de
nq(v) tem o seu estado alterado nas linhas 6 e 8, respectivamente. Quando v se torna
disseminador, ele é imediatamente inserido em Q).

Para simular o processo de propagacao desde a sua origem a partir de um conjunto
semente S até o fim da propagacao, usamos o Algoritmo 4.2. Ele inicializa todos os vértices
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como ignorantes, exceto aqueles em S, insere as sementes na fila de disseminadores @), e
em seguida chama o Algoritmo 4.1 para dar inicio & propagacao, que é conduzida até seu
estado final.

Algoritmo 4.2: Propagacao completa.
Entrada: Instancia (G = (V, E), t); conjunto semente S
Q) « fila vazia
para cada v € V faga
ng(v) < 0
se v € S entao
estado(v) < disseminador
Enfileira((Q), v)
senao
| estado(v) < ignorante

® N oo ok W N

©

ProcessoDePropagagdo (())

E evidente que ao final do Algoritmo 4.2, o estado de cada vértice é igual ao estado
final que ele teria ao fim de uma propagacao do PAP iniciada por S. Observe que ao longo
do processo de propagacao, cada aresta s6 é visitada quando algum de seus extremos se
torna disseminador, ou seja, cada aresta é visitada nao mais do que duas vezes ao longo
da propagagao. Portanto, o Algoritmo 4.2 tem complexidade de tempo O(|V|+ |E|). Ao
final do Algoritmo 4.2, podemos verificar a viabilidade de S simplesmente contando o
numero de vértices conhecedores.

Na fase de construgdo do GRASP, construimos uma solugao S (inicialmente vazia) de
maneira incremental, até que S torna-se vidvel. Uma maneira de proceder com essa fase
seria, toda vez que adicionamos um vértice em S, executar o Algoritmo 4.2 a fim de
verificar a viabilidade de S. Isso implicaria executar o processo de propagacao para cada
semente inserida em S. Todavia, mostraremos a seguir que é possivel conduzir a fase de
construgao com apenas uma execucao do processo de propagacao.

A ideia consiste em salvar o estado final da propagacao a partir de S e, ao adicionarmos
uma nova semente u, continuamos a propagacao em decorréncia da disseminagao gerada
por u. O Teorema 4.6 garante que este procedimento é valido, isto é, que o estado final
da propagagao a partir do conjunto semente S U {u} é o mesmo que o estado final da
propagacao a partir do conjunto semente Disg[S] U {u}. Denotamos por S* o conjunto
de disseminadores no final de uma propagagao iniciada com S, isto é, S* = Disg[S].

Teorema 4.6. Sejam S CV eu € V. Entao (SU{u})* = (S*U{u})*.

Demonstracao. Inicialmente, vamos mostrar que (S U {u})* C (S* U {u})*. Suponha
com o proposito de obter uma contradi¢ao que (S U {u})* \ (S* U {u})* # 0. Note que
Disg[S U {u},0] = SuU{u} C S*U{u} C (S*U{u})*. Logo, existe 7 > 1 para o
qual Disg[S U {u}, 7 — 1] C (S* U {u})*, mas Disg[S U {u}, 7]\ (S* U{u})* # (. Tome
v € Disg[SU{u}, 7]\ (S*U{u})*. Como v € Disg[SU{u}, 7], mas v &€ Disg[SU{u}, T —1],
temos que t(v) < |N(v) N Disg[S U {u}, 7 — 1]|. Porém, pela escolha de 7, sabemos que
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|N(v) N Disg[S U{u}, 7 —1]] < |N(v) N (S*U{u})*|. Ou seja, se o conjunto semente for
S* U {u}, entdo v deve se tornar disseminador, contrariando a escolha de v.

Agora, vamos mostrar que (S* U {u})* C (S U {u})*. Suponha com o propésito de
obter uma contradi¢ao que (S* U {u})*\ (S U {u})* # 0. Note que Dis¢[S* U {u},0] =
S*U{u} C (SU{u})*. Logo, existe 7 > 1 para o qual Disg[S*U{u},7—1] C (SU{u})*,
mas Disg[S* U {u}, 7]\ (SU{u})* # 0. Tome v € Disg[S* U {u}, 7]\ (SU{u})*. Como
v € Disg[S* U {u}, 7], mas v & Disg[S* U {u}, 7 — 1] temos que t(v) < |N(v) N Disg[S* U
{u}, 7 —1]|. Porém, pela escolha de 7, |N(v) N Disg[S*U{u}, 7—1]| < |N(v)N(SU{u})*|.
Ou seja, se o conjunto semente for S U {u}, entdo v deve se tornar um disseminador,
contrariando a escolha de v. [

A seguir, apresentamos as quatro heuristicas denominadas Greedy Randomized, Weigh-
ted Greedy Randomized, Random plus Greedy e Sampled Greedy. Primeiramente, descre-
veremos as estratégias empregadas nas fases de construgao de cada heuristica.

No inicio da fase de construcao, consideramos que todos os vértices sao ignorantes e
que ng(v) = 0 para cada v € V. Além disso, denotamos por dy., 0 maior grau em G.
Nas proximas secoes, considere que G é conexo, pois de acordo com o que foi exposto na
Secao 4.1, se G nao é conexo, entao podemos obter uma solucao viavel para a instancia
original ao resolver o PAP para cada componente conexa separadamente.

4.3.1 Greedy Randomized

A estratégia de construgao da heuristica Greedy Randomized (GR) é baseada na estratégia
padrao de construgao do GRASP (referimos o leitor a Segao 2.2). Denote por b(v) o beneficio
de se inserir um vértice v da CL no conjunto semente em construgao e por n;(v) o nimero
de vizinhos ignorantes de v. Para esta estratégia, simplesmente definimos b(v) = n;(v),
pois n;(v) representa a quantidade de vértices que se tornarao imediatamente conhecedores
pela adicao de v.

Seja S um conjunto semente inicialmente vazio. Em cada passo da construgao, toma-
mos CL = {v € V | b(v) > 1} e RCL = {v € CL | b(v) > bimax — | @ (Dmax — bmin) | }, Para
um certo a € [0, 1], onde by € byax s80 0s beneficios minimo e maximo, respectivamente,
entre todos os vértices da CL. Nesse caso, « controla a gula da construcao, de forma que
quanto menor o valor de «, mais gananciosa é a composi¢ao da RCL. Em seguida, um
elemento aleatorio da RCL é escolhido para ser inserido em S. Esse processo é repetido
até que S seja viavel.

Considere a representagao de V' como um vetor. Mantemos V' ordenado, em relagao
aos beneficios dos vértices, ao longo da execucgao, a fim de obter a CL e a RCL diretamente
de V. Denotamos por Vi... j] o subvetor de V' que comega no indice i e termina no indice
j. Ademais, denotamos por pos(v) a posigdo que o vértice v ocupa em V.

Mantemos um vetor auxiliar map que, em conjunto com V', satisfaz as seguintes pro-
priedades durante toda a fase de construgao: se map[i| = j > 0, entdao V[0...j] contém
todos os vértices de V' com beneficio maior ou igual a 7; se map[i] = —1, entao nao existe
vértice em V' com beneficio maior ou igual a i.

O Algoritmo 4.3 descreve a fase de construcao da heuristica GR. Nas linhas 1 e 2,
tomamos uma fila de disseminadores ) e um conjunto semente S representado por um
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vetor, ambos vazios. O custo, em termos de tempo de execugao, associado a essas linhas é

constante. No laco da linha 3, inicializamos o beneficio de cada vértice com o valor de seu

grau, uma vez que inicialmente todos os vértices sao ignorantes. O tempo para execugao

do lago da linha 3 ¢ ©(|V]).

Algoritmo 4.3: Fase de construgao da heuristica Greedy Randomized.

B W N

© 00 N & w;

11

12
13
14
15
16
17
18
19
20
21
22
23
24
25
26
27
28
29

30
31
32

Entrada: Instancia (G = (V, E), t); parametro «
Saida : Conjunto semente perfeito S
Q + fila vazia
S <« vetor vazio
parai =0 até |V|—1 faga
| O(V[i]) < d(V[])

OrdenaN3oCrescentePorBeneficio (V')
map < vetor de inteiros com tamanho d,,q, + 1
140
para j = dy.x até 0 faga

enquanto i < |V| —1Ab(V][i]) > j faca

| iit1
map(j] < i—1

enquanto S nao € vidvel faga

bmax < 0(V]0])

bin = b(V [mapl1]])

k < bmax — [ (bmax — bmin) |

v < SorteiaElementoAleatdrio(V|[0...mapl[k|])

estado(v) < disseminador

InsereNoFinal (S, v)

Enfileira((Q), v)

enquanto () nao estd vazia faga

u < Desenfileira(())

para cada v € N(u) faga

na(v) < ng(v) +1

se estado(v) = ignorante entao

estado(v) < conhecedor

para cada w € N(v) faga
Troca(V]pos(w)], V [map[b(w)]])
map|b(w)] <= map[b(w)] — 1
b(w) < b(w) — 1

[02]

estado(v) < disseminador
| Enfileira((), v)

33 retorna S

> CL = V[0

> RCL = V[0

e estado(v) # disseminador A ng(v) > t(v) entao

...map[1]]

... maplk]]

Na linha 5, ordenamos V' de maneira nao crescente em relacao aos beneficios dos

vértices. Observe que, como 1 < b(v) < dpax para todo v em V e dpax € O(|V]), podemos

realizar essa ordenagao com o algoritmo Counting Sort em tempo O(|V]).



o2

Ademais, nas linhas 6 a 11, tomamos um vetor map e o inicializamos de modo que
esse, em conjunto com V', atenda as propriedades descritas anteriormente nesta secao.
Esse procedimento custa O(|V]).

A construgao de S ocorre no lago da linha 12. Nas linhas 13 a 16, realizamos o pro-
cedimento de selecao de uma nova semente. Primeiramente, note que os elementos da
CL s@o os elementos pertencentes ao subvetor V|[0...map[l]], uma vez que este subvetor
contém todos os vértices de V' com beneficio maior ou igual a 1. Portanto, nao se faz
necessaria uma estrutura de dados adicional para representar a CL, basta que conside-
remos V[0...map|[1l]] como a CL. Nesse caso, byax € igual ao beneficio do vértice mais a
esquerda em V' e by, € igual ao beneficio do vértice cuja posigao em V' é map[l1].

Em seguida tomamos k = byax — [ (bmax — bmin) |- Note que os elementos da RCL sao
os elementos pertencentes ao subvetor V[0...map[k]], uma vez que este subvetor contém
todos os vértices de V' com beneficio maior ou igual a k. Portanto, nao se faz necessa-
ria uma estrutura de dados adicional para representar a RCL, basta que consideremos
V[0...maplk]] como a RCL. Assim, o passo seguinte consiste em escolher aleatoriamente
uma nova semente em V[0...map[k]]. Todos os passos das linhas 13 a 16 podem ser
feitos em tempo constante!?. Nas linhas 17 a 19, alteramos o estado da nova semente e
a inserimos em S e na fila de disseminadores ). O préximo passo é dar continuidade ao
processo de propagacao em virtude da nova semente.

No lago da linha 20, simulamos a propagacao por meio de uma sequéncia de passos
idéntica ao Algoritmo 4.1, exceto pelo laco da linha 26, o qual explicamos a seguir. Como
v se tornou conhecedor por disseminagao proveniente de u (linha 25), precisamos decre-
mentar em 1 o beneficio de cada w € N(v). Todavia, a fim de manter a ordenagao de
V e as propriedades do vetor map em conjunto com V| fazemos o que segue. Para cada
w € N(v), trocamos as posi¢oes, em V', dos dois elementos V[pos(w)] (o proprio w) e
Vmap[b(w)]] (o vértice de V' mais & direita que possui beneficio maior ou igual a b(w)).
Em seguida, decrementamos o valor de map[b(w)] e de b(w) em 1, nessa ordem. O passos
internos ao lago da linha 26 levam tempo constante.

Devido ao processo de propagacao e atualizacao de beneficios dos vértices, cada aresta
do grafo é visitada no minimo uma e no maximo quatro vezes, ou seja, somente quando
um de seus extremos torna-se disseminador ou conhecedor. O custo total associado a essa
visitagao ¢ O(|V| + |E|). Quando uma aresta ¢ visitada, algum de seus extremos pode
ter o seu beneficio atualizado (isto é, decrementado em 1). Todavia, essa atualizac¢do e os
ajustes dos vetores V' e map decorrentes dela custam O(1). Portanto, o Algoritmo 4.3 é
executado em tempo O(|V] + |E|).

4.3.2 Weighted Greedy Randomized

A estratégia de constru¢do da heuristica Weighted Greedy Randomized (WGR) difere da
abordagem de construgao da heurfstica GR em apenas um aspecto. Ao selecionarmos um
vértice da RCL, estabelecemos que a chance de v ser escolhido é proporcional ao valor
de [{u € N(v) | (u nao é semente ) A (ng(u) = t(u) — 1)}|, ou seja, o nimero de vizinhos

0Para que a linha 16 seja executada em tempo constante (amortizado), pode-se utilizar o gerador de
nimeros pseudo-aletérios Mersenne Twister [41].
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de v que sao quase-disseminadores e que imediatamente se tornarao disseminadores se
adicionarmos v ao conjunto semente. Denotamos esse nimero por n,(v), os vizinhos
quase-disseminadores de v. O contador ny, pode ser mantido para todos os vértices ao
longo da propagacao de forma semelhante ao contador n;, da heuristica anterior.

Na fase de construcao da GR, quando selecionamos uma nova semente, a chance de
um vértice ser escolhido é a mesma dos demais vértices e, portanto, o sorteio pode ser
feito em tempo constante. Ja na fase de construcao da WGR, calculamos a chance de cada
vértice v ser selecionado antes do sorteio e, logo ap6s, selecionamos aleatoriamente uma
nova semente da RCL de acordo com as probabilidades calculadas. Nesse caso, o custo
de tempo relacionado ao sorteio de uma semente é O(JRCL|). Como |RCL| € O(|V]) e
nao mais que |V| sementes sao escolhidas, o custo total associado aos sorteios na fase de
construgao da WGR ¢ O(|V|?).

Assim, podemos implementar a fase de construcao da WGR com complexidade de tempo
O(IV]>)NQ(|V]+|E|), de maneira andloga & implementagio da fase de construgao da GR.

4.3.3 Random plus Greedy

No método de construgao da heuristica Random plus Greedy (RG), a RCL coincide com
a CL. Por essa razao, nos referiremos somente a RCL ao longo desta secao. Inicialmente,
a RCL contém todos os vértices. Para um dado inteiro p, tomamos uma nova semente
simplesmente escolhendo um elemento aleatorio da RCL nas primeiras p iteracoes, e es-
colhendo o elemento da RCL com maior beneficio nas iteragoes restantes.

Neste método, também fazemos b(v) = n;(v). Porém, se ocorrer empate no valor do
beneficio, damos uma prioridade mais alta ao vértice v com valor mais alto de ngy(v) ou,
se o empate persistir, com valor mais alto de t(v) —ng(v). Note que t(v) —n4(v) representa
a quantidade de vizinhos disseminadores de v que falta para que v se torne disseminador.
Se ainda assim tivermos empate, escolhemos o vértice cujo identificador a ele associado
possui o menor valor.

Considere a representacao de V' como um vetor. O Algoritmo 4.4 mostra o procedi-
mento de construcao da RG. Na linha 1, tomamos uma fila vazia (), um conjunto semente
vazio S representado por um vetor, e inicializamos o vetor RCL com os mesmos elementos
de V. A construcao de S ocorre no lago da linha 2. A variavel p, dada na entrada, é
decrementada em 1 logo antes do final de cada iteracao (linha 36). Em cada iteragao
temos dois casos: p > 0 ou p < 0.

Enquanto p > 0 (linha 3), selecionamos aleatoriamente um vértice v da RCL como
nova semente (linha 4). Em seguida, alteramos o seu estado e o adicionamos em S
(linha 5). Logo apds, inserimos v em @ (linha 6) e continuamos a propagacao a partir de
@) (linha 7) utilizando uma modifica¢ao do Algoritmo 4.1 em que sempre que um vértice
¢ desenfileirado de @, ele também ¢é removido da RCL. Cada remogao ¢é feita em tempo
constante, trocando o vértice a ser removido com o tltimo elemento da RCL e removendo
a ultima posicao do vetor. Os passos feitos nas linhas 4 a 6 tém custo constante.

Quando p < 0 (linha 8), a selegdo da nova semente é feita de maneira puramente
gulosa. Se p = 0, inicializamos os beneficios dos vértices e demais contadores (linha 10)
e em seguida transformamos o vetor RCL em uma fila de prioridades (linha 11), mais
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Algoritmo 4.4: Fase de construgao da heuristica Random plus Greedy.

© 0 N OO «Uokh W N =
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35

36

Entrada: Instancia (G = (V, E), t); parametro p
Saida : Conjunto semente perfeito S
Q <+ fila vazia; S < vetor vazio; RCL <V
enquanto S nao € vidvel faga
se p > (0 entao
v < SorteiaElementoAleatdério(RCL)
estado(v) < disseminador; InsereNoFinal (S, v)
Enfileira((Q, v)
ProcessoDePropagacaoMod(()) > Disseminadores sao removidos da RCL
senao
se p = 0 entao

InicializaContadores (b, ng, nyq)
L RCL < ConstréiFilaDePrioridade(RCL)

v ¢~ ObtémElementoComMaiorPrioridade (RCL)
estado(v) < disseminador; InsereNoFinal (S, v)
se ng(v) = t(v) — 1 entao
para cada u € N(v) faga
L nga(u) < nga(u) — 1; AjustaFilaDePrioridade (RC'L, u)

Enfileira((Q, v)
enquanto () nao estd vazia faga
u < Desenfileira(())
Remove (RC'L, u)
para cada v € N(u) faca
na(v) < ng(v) +1
AjustaFilaDePrioridade (RCL,v)
se ng(v) = t(v) — 1 entao

para cada w € N(v) faga

L Vga(w) <= vgq(w) + 1; AjustaFilaDePrioridade (RC'L, w)

se estado(v) = ignorante entao
estado(v) < conhecedor
para cada w € N(v) faga
L b(w) < b(w) — 1; AjustaFilaDePrioridade (RCL, w)

e estado(v) # disseminador A\ ng(v) > t(v) entao
estado(v) < disseminador
para cada w € N(v) faga
L Nga(w) <= ngg(w) — 1; AjustaFilaDePrioridade (RCL, w)

| Enfileira(@, v)

n

| p<p—1

37 retorna S

especificamente um heap. As inicializagoes dos contadores custam, ao todo, O(|V |+ |E|),

pois para cada vértice verificam-se os estados de seus vizinhos e atualizam-se os contadores



95

de acordo com esses estados. A transformacao do vetor RCL em um heap custa O(|V]).

No primeiro passo da sele¢ao gulosa, tomamos o proximo elemento v da RCL (linha 12)
como uma nova semente, em tempo constante, e, em seguida, alteramos o seu estado e o
adicionamos em S (linha 13). Observe que se ng(v) = t(v)—1 (linha 14), entao é necessario
decrementar o contador ng em 1 (linha 16) de cada um dos vizinhos de v, visto que v
passa a se tornar disseminador e, portanto, deixara de ser um vértice quase-disseminador.
Como o contador nyq ¢ critério de desempate na fila de prioridade, ap6s o decremento,
também ajustamos a fila (linha 16) em tempo O(log|V]) para cada decremento.

O proximo passo consiste em inserir v na fila de propagacao @ (linha 17) e dar conti-
nuidade ao processo de propagacao a partir de ). Isso é feito no lago da linha 18, cujos
passos sao idénticos aos do Algoritmo 4.1, exceto pelas linhas 20, 23 e 24 e pelos lacos das
linhas 29 e 33. Na linha 20, removemos o disseminador v da RCL em tempo O(log(|V])).
Na linha 23, ajustamos a fila de prioridade, em tempo O(log(|V])), em decorréncia do
incremento no contador n4(v) feito na linha imediatamente anterior.

Na linha 24, se a condigao for verdadeira, entao temos o caso em que v se tornou
quase-disseminador, isto é, ny(v) = t(v) — 1, e portanto, precisamos incrementar em 1 o
contador ng,g de todos os vizinhos de v. No laco da linha 29, decrementamos o beneficio
de cada vizinho de v, em decorréncia de v ter se tonado conhecedor. Por fim, no lago da
linha 33, decrementamos o contador ny de cada vizinho de v, em decorréncia de v ter
deixado de ser quase-disseminador, pois tornou-se, de fato, disseminador. Para cada um
desses incrementos e decrementos, ajustamos a fila de prioridade em O(log(|V])).

Devido ao processo de propagacao realizado ao longo da construcao, cada aresta do
grafo é visitada no minimo uma e no maximo oito vezes. Isso ocorre somente quando um
de seus extremos torna-se quase-disseminador, disseminador ou conhecedor ou deixa de ser
um quase-disseminador. O custo total associado a essa visitacao ¢ O(|V|+|E]). Por outro
lado, sempre que uma aresta é visitada, um de seus extremos pode ter o valor do beneficio
ou de algum dos contadores ng ou ng alterado. Cada alteragao implica em um ajuste
na RCL com custo O(log(|V])) e, portanto, o custo total desses ajustes ¢ O(|E|log [V]).
Além disso, no pior dos casos, todos os vértices tornam-se disseminadores e o custo total
da remocao desses vértices da RCL ¢ O(|V]log |V]). Dessa maneira, chegamos que o custo
total do Algoritmo 4.4 é¢ O(|E|log |[V|) N Q(|E|).

4.3.4 Sampled Greedy

Na estratégia de construcao da heuristica Sampled Greedy (SG) temos que, em cada
iteragao, a RCL é um subconjunto aleatorio de tamanho ¢ da CL. Se |CL| < ¢, entao RCL
= CL. Em cada passo, simplesmente escolhemos o elemento da RCL com maior beneficio
b(v) = n;(v) para ser inserido no conjunto semente, de acordo com as mesmas regras de
desempate da fase de construgao da heuristica RG.

Considere a representacao de V' como um vetor. O Algoritmo 4.5 mostra o procedi-
mento de construgao da SG. Na linha 1, tomamos uma fila vazia (), um conjunto semente
vazio S representado por um vetor, e inicializamos o vetor CL com os mesmos elementos
de V. Logo ap0s, inicializamos os beneficios dos vértices e demais contadores (linha 2).
As inicializagbes dos beneficios e do contador ng séo feitas em O(|V]), de modo que para
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todo v pertencente a CL, b(v) = d(v) e ng(v) = 0. Por outro lado, inicializamos, em
O(|E|), os contadores ngy de modo que ngq(v) = [{u € N(v) | t(u) = 1}|.

A construgao de S ocorre no lago da linha 3. Primeiramente, tomamos a RCL como um
subconjunto aleatoério da CL de tamanho min{|CL|, ¢} (linha 4). Em seguida, varremos a
RCL e obtemos um vértice v que maximiza o beneficio (linha 5), alteramos o seu estado
e o adicionamos em S (linhas 6 e 7). Observe que se ng(v) = t(v) — 1 (linha 8), entdo
¢ necessario decrementar o contador ng em 1 (linha 10) de cada um dos vizinhos de v,
visto que v passa a se tornar disseminador e, portanto, deixard de ser um vértice quase-
disseminador.

Algoritmo 4.5: Fase de construcao da heuristica Sampled Greedy.
Entrada: Instancia (G = (V, E), t); parametro ¢
Saida : Conjunto semente perfeito S

1 @ < fila vazia; S < vetor vazio; CL <~V
2 InicializaContadores (b, ng, ng4q)

3 enquanto S nao € vidvel faga

4 RCL + ObtémSubconjuntoAleatdério(CL,¥)
5 v < ObtémMelhorElemento (RCL)

6 estado(v) <« disseminador

7 InsereNoFinal (S, v)

8 se ng(v) = t(v) — 1 entao

9 para cada u € N(v) faga

10 L Nga(u) < nga(u) — 1
11 Enfileira(Q, v)
12 enquanto () nao estd vazia faga

13 u < Desenfileira(())

14 Remove (C'L,u)

15 para cada v € N(u) faga

16 na(v) < ng(v) + 1

17 se ng(v) = t(v) — 1 entao

18 para cada w € N(v) faga
19 L Vga(W) = vga(w) + 1

20 se estado(v) = ignorante entao
21 estado(v) < conhecedor

22 para cada w € N(v) faga
23 | b(w) + b(w) — 1
24 se estado(v) # disseminador A ng(v) > t(v) entao
25 estado(v) < disseminador
26 para cada w € N(v) faga
27 L Nga(w) <= ngg(w) — 1

28 Enfileira((Q), v)

29 retorna S

O proximo passo consiste em inserir v na fila de propagagao @ (linha 11) e dar conti-
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nuidade ao processo de propagacao a partir de ). Isso é feito no lago da linha 12, cujos
passos sao idénticos aos do Algoritmo 4.1, exceto pelas linhas 14 e 17 e pelos lagos das
linhas 22 e 26. Na linha 14, removemos o disseminador u da RCL, em tempo constante,
trocando-se o vértice a ser removido com o ultimo elemento da RCL e removendo a tltima
posicao do vetor.

Na linha 17, temos o caso em que v se tornou quase-disseminador, isto é, ng(v) =
t(v) —1, e, portanto, precisamos incrementar em 1 o contador n, de todos os vizinhos de
v. No lago da linha 22, decrementamos o beneficio de cada vizinho de v, em decorréncia
de v ter se tornado conhecedor. Por fim, no laco da linha 26, decrementamos o contador
nqq de cada vizinho de v, em decorréncia de v ter deixado de ser quase-disseminador, pois
tornou-se, de fato, disseminador.

Devido ao processo de propagacao realizado ao longo da construcao, cada aresta do
grafo é visitada no minimo uma e no maximo oito vezes. Isso ocorre somente quando um
de seus extremos torna-se quase-disseminador, disseminador ou conhecedor ou deixa de
ser um quase-disseminador. O custo total associado a essa visitagao é ©(|E|). Por outro
lado, sempre que uma aresta é visitada, um de seus extremos pode ter o valor do beneficio
ou de algum dos contadores n, ou nyg alterado. Cada alteragao tem um custo constante
associado. Além disso, no pior dos casos, todos os vértices tornam-se disseminadores e o
custo total da remogao desses vértices da RCL é O(|V).

Ademais, temos que em cada iteragao o custo de construgao da RCL (linha 4) e selegao
de uma nova semente proveniente da RCL (linha 5) é O(|CLJ), mas |CL| € O(|V|). Como
nao mais que |V| sementes sdo selecionadas, entdo o custo total associado & escolha de
sementes ¢ O(|V]?). Dessa maneira, chegamos que o custo total do Algoritmo 4.5 ¢é

O(IV*) nQ(|E]).

4.3.5 Fase de Busca Local

Nesta secao, descrevemos uma abordagem para a fase de busca local que é comum éas
nossas quatro heuristicas, a nao ser por alguns detalhes que veremos mais a frente. Como
mencionamos na Secao 2.2, para projetar uma busca local para um dado problema é
necessario definir, para uma solucao viavel S, o que consideramos como solu¢ao vizinha
de S. No nosso caso, consideraremos que S’ é vizinha de Sse 8" C S, 5" # () e S & viavel.
Dessa forma, ao longo da busca local, avaliamos solugoes vizinhas obtidas da remocao de
uma ou mais sementes da solucao corrente.

Representaremos um conjunto semente S como um vetor, onde S[i...j] denota o
subvetor de S que comeca no indice i e termina no indice j. Considere também a repre-
sentacao de V' como um vetor. Além disso, dados dois vetores A e B, A #+ B denota a
concatenacao de A e B.

De modo geral, nosso procedimento de busca local possui trés etapas distintas conforme
descrevemos a seguir.

Etapa 1 O objetivo da primeira etapa consiste em remover do conjunto semente qual-
quer vértice que, caso nao fosse semente, se tornaria disseminador diretamente da inter-
secao de sua vizinhanca com o conjunto semente. Em resumo, visitamos cada semente, a
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partir do elemento mais a esquerda de S, e removemos de S todo vértice que tenha um
numero de sementes vizinhas maior ou igual ao seu valor limiar. Claramente, esses vértices
se tornarao disseminadores ao longo da propagacao a partir das sementes remanescentes
e, portanto, nao precisam permanecer como sementes.

Denote por ng(v) o nimero de vizinhos do vértice v que sd@o sementes. O primeiro
passo da fase de busca local é descrito pelo Algoritmo 4.6. Nas linhas 1 a 5, inicializamos
o contador ny para todos os vértices de S, em tempo O(|V]). Em seguida, tomamos um
conjunto semente S’ inicialmente vazio (linha 6).

Algoritmo 4.6: Fase de busca local - Etapa 1.

Entrada: Instancia (G = (V, E), t); conjunto semente perfeito S
Saida : Conjunto semente perfeito reduzido

1 para i =0 até |S| — 1 faga > Inicializa os contadores ng com valor 0
2 L ns(S[i]) < 0

3 parai =0 até |S| — 1 faga > Inicializa os contadores ng
4 | paracadau € N(S[i])n S faga

5 L L ns(u) < ng(u) + 1

6 S’ < vetor vazio

7 parai =0 até |S| — 1 faga > Copia as sementes necessarias
8 se ng(S[i]) < t(S]i]) entao

9 InsereNoFinal (S, S[i])

10 senao

11 para cada u € N(S[i]) faga > Atualiza os contadores ng
12 L L ns(u) < ng(S[i]) — 1

13 retorna S’

No lago da linha 7, varremos o vetor S e inserimos no final de " (linha 9) todo vértice v
de S que satisfaz ns(v) < t(v). Se ns(v) > t(v) (linha 10), entdo v ndo precisa permanecer
como uma semente e, portanto, ndo copiamos v para S’. Nesse caso, como v deixa de ser
semente, decrementamos n(u) para todo u € N(v) através do lago da linha 11. O tempo
de execugdo total associado ao lago da linha 7 ¢ O(|V| + |E]). Ao final do algoritmo,
retornamos o conjunto semente perfeito reduzido S’. Dessa forma, o Algoritmo 4.6 pode
ser executado em tempo O(|E]).

Nas proximas etapas, a ideia principal consiste em, dado um conjunto semente S,
tomar S’ C S e simular a propagacao a partir de S'\ S’. Se S\ S’ for vidvel, entao todos
os vértices de S que pertencem a S’ nao precisam permanecer como sementes. De forma
semelhante, sdo dispensaveis quaisquer vértices de S que pertencem a S’ e que se tornem
disseminadores ao longo da propagacao a partir de S\ 5’.

Etapa 2 O Algoritmo 4.7 apresenta o procedimento da segunda etapa da busca local. Na
linha 1, ordenamos o vetor S obtido da primeira etapa para que as sementes consideradas
mais propicias para remocao sejam aquelas mais a esquerda em S. O objetivo desta etapa
é reduzir o conjunto semente, removendo vértices da primeira metade do vetor S.
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Algoritmo 4.7: Fase de busca local - Etapa 2.

Entrada: Instancia (G = (V, E), t); conjunto semente perfeito S
Saida : Conjunto semente perfeito reduzido
1 Ordena(s)
2 m < |S|/2; j < 0; PropagagdoCompleta(G,S[m...|S| —1])
3 se S[m...|S| — 1] € vidvel entao
| S+« S[m...|S|—1]; retorna S
senao

I

5
6 S’ « vetor vazio

7 para i =0 até m — 1 faga > Copia vértices nao disseminadores
8 se estado(S[i]) # disseminador entao

9 InsereNoFinal (S, S[i])

10 senao

11 | j«j+1

12 | S S"H#Sm...|S|—1]

13 S5

14 m< (m—73)/2,j40

15 enquanto m > 0 faga > Remove sementes da primeira metade de S
16 Propagag&oCompleta(G, S[m...|S| —1])

17 | se S[m...|S|—1] € vidvel entao

18 | S+« Sim...|S|—1]; retorna S

19 senao

20 S’ < vetor vazio

21 para ¢ =0 até m — 1 faga > Copia vértices nao disseminadores
22 se estado(S[i]) # disseminador entao

23 | InsereNoFinal(S’,S[i])

24 senao

25 | jj+1

26 S' <« S" 4 Sm...|S| —1]

27 S« 5

28 PropagagdoCompleta(G, S[0...m —1—j]# S2m —j...|S|—1D
29 se S[0...m—1—j]4# S2m —j...|S| —1] € vidvel entao

30 | S« S0..m—=1—j]4S(2m—j...|S|—1]

31 senao

32 S'+S[0...m—1—j]

33 parai=m — j até 2m — 1 — j faga > Copia vértices nao disseminadores
34 se estado(S[i]) # disseminador entao

35 L InsereNoFinal (57, S[i])

36 S' S #S2m—j...|S]—1]

37 S5

38 m <+ (m—7)/2

39 retorna S
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Os critérios de ordenacao variam de acordo com cada heuristica. Para as heuristicas
GR e WGR, ordenamos S de forma nao decrescente considerando, para cada v, o nimero
de vizinhos conhecedores de v que nao sao disseminadores e que possuem v como o inico
vizinho disseminador. A justificativa é que quanto maior esse nimero, mais vizinhos de v
dependem de v para tornarem-se conhecedores e, portanto, mais “essencial” v é. O calculo
desse ntimero para todos os vértices pode ser feito em tempo O(|V|+]|E|). Ja a ordenagao
¢ feita em tempo O(|V]) por meio do algoritmo Counting Sort.

Para a heuristica RG, nao aplicamos qualquer permutacao em S, uma vez que as
sementes mais a esquerda sao aquelas que foram inseridas de modo puramente aleatorio.
Por fim, para a heuristica SG, S é ordenado de forma nao decrescente considerando o
valor do beneficio b(v) que cada vértice v possuia no momento em que v foi escolhido
para ser adicionado ao conjunto semente. Esse valor é armazenado durante a fase de
construcao e claramente nao altera a complexidade dessa fase da heuristica SG, analisada
na Se¢ao 4.3.4. Nesse caso, a ordenagao é feita em tempo O(|V|) pelo algoritmo Counting
Sort.

Para o proximo passo, tomamos m = |S|/2 e simulamos o processo de propagacao a
partir de S[m...|S|—1] (linha 2). Se S[m...|S|—1] é viavel (linha 3), entdo removemos
de S todos os vértices pertencentes a S[0...m — 1] e a segunda etapa ¢ encerrada. Caso
contrario, removemos de S os j vértices pertencentes a S[0...m — 1] que tornaram-se
disseminadores ao longo da propagacao. O maior custo entre os passos das linhas 2 a 13
esta associado & propagacao realizada na linha 2 em tempo O(|V] + |E|). Em seguida,
fazemos m < (m — j7)/2 e continuamos como descrito a seguir.

Simulamos o processo de propagacao a partir de S[m...|S| — 1] (linha 16). Se
Sim...|S| — 1] é viavel (linha 17), entdo removemos de S os vértices pertencentes a
S[0...m — 1] e a segunda etapa ¢ encerrada. Caso contrario, removemos de S todos os
j vertices em S[0...,m — 1] que tornaram-se disseminadores ao longo da propagagao.
Depois, na linha 28, simulamos o processo de propagagao a partir de S[0...m — 1 — j] 4
S2m—j...|S|—1]. Se S[0...m —1—j] 4 S[2m —j...|S| — 1] é viavel (linha 29),
entdo removemos de S todos os vértices pertencentes a S[m — j...2m — 1 — j]. Caso
contrario, removemos de S todos os vértices em S[m — j...2m — 1 — j] que tornaram-se
disseminadores ao longo da propagagio. Logo apos, fazemos m < (m — j)/2 e repetimos
o procedimento descrito neste paragrafo até que m = 0.

O maior custo entre os passos do laco da linha 15 esta associado as propagagcoes
realizadas nas linhas 16 e 28, cada uma delas em tempo O(|V|+ |E|). Observe que temos
O(log |V|) iteragbes no lago da linha 15. Portanto, o Algoritmo 4.7 pode ser executado
em tempo O(|E|log|V]).

Etapa 3 Na terceira e ultima etapa da busca local, objetivamos particionar o conjunto
semente e, sequencialmente, remover vértices de cada uma dessas particoes.

Esse procedimento é descrito pelo Algoritmo 4.8 e ocorre da seguinte maneira. Sejam
S o conjunto semente resultante da segunda etapa e n = |S|. Desejamos particionar o
conjunto semente S em subconjuntos de tamanho ¢ < n. Dessa forma, tomamos o =
[15]/q] (linha 1) e, no lago linha 2, particionamos S em ¢ > 2 conjuntos Sy, Sa, ..., S,, de
modo que Sy contém os elementos de S[0...¢—1], Sy contém os elementos de S|q .. .2¢—1]
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e assim por diante, até S,, que contém os elementos de S[(c — 1)q...|S| — 1]. Note que
S, pode conter menos que ¢ elementos. Esse particionamento pode ser feito em tempo

O(V1).

Algoritmo 4.8: Fase de busca local - Etapa 3.

Entrada: Instancia (G = (V, E), t); conjunto semente perfeito S; parametro g
Saida : Conjunto semente perfeito reduzido

10« [|S]/q]

2 para i =1 até o faga > Particiona S em ¢ subconjuntos

3 se ¢ < o entao

4 | Si+ Sl(oc—1)q...0q—1]

5 senao

6 | Si<S[(e—1)q...|5|-1]

7 para i =1 até o faga > Remove sementes de cada subconjunto de S
S; < vetor vazio

9 para j = 1 até o faga >Toma S; = Sy 4 ... # S 1 4 Siuq H...H# S,

10 se j # i entao

11 L L S« S; 4 S

12 PropagagioCompleta (G, S;)

13 se S; ¢ vidvel entao

14 ‘ S; < vetor vazio

15 senao

16 S’ + vetor vazio

17 para j = 0 até |S;| — 1 faga > Copia vértices nao disseminadores

18 se estado(S;[j]) # disseminador entao

19 L L InsereNoFinal (S, S;[j])

20 S; 5

21 S ¢ vetor vazio
22 para ¢ =0 até o faga > Toma S =S; # S+ ...+ S,
23 L S+~ SH#S;

24 retorna S

Depois, no lago da linha 7, fazemos o que segue. Para cada i € {1,2,...,0}, obtemos
o conjunto semente S; = Sy H Sy 4 ... 4 Si_1 H Siz1 H# ... # So_1 # S, e simulamos a
propagacao a partir de S; (linha 12). Se S; for vidvel, entdo removemos todos os elementos
de S;. Caso contrario, todos os vértices em S; que tornaram-se disseminadores ao longo
da propagacao sao removidos desse vetor. Observe que o passo mais custoso dentro do
lago da linha 7 consiste no processo de propagacao realizado na linha 12 que toma tempo
O(|V| + |E|). Portanto, o lago pode ser completado em tempo O(o(|V] + |E|)).

Por fim, formamos o conjunto semente perfeito composto por S; #+ Sy # ... 4+ .S, em
tempo O(|V]) e o retornamos. A complexidade total do Algoritmo 4.8 ¢ O(a(|V|+ |E|)).

No proximo capitulo, apresentamos um conjunto de experimentos que contemplam o
uso das técnicas e algoritmos propostos nesta se¢ao.
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Capitulo 5

Experimentos Computacionais

Neste capitulo, descrevemos os procedimentos experimentais realizados nesse trabalho com
o principal objetivo de determinar a qualidade das heuristicas desenvolvidas para o PAP.
Na Segao 5.1 descrevemos a geragao de um conjunto de 840 instancias do PAP utilizadas
nos experimentos. Mais & frente, na Secao 5.2, introduzimos os testes estatisticos que
utilizamos para comparar a qualidade das soluc¢oes obtidas pelas heuristicas. Na Sec¢ao 5.3,
discorremos sobre o projeto dos experimentos e, finalmente, apresentamos e discutimos
os resultados obtidos na Segao 5.4.

5.1 Geracao de Instancias

Nesta se¢ao, descrevemos o conjunto de instancias do benchmark que geramos para testar
nossas heuristicas. A literatura sobre propagacao de informagcoes em redes sociais mostra
que redes sociais reais tendem a exibir duas caracteristicas principais [6]. A primeira é o
crescimento do nimero de membros da rede. A segunda é que quando um novo individuo
surge na rede, este tende a formar conexoes com os individuos jé existentes que possuem
um numero elevado de conexoes.

De acordo com [4], um dos principais algoritmos utilizados para gerar grafos que
representam redes sociais com esses atributos é o método Barabasi-Albert (BA) [6]. O BA
funciona da seguinte forma.

Suponha que desejamos produzir um grafo conexo G = (V, E) com n vértices. Para
algum k, 1 < k < n—1, inicializamos G com |V| = k e F = (). Em seguida, um novo vértice
é adicionado ao grafo e conectado a cada um dos primeiros k vértices. Iterativamente, para
um total de n —k—1 vezes, um novo vértice, digamos v, é adicionado e k vértices inseridos
anteriormente sao escolhidos para serem conectados a v. A probabilidade de se selecionar
um vértice u # v para ser um dos vizinhos de v & dada por P(u) = d(u)/ >_,cy 1,y d(w).
No final, G tera |V| = n vértices e |E| = (n — k)k = nk — k? arestas, considerando o valor
de k com o qual o processo foi iniciado.

Observe que, uma vez que n € estabelecido, o ntimero final de arestas depende uni-
camente da escolha de k. Denotamos por |E|yin € |F|max © nimero minimo e maximo
de arestas, respectivamente, que podem ser geradas por intermédio do método BA. Como
1 <k <n-1,o0 valor da fungao f(k) = nk — k* é minimo para k =n —1ou k = 1 e,
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portanto, |E|um = n—1, e ¢ maximo quando k = n/2 e, neste caso, |E|nax = |n?/4]. Des-
crevemos agora como uma modificacao simples permite que BA gere grafos de n vértices
com exatamente m arestas, para qualquer m inteiro no intervalo [|E|nin, | F|max]-

Para este fim, como queremos que o valor de |E| seja igual a m, escolhemos k = |z ],
onde z é a menor das raizes de 22 — nx +m = 0. Em seguida, procedemos com o
método BA padrao descrito anteriormente, obtendo um grafo com |V| = n vértices e

1 No entanto, se

|E| = nk — k* arestas. Se |E| = m, conforme desejado, terminamos
|E| < m, adicionamos m — |E| novas arestas como segue.

Primeiramente, escolhemos um vértice v ja existente no grafo de maneira aleatoria e
com probabilidade uniforme para ser um dos extremos de uma nova aresta. A seguir,
escolhemos o outro extremo u # v, com u ¢ N(v), aleatoriamente de acordo com a pro-
babilidade P(u), e adicionamos a aresta {u,v}. O procedimento descrito neste paragrafo
é repetido até que se obtenha |F| = m.

Ressaltamos que essa modificacao do BA permite controle total sobre o nimero final
de arestas, preservando a propriedade de ligagao preferencial de vértices do grafo. Além
disso, note que, no segundo caso, o niimero arestas extras adicionadas é menor ou igual ao
valor da expressio 22 —nz — (|z|> —n|z]) = (z+ |z])(x — |z]) +n(|z] — ). Se fizermos
a =2z — |z, entdo a expressdo é igual a (v + |2|)a —na = (v + [z] —n)a. Como a < 1,
o nimero de arestas adicionais é menor ou igual a (x + |z| —n) < 2k + 1 — n. Portanto,
a modificagao causa pouco impacto na quantidade final de arestas.

Neste trabalho, utilizamos o BA modificado para produzir novas instancias do PAP.
Dessa forma, para cada n € {10, 15,20,...,95} U {100,200,...,1000} geramos 30 grafos
com n vértices e com numero de arestas variando de |E|yin a |E|max. Para cada n fixo,
definimos r = (| E|max— | E|min) /29 € para cadam € {|E|mn+[ro] | o € {0,1,2,3...,29}}
criamos um grafo com n vértices e m arestas. Para acomodar o caso n = 10, definimos r =
(| E)max—|E|min) /9 € para cadam € {|E|mn+[ro] | 0 € {0,1,2,3,...,9}} criamos 3 grafos
distintos com 10 vértices e m arestas. Ao final, obtém-se 840 grafos com caracteristicas
de redes sociais de acordo com os critérios definidos em [6].

Conforme vimos na Secao 3.1, além de um grafo, uma funcao limiar precisa ser estabe-
lecida para compor uma instancia do PAP. Para cada grafo G gerado, escolhemos construir
uma instancia (G, t) tomando t(v) = [0.5-d(v)], onde ¢ é chamada funcao limiar de maio-
ria (ou magority threshold function) [21|. Denotamos por Z o conjunto que contém as 840
instancias produzidas e por Z,, C Z o subconjunto das instancias compostas por grafos
com n vértices.

Em [47], disponibilizamos a nossa implementac¢ao do BA modificado na linguagem de
programagao Python, versao 3. O nosso codigo utiliza como subrotina uma implementagao
do BA original proveniente da biblioteca NetworkX [43|, também na linguagem Python.
Além disso, em [47] podem ser encontradas as 840 instancias do PAP produzidas, assim
como as melhores solugoes primais conhecidas para essas.

A Tabela 5.1 apresenta informagoes acerca dos grafos das instancias de cada conjunto
Z,. Para cada valor de n, hd uma linha da tabela contendo o valor da cardinalidade
do conjunto de vértices, assim como os valores de |El|min, |F|max; Dmin € Dmax, onde
estes dois ultimos representam, respectivamente, a menor e a maior densidade dentre os

HEste caso ocorre se x ¢ inteiro.



64

grafos das instancias de Z,. A densidade de um grafo nao direcionado é calculada por
21E[/(IVP = V).

Tabela 5.1: Descrigao dos subconjuntos do benchmark Z.

‘V‘ |E’min ‘E|max Dmin Dmax
T1o 10 9 25 0.20000 0.55556
115 15 14 56 0.13333 0.53333
Ly 20 19 100  0.10000 0.52632
Los 25 24 156 0.08000 0.52000
ZLso 30 29 225 0.06667 0.51724
Lss 35 34 306 0.05714 0.51429
Lo 40 39 400 0.05000 0.51282
Lys 45 44 506 0.04444 0.51111
ZLso 50 49 625 0.04000 0.51020
Lss 55 54 756 0.03636 0.50909
ZLso 60 99 900 0.03333 0.50847
ZLss 65 64 1056 0.03077 0.50769
Zro 70 69 1225 0.02857 0.50725
I 75 74 1406 0.02667 0.50667
g 80 79 1600 0.02500 0.50633
Lss 85 84 1806  0.02353 0.50588
oo 90 89 2025 0.02222 0.50562
ZLos 95 94 2256 0.02105 0.50526
AT 100 99 2500 0.02000 0.50505
Looo | 200 199 10000 0.01000 0.50251
Zsoo | 300 299 22500 0.00667 0.50167
Lyoo | 400 399 40000 0.00500 0.50125
Zso0 | 500 499 62500 0.00400 0.50100
Zsoo | 600 599 90000 0.00333 0.50083
Zroo | 700 699 122500 0.00286 0.50072
Zsgoo | 800 799 160000 0.00250 0.50063
Zooo | 900 899 202500 0.00222 0.50056

Z1000 | 1000 999 250000 0.00200 0.50050

5.2 Testes Estatisticos

Nesta secao, descrevemos trés testes estatisticos que utilizamos para comparar a quali-
dade das solugoes produzidas pelas nossas heuristicas para instancias do PAP. Trata-se de
testes nao parameétricos, os quais sao aplicados quando a distribuicao dos dados a serem
analisados é desconhecida. A seguir, apresentamos resumidamente os testes de acordo
com a descrigao feita em [25].

Primeiramente, suponha que tenhamos K algoritmos que resolvem um determinado
problema de otimizagao e N instancias desse problema. Para os trés testes, temos como
hipotese nula a proposi¢ao de que nao existe diferenca estatisticamente significativa (DES)
entre os valores das solugoes obtidas pelos K algoritmos para as N instancias. Cada um
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dos testes é baseado no conceito de rank, cuja definicao é exibida a seguir.

Suponha que ordenamos uma lista dos K algoritmos de acordo com os valores das
solugoes obtidas para a i-ésima instancia, de maneira que dada a posigao pos(j) do j-
ésimo algoritmo apos a ordenagao, com 1 < pos(j) < K, um algoritmo estd em uma
posi¢do menor que pos(j) se, e somente se, obteve uma solu¢ao com valor melhor ou igual
ao valor obtido pelo j-ésimo algoritmo. Seja I'; o conjunto dos algoritmos que produziram
solugoes com o mesmo valor que a solugao produzida pelo j-ésimo algoritmo.

O céalculo do rank do j-ésimo algoritmo para a i-ésima instancia, denotado por Tf , €
dado pela expressao (5.1):

vl |F|Zpos V(i,j) € {1,...,N} x {1,... K} (5.1)
Lely
Para exemplificar, sejam A, B,C' e D quatro algoritmos para um problema de mi-
nimizacao. Suponha que 10,20,20 e 30 foram os valores das solu¢oes produzidas por
esses algoritmos, respectivamente, para uma instancia do problema. Entao, os ranks dos
algoritmos para essa instancia sao 1,2.5,2.5 e 4, respectivamente.
A partir do computo dos ranks obtidos por um mesmo algoritmo para todas as N
instancias, define-se o rank médio do j-ésimo algoritmo, denotado por R;, por meio da
expressao (5.2):

vjell,... K} (5.2)

2|~
i
sﬁb

Teste de Iman-Davenport Nesse ponto, explicitamos o primeiro teste estatistico, cha-

mado de Teste de Iman-Davenport [33], cujo resultado ¢ calculado usando-se as expressoes
(5.3) e (5.4):

, 12N , K+1)
XF = Kk+1) Z R — (5.3)
_ (N - 1)XF
e NE-D -G 54)

A estatistica Fr segue a distribuigao F' (de Fisher-Snedecor) com graus de liberdade
iguaisa K—1e (K—1)(IN—1). Assim, usando os graus de liberdade mencionados e o nivel
de confianga desejado, obtém-se o valor critico que segue a distribuigao F. Segundo [25],
a tabela de valores criticos para a distribuicao F' pode ser encontrada na maioria dos
livros de estatistica. Se Fr for maior que o valor critico, entao rejeita-se a hipotese nula.

Teste de Nemenyi O segundo teste estatistico é o Teste de Nemenyi [42]. Nesse
teste, dizemos que os valores das soluc¢oes obtidas por dois algoritmos apresentam DES,
se os seus respectivos ranks médios diferem por pelo menos o valor da diferenca critica,
denotada por DC e calculada pela expressao (5.5). O valor de ¢, estéd em funcao do nivel
de confianca « e pode ser encontrado na Tabela 5(a) do artigo [25].
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K(K+1)
6N
O resultado do teste de Nemenyi é representado graficamente, como podemos ver

DC = ¢, (5.5)

no exemplo ilustrado pela Figura 5.1. Os valores de rank médio estao representados
no eixo horizontal, em ordem crescente da esquerda para a direita. Cada algoritmo ¢é
representado por uma linha vertical com seu respectivo nome e valor de rank médio logo
abaixo. Uma linha horizontal de comprimento igual ao valor da DC é posicionada acima
do eixo horizontal principal. Os algoritmos cujos ranks médio diferem menos do que a
DC sao conectados por segmento horizontal em negrito, de comprimento inferior ao valor
da DC.

A C
(1.35) (2.57)
B D
(2.43) (3.65)

Figura 5.1: Exemplo de resultado do Teste de Nemenyi.

No nosso exemplo, o teste determinou que os valores das solugoes produzidas pelos
algoritmos B e C nao apresentam DES. Para todos os outros pares de algoritmos as
solucoes apresentam DES.

Teste de Wilcoxon Por fim, descrevemos o terceiro teste, denominado Teste de Wilco-
xon [55], que é aplicavel quando queremos verificar se ha DES entre os valores das solugoes
obtidas por um tnico par de algoritmos. O Teste de Wilcoxon é um melhor discriminador
do que os testes anteriores quando utilizados para K = 2.

Suponha, sem perda de generalidade, que temos dois algoritmos para um problema de
minimizagao. Denote por d;, com ¢ € {1,..., N} a diferenca entre os valores das solugoes
obtidas pelos dois algoritmos para a i-ésima instancia. Considere que as diferencas sao
rankeadas de acordo com os seus valores absolutos e denote por ry4, o rank da i-ésima
diferenca.

Dessa maneira, a expressao y d,<0 "d; consiste na soma dos ranks das diferencas nega-
tivas, ou seja, das diferengas em que o primeiro algoritmo produziu uma solugao melhor
que o segundo. Analogamente, a expressao » 4,50 T'd; consiste na soma dos ranks das
diferengas positivas, ou seja, das diferencas em que o segundo algoritmo produziu uma so-
lugdo melhor que o primeiro. Por fim, na expressao » d4,—0 T'd;» temos a soma dos ranks das
diferencas em que houve empate no valor das solugoes produzidas pelos dois algoritmos.
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A partir das expressoes supracitadas, definem-se os valores de R~ e Rt segundo as
expressoes (5.6) e (5.7):

R = Zrdi + %d.z_ordi (5.6)

d; <0
1
R+:ZTdi+§Z7“di (57)
d;>0 d;=0

Seja T = min{R~, R*}. De acordo com |[25|, para N < 25, o valor critico para o
teste de Wilcoxon pode ser consultado na maioria dos livros de estatistica. Nesse caso, a
hipotese nula é rejeitada se T° é menor ou igual ao valor critico.

Por outro lado, se N > 25, calcula-se a estatistica z de acordo com a expressao (5.8):

1
L T—;N(N+1) (5.8)
\/iN(N F1)2N +1)

Nesse segundo caso, rejeita-se a hipdtese nula, se z < —1.96, considerando um nivel
de confianca de 95%.

5.3 Projeto dos Experimentos

Nesta se¢ao, delineamos os experimentos conduzidos neste trabalho, cujos dois principais
objetivos sao:

(i) Determinar a melhor heuristica dentre GR, WGR, RG e SG quanto & qualidade das
solucoes produzidas e quanto & velocidade e robustez em obter boas solugoes.

(ii) Comparar a heuristica CGR [21] e a melhor das nossas heuristicas quanto a qualidade
das solugoes produzidas.

Para atingir o objetivo (i), utilizamos somente as insténcias do benchmark Z. Para o
objetivo (ii), utilizamos um conjunto adicional de instancias que seré apresentado mais &
frente nesta secao.

O primeiro passo para (i) consiste em calibrar os parametros ajustaveis das heuristicas.
Para esse fim, utilizamos o pacote irace [39], versao 3.4.1, o qual implementa um proce-
dimento de competicao iterada, que é uma extensao do Iterated F-Race [8], um algoritmo
de competicao para a tarefa de configuracao automética de parametros de algoritmos de
otimizagao.

O irace recebe como entrada um conjunto de insténcias de treino, um arquivo que
descreve a configuragao do experimento (tempo méximo de execugao, caminho até o
arquivo executéavel do algoritmo, etc.), e um arquivo que descreve quais parametros do
algoritmo devem ser configurados e seus respectivos dominios. A saida do irace consiste
em uma lista ordenada (possivelmente com um tunico item) das melhores configuragoes
encontradas pela ferramenta para os parametros desejados.

Por exemplo, suponha que o nosso algoritmo possui dois parametros configuraveis « e
[, ntumeros reais, tais que a € [0,1] e 8 € [0,0.5]. Uma possivel saida do irace consiste
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em uma lista de pares [(a = 0.3, 5 = 0.1), (a = 0.25, 8 = 0.2)] em que a configuragao (o =
0.3,8 = 0.1) foi aquela a partir da qual o algoritmo produziu as melhores solugoes e
(v = 0.25, 5 = 0.2) foi a segunda melhor configuragao nesse quesito.

Uma vez que os parametros para as nossas quatro heuristicas tenham sido ajusta-
dos, executamos cada heuristica uma vez em cada uma das instancias do benchmark Z.
Em seguida, fazemos uso de um resolvedor comercial de PLI, o CPLEX [32], versao 12.10,
para obter solugoes 6timas para instancias de Z, utilizando as formulagoes PLI-RODADAS
e PLI-ARCOS. Para cada instancia I de Z, fornecemos ao resolvedor como solucao primal
inicial a melhor solucao obtida para I dentre as solugoes produzidas pelas quatro heuris-
ticas para essa instancia. Denotamos por Zsim, 0 conjunto das instancias de Z para as
quais o valor 6timo foi obtido pelo CPLEX, com pelo menos um dos modelos desenvolvidos.

Na sequéncia, verificamos para quantas instancias de Zgtimo cada uma das heuristicas
conseguiu também encontrar solugoes 6timas e, nos casos em que nao conseguiu, 0 quao
distantes os valores das solucoes ficaram dos valores 6timos. Embora seja verdade que,
em geral, heuristicas nao visem a obtencao de solugdes comprovadamente 6timas, esse
resultado fornece uma avaliacao qualitativa das solugoes produzidas pelos algoritmos (em
relagdo ao valor 6timo) que permite uma comparagao direta entre as nossas heuristicas.

Depois, seguimos com a aplicacao dos testes estatisticos apresentados na Secao 5.2, de
acordo com a metodologia discutida em [25], a fim de determinar a heuristica que produziu
as melhores solugoes, considerando todas as instancias de Z. Nessa etapa, utilizamos o
pacote scmamp [11], que é implementado na linguagem R e possui fungoes que realizam o
computo dos testes relatados.

Primeiro, aplicamos o Teste de Iman-Davenport para verificar se existe diferenca es-
tatisticamente significativa (DES) entre os valores das solugoes produzidas pelos quatro
algoritmos. Se nao existe DES, entao, na préatica, nao existe razao para se escolher uma
heuristica especifica dentre as quatro, quando o critério de escolha for a qualidade das so-
lugoes produzidas para as instancias em Z. Por ouro lado, se ha DES, entao prosseguimos
para o Teste de Nimenyi.

Ao aplicar o Teste de Nimenyi, o resultado fornecido nos permite determinar o sub-
conjunto das heuristicas que produziu as melhores solugoes. Se esse subconjunto nao for
unitario, entao as heuristicas pertencentes a ele produziram solugoes para as quais nao ha
DES entre os valores das solugoes, segundo esse teste. Nesse caso, aplicamos o Teste de
Wilcoxon para cada par de heuristicas desse subconjunto com o objetivo de corroborar o
resultado do Teste de Nimenyi ou detectar que ha DES entre algum dos pares.

Apos essa sequéncia de testes estatisticos, determinamos quais das nossas heuristicas
produziram as melhores solugoes para o conjunto Z. Para essas heuristicas, nos prossegui-
mos com uma analise de velocidade e robustez por meio de uma técnica chamada multiple
time-to-target plot (mttt-plot) [3, 50].

Nessa etapa, o primeiro passo é definir o conjunto de instancias a ser utilizado. No
nosso caso, escolhemos um subconjunto do benchmark Z. O segundo passo é determinar
para cada instancia um wvalor alvo que representa um valor de solucao desejavel de ser ob-
tido pelas heuristica. Em geral, o valor alvo é estabelecido como um fator do melhor valor
de solucao conhecido para a instancia. O terceiro passo consiste em executar cada heu-
ristica miltiplas vezes com cada uma das instancias de Z. Uma execucgao é interrompida
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somente quando o algoritmo produzir uma solugao tao boa quanto o alvo estabelecido ou
quando o limite de tempo de execucao for atingido.

Ao final, a partir dos tempos de execucao registrados, obtemos graficos que indicam
a probabilidade, em relacao ao somatoério dos tempos de execugao, de cada heuristica
ter encontrado solugoes, para todas as instancias, pelo menos tao boas quanto os alvos
estabelecidos. A Figura 5.2 ilustra um exemplo de dois gréaficos obtidos via mttt-plot.
Desses graficos, podemos ler que a probabilidade do algoritmo GRASP+PRF atingir todos
os alvos em até 100 segundos de execucdo (ao todo) é de aproximadamente 17%. Ja
a probabilidade do algoritmo GRASP+PRB atingir todos os alvos em até 100 segundos de
execugao (ao todo) é de aproximadamente 72%.
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Figura 5.2: Exemplo de grafico obtido via mttt-plot (extraido de [50]).

Dentre as heuristicas para as quais a técnica de mttt-plot foi aplicada, escolhemos,
como a melhor das heuristicas, aquela que se mostrou mais robusta, de acordo com os
resultados do mttt-plot.

Finalmente, visando o objetivo (ii) descrito no inicio desta segao, conduzimos um ul-
timo experimento a fim de comparar a melhor das nossas heuristicas com a heuristica CGR.
Para essa etapa, executamos a nossa melhor heuristica em um conjunto de 17 instancias
que foram utilizadas em [21] para teste da heuristica CGR. A este conjunto nos referiremos
como benchmark C. Para cada instancia I de C, o grafo contido em I representa uma rede
social real e a fungao limiar empregada é a func¢ao limiar de maioria (veja Se¢ao 5.1). A
Tabela 5.2 apresenta informagoes acerca dos grafos das instancias de C'. A qualidade das
solugoes produzidas por ambas as heuristicas sao comparadas diretamente e apresentadas
na proxima segao.

As implementagoes das heuristicas e das formulagoes de PLI para o CPLEX foram reali-
zadas na linguagem de programagao C++ e estao disponiveis em [46]. Todas as execugoes
foram realizadas no mesmo ambiente computacional equipado com um processador Intel®
Xeon® E5-2630 v4, 64 GB de memoria RAM e sistema operacional Ubuntu 18.04.2 LTS.

Por fim, estabelecemos a sequéncia de passos que foi realizada para cada execucao feita
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Tabela 5.2: Descricao do benchmark C.

Instancia V| |E|
Amazon0302 [38] 262111 899792
BlogCatalog3 [59] | 10312 333983
BuzzNet [59] 101163 2763066
CA-AstroPh [38] | 18771 198050
CA-CondMat [38] | 23133 93439
CA-GrQc [38] 5241 14484
CA-HepPh [38] 12006 118489
CA-HepTh [38] 0875 25073
Cit-HepTh [38] 27769 352285
Delicious [38] 536408 1366136
Douban [59] 154908 327162
Facebook [38] 4039 88234
Jazz [44) 198 2742
Karate [44] 34 78
Last.fm [59] 1191812 4519340
Power Grid [44] 4941 6594
YouTube2 [59] 1138499 2990443

nos experimentos. Por simplifica¢ao, vamos considerar que dada uma instancia (G,t) do
PAP, G’ é o grafo GG com limiares associados aos vértices dados pela fungao ¢.

No caso das heuristicas, o primeiro passo consiste em pré-processar G’ com as técnicas
apresentadas na Segao 4.1. Isto resulta em um grafo ). Adicionalmente, geramos uma
fungao injetora f, que mapeia os vértices de G}, nos vértices de G'. Em seguida, aplicamos
alguma das heuristicas propostas para obter uma solugao S[G7| para G Subsequente-
mente, usamos a fungao f, supracitada para obter uma solu¢ao S[G’] para G'. Isso encerra
0 passo a passo da execuc¢ao das heuristicas.

Ja no caso do CPLEX, o passo a passo difere do que foi descrito para as heuristicas em
apenas um aspecto. Quando usamos o CPLEX para solucionar G;, também fornecemos
ao resolvedor a melhor solugdo S[G}] conhecida. Assim, produzimos uma solugao S'[G ]
pelo CPLEX, na qual aplicamos a funcao de mapeamento de vértices f, para obtermos
uma solucao S’[G’] para G'. Note que S’[G’] é 6tima se o CPLEX alcangou a otimalidade,
caso contrario, temos uma solugao (viavel) incumbente. A Figura 5.3 sumariza os passos

apresentados.
PRE(G') GRASP(G),) fo(S[G}))
ey | s
PRE(G' CPLEX(G, S|G! (S [G!
D g [TEEEE i) T e

Figura 5.3: Passo a passo de cada execugao do GRASP e do CPLEX.



71

5.4 Resultados

Nesta secao, apresentamos e discutimos os resultados obtidos a partir dos experimentos
realizados de acordo com o projeto descrito na Secao 5.3.

Como mencionado na secao anterior, para cada heuristica existem parametros de en-
trada nas fases de construcao e de busca local que podem ser calibrados visando um
melhor desempenho. Para algumas heuristicas, a calibragem pode ser feita como uma
escolha direta dentro de um intervalo de possiveis valores. Para GR, por exemplo, sim-
plesmente tomamos a € (0, 1). Por outro lado, em alguns casos, é mais adequado definir
o valor do parametro como um fator de algum outro argumento fornecido na entrada.
Para SG, por exemplo, podemos tomar ¢ como uma fragao de |V|. No segundo caso, a
calibragem é feita no fator, ao qual nos referimos como parametro auxiliar.

Primeiramente, denote por pfe € (0,1) o parametro auxiliar da fase de construgao. Se
V' é o conjunto de vértices do grafo dado na entrada dessa fase, entao, para GR e WGR,
fazemos o = pfe. Ja para RG e SG, tomamos p = pfc-|V| e £ = pfc- |V], respectivamente.
Além disso, denote por pfbl € (0,0.5) o parametro auxiliar da terceira etapa da busca
local de cada uma das heuristicas. Se S é o conjunto semente dado na entrada dessa
etapa, fazemos ¢ = pfbl- |S|.

Utilizamos o irace [39] para calibrar os parametros pfc e pfbl. Para cada heuristica,
fizemos o que segue. Executamos o irace com o conjunto de instancias de treinamento
Zy000 (instancias de Z com 1000 vértices). Observe que, ao longo de sua execugdo, o irace
invoca a heuristica intimeras vezes, utilizando o conjunto de treinamento. Portanto, um
possivel critério de parada para esse programa consiste em limitar a soma dos tempos
das execugoes da heuristica, considerando todas as vezes em que essa foi invocada. Dessa
forma, configuramos o irace para que sua execucao fosse finalizada quando a soma total
dos tempos das execucoes da heuristica ultrapassasse 24 horas. Em cada invocacao,
fixamos como critério de parada da heuristica o total de 1000 iteracoes'? de GRASP. Além
disso, a precisao dos parametros foi fixada em duas casas decimais.

A Tabela 5.3 apresenta as melhores configuragoes de valores para os parametros auxi-
liares de cada heuristica, de acordo com o irace.

Tabela 5.3: Valores calibrados para os parametros auxiliares das heuristicas.

GR WGR RG  SG
pfc | 0.21 0.35 0.02 0.97
pfol | 0.47 0.36 0.02 0.44

Fazendo uso dos parametros calibrados, testamos as quatro heuristicas com todas as
instancias de Z. Cada heuristica foi executada uma tnica vez com cada instancia. O
tempo limite de cada execucgao foi fixado em 5 minutos, independentemente do tamanho
da instancia'®. A seguir, descrevemos as execucoes feitas com os modelos de PLI.

Denote por PLI-RODADAS-1 e PLI-RODADAS-2 os modelos de PLI que consistem no mo-
delo PLI-RODADAS com a adi¢ao das desigualdades (4.7), porém, para PLI-RODADAS-2, com

12Em experimentos preliminares, constatamos que, em geral, a solucao retornada pelos algoritmos foi
gerada até a milésima iteragao.
13Essa configuracao mostrou-se suficiente para que cada execucdo tivesse ao menos 1000 iteracoes.
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adigao de (4.7) apenas para 7 fixado no valor 1. Inicialmente, verificamos que para algumas
instancias de Z, o modelo PLI-RODADAS-2 fez com que o CPLEX alcancgasse o valor 6timo
mais rapidamente do que com o modelo PLI-RODADAS-1. Uma possivel explicacao para
esse fenomeno é que como o modelo PLI-RODADAS-2 é mais compacto que PLI-RODADAS-1,
de maneira geral mais passos do CPLEX sao realizados com PLI-RODADAS-2 do que com
PLI-RODADAS-1 em um mesmo intervalo de tempo. Além disso, PLI-RODADAS-2 ainda se
beneficia de parte da eficacia das restrigoes (4.7).

Preliminarmente, averiguamos que para instancias com mais de 100 vértices gera-
das de acordo com o procedimento descrito na Se¢ao 5.1, os modelos PLI-RODADAS-1 e
PLI-RODADAS-2 nao foram capazes de produzir solugoes 6timas ou, durante a execugao do
CPLEX, ocorria overflow de memoria devido ao tamanho do modelo carregado. O mesmo
caso se aplica ao modelo PLI-ARCOS para instancias com mais de 40 vértices.

Isto posto, para cada um dos modelos PLI-RODADAS-1, PLI-RODADAS-2 e PLI-ARCOS,
executamos o CPLEX uma tUnica vez com cada uma das instancias do subconjunto de Z
composto por instancias com grafos de até 100 vértices. Para cada execugao, estabele-
cemos o limite de tempo de execugao em 1 hora. Ademais, fornecemos ao CPLEX como
solugao primal inicial a melhor solug¢ao conhecida para a instancia dentre aquelas produ-
zidas pelas quatro heuristicas. Além disso, configuramos o CPLEX para que este utilizasse
as suas heuristicas nativas e rotinas de obtengao de planos de corte (veja Segao 2.3).

As Figuras 5.4, 5.5 e 5.6 indicam as instancias para as quais uma solu¢ao 6tima foi
obtida pelos modelos PLI-RODADAS-1, PLI-RODADAS-2 e PLI-ARCOS, respectivamente, de
acordo com as densidades dos grafos que compoem tais instancias.
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Figura 5.4: Otimalidades atingidas pelo modelo PLI-RODADAS-1 para as instancias de Z.



73

Solugéo 6tima ndo alcangada

Solugéo 6tima alcangada

000000000000000000000000000000 |

000000000000000000000000000000
000000000000000000000000000000
000000000000000000000000000000
000000000000000000000000000000
000000000000000000000000000000
000000000000000000000000000000
000000000000000000000000000000
000000000000000000000000000000
000000000000000000000000000000
000000000000000000000000000000
000000000000000000000000000000
000000000000000000000000000000
000000000000000000000000000000
00 0000000000000 000000000000000
0000000000 0000000080000000000
(2 2 L 2 X 3 X X 2 L 2 T %/
0000 0000 -0 -0

0.60

0.55
0.50
0.451
0.40
2035
0.30
A 0.251
0.20
0.15
0.101
0.05

]
g
%]
=1

0.00 -

10 15 20 25 30 35 40 45 50 55 60 65 70 75 80 85 90 95 100
VI

Figura 5.5: Otimalidades atingidas pelo modelo PLI-RODADAS-2 para as instancias de Z.
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Figura 5.6: Otimalidades atingidas pelo modelo PLI-ARCOS para as instancias de Z.

Considerando o nosso benchmark Z de 840 instancias, os modelos PLI-RODADAS-1 e
PLI-RODADAS-2 produziram solugoes 6timas para 250 e 268 instancias, respectivamente.

Como todas as instancias para as quais o valor

6timo foi alcangado pelo modelo PLI-ARCOS também tiveram o valor 6timo alcangado pelos

A unido dessas totaliza 281 instancias.



74

modelos PLI-RODADAS-1 e PLI-RODADAS-2, ao todo, obtivemos os valores 6timos para 281
instancias. A Figura 5.7 apresenta a uniao das otimalidades das Figuras 5.4, 5.5, e 5.6.
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Figura 5.7: Otimalidades atingidas para as instancias de Z.

Pela Figura 5.7, se percebe que os modelos propostos tenderam a apresentar maior
dificuldade de obtencao de otimalidade para instancias que contém grafos com densidades
intermediarias.

As Figuras 5.8 a 5.26 apresentam os valores das solugoes obtidas pelas heuristicas
para as instancias de Zjy até Zyq9, além dos melhores limitantes primais (MP) e duais
(MD) conhecidos para tais instancias. Note que onde ocorre a sobreposi¢ao de pontos
que indicam o melhor primal e melhor dual, trata-se do valor 6timo. Além disso, em
cada uma das Figuras 5.8, 5.9 e 5.11, quando se vé um tnico gréafico é porque trata-se da
sobreposicao de todos os seis graficos. Nesses casos, todas as instancias foram solucionadas
na otimalidade e todas as heuristicas produziram solugoes 6timas para elas.
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Figura 5.8: Valores das solugoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Z,.
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Figura 5.9: Valores das solucoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zs.
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Figura 5.10: Valores das solugoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zy.
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Figura 5.11: Valores das solugoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zos.
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Figura 5.12: Valores das solugoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zs.
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Figura 5.13: Valores das solu¢oes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zgs.
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Figura 5.14: Valores das solugoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zyg.
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Figura 5.15: Valores das solugoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zys.
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Figura 5.16: Valores das solugoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zsg.
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Figura 5.17: Valores das solugoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zss.
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Figura 5.18: Valores das solugoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zg.

Valor de solugdo
N W R O N O ©

64 99 133 167 201 236 270 304 338 372 407 441 475 509 543 578 612 646 680 714 749 783 817 851 885 920 954 988 1022 1056

Figura 5.19: Valores das solugoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zgs.

Valor de solugdo
=N W A ot N 00 ©

69 109 149 189 229 269 309 349 388 428 468 508 548 588 628 667 707 747 787 827 867 907 946 986 1026 1066 1106 1146 1186 1225
E

Figura 5.20: Valores das solugoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zr.
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74 120 166 212 258 304 350 396 442 488 534 580 626 672 718 763 809 855 901 947 993 1039 1085 1131 1177 1223 1269 1315 1361 1406

Figura 5.21: Valores das solugoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zzs.
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Figura 5.22: Valores das solugoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zg.

Valor de solugdo

=N W R Gt N 0 ©

84 144 203 263 322 381 441 500 560 619 678 738 797 856 916 975 1035 1094 1153 1213 1272 1331 1391 1450 1510 1569 1628 1688 1747 1806

Figura 5.23: Valores das solugoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zgs.
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Figura 5.24: Valores das solugoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zy.
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Figura 5.25: Valores das solugoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zgs.
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Figura 5.26: Valores das solugoes produzidas pelas heuristicas e melhores limitantes co-
nhecidos para as instancias de Zq.

Denote por Zsiimo 0 conjunto das 281 instancias de Z para as quais o valor 6timo nos
¢é conhecido. Por meio das Figuras 5.8 a 5.26, verificamos que GR, WGR, RG e SG obtiveram
solugoes 6timas para 277, 258, 280 e 281 instancias de Zsyimo, respectivamente. Isso implica
que todas as heuristicas obtiveram solugoes 6timas para pelo menos 91.81% das instancias
para as quais conhecemos o valor 6timo, o que evidencia uma alta taxa de sucesso das
heuristicas nesse quesito.

Considerando os casos em que as heuristicas nao produziram solu¢oes 6timas para as
instancias de Zsiimo, @ Tabela 5.4 apresenta, para cada heuristica', a média, mediana
e o desvio padrao das razoes entre os valores das solugoes nao 6timas produzidas e os
respectivos valores 6timos.

Tabela 5.4: Média, mediana e desvio padrao das razoes entre os valores das solugoes nao
otimas e os respectivos valores 6timos.

GR WGR RG

Média 1.3750 1.4022 1.3333
Mediana 1.3333 1.3333 1.3333
Desvio Padrao | 0.0833 0.0894 0

Embora tenhamos, de acordo com Tabela 5.4, que as heuristicas produziram, em geral,
solugoes vidveis entre 33% e 41% acima do valor 6timo, a partir das Figuras 5.8 a 5.26,
constatamos que todas as solugoes nao 6timas diferem por exatamente uma unidade do

14Com excecao da heuristica SG, pois essa atingiu o valor 6timo para todas as instancias de Zs(imo-
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valor 6timo. Portanto, mesmo quando as heuristicas nao produziram solugoes 6timas,
elas atingiram valores muito proximos ao valor 6timo, nos casos em que este é conhecido.

Outro resultado relevante que destacamos é que para todas as instancias de Z testadas
com os modelos de PLI, ao menos uma heuristica produziu alguma solucao com valor
igual ao melhor limitante primal (veja Figuras 5.8 a 5.26). Na ampla maioria dos casos,
ao menos duas heuristicas alcancaram tal feito. Isso implica que os modelos de PLI foram
incapazes de melhorar os limitantes primais fornecidos pelas heuristicas, apesar de as
heuristicas nativas do CPLEX terem sido ativadas em todas as execugoes. Isso nos da ainda
outra evidéncia da alta qualidade das solucoes primais obtidas pelas nossas heuristicas.

A fim de confirmar que as solugoes vidveis iniciais que fornecemos ao CPLEX nao en-
viesaram negativamente a busca por limitantes primais, conduzimos execucgoes adicionais
do CPLEX sem o fornecimento dessas solugoes. Os limitantes primais obtidos nesse caso
nunca foram melhores do que aqueles apresentados nesta secao. Além disso, na maioria
dos casos, o CPLEX s6 alcancou um limitante primal tao bom quanto aqueles produzidos
pelas heuristicas ap6s um intervalo de tempo de execucao consideravel. Portanto, sem
o fornecimento das solugoes viaveis iniciais, o CPLEX apresentou alguma dificuldade para
encontrar bons limitantes primais.

Adiante, nota-se pelas Figuras 5.8 a 5.26 que para instancias de Z compostas por
grafos com mesma quantidade de vértices, aquelas em que o valor 6timo nao foi obtido tém
limitantes primais, em geral, maiores do que os das solugoes cujo valor 6timo foi alcangado.
Ademais, a medida que |V| cresce, crescem também os valores dos limitantes primais,
principalmente nos casos em que a densidade é baixa ou intermediéria, ao contrario do que
acontece com os duais. Esses resultados sugerem que a maior dificuldade de obtencao do
valor 6timo reside na busca por melhores limitantes duais, ao invés de limitantes primais.
Isto indica que, nao obstante termos maiores gaps de otimalidade para maiores valores de
|V|, os limitantes primais produzidos pelas heuristicas tendem a ser bons mesmo nesses
casos.

A seguir, analisamos o desempenho das fases das heuristicas para as instancias de
Tstimo- Para cada heuristica, a Tabela 5.5 ilustra a quantidade de instancias para as
quais: alguma solucao 6tima foi gerada pela fase de construgao em ao menos uma itera-
¢ao; nenhuma solugao 6tima foi produzida na fase de construcao em todas as iteracoes;
nenhuma solucao 6tima foi formada na fase de construcao, mas em ao menos uma iteracao
a busca local encontrou solugao 6tima.

Tabela 5.5: Desempenho das fases das heuristicas para as instancias de Zggimo-

| GR WGR RG SG

# Solugoes 6timas obtidas na fase de construgao | 264 233 273 281

# Solucoes 6timas nao obtidas na fase de construgao | 17 48 8 0

# Solucoes 6timas obtidas exclusivamente por busca local | 13 25 7 0

Pela Tabela 5.5, se percebe que as fases de construcao das heuristicas mostraram-se
eficazes em obter solugdes que sdo otimas em pelo menos 83% das instancias de Zsiimo.
Nesse quesito, a heuristica SG foi aquela que obteve melhor desempenho, com 100% de
éxito. Nos casos em que as fases de construgao foram incapazes de atingir o valor 6timo,
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as buscas locais apresentaram boa eficacia em aprimorar as solu¢oes construidas e atingir
o valor 6timo.

Agora, analisaremos os resultados obtidos para o conjunto Zyisvel = Z \ Zstimo. Para
cada uma das instancias desse conjunto, o valor 6timo nao é conhecido, mas existe ao
menos uma solugao viavel produzida por alguma das heuristicas. Note que |Zyizvel| = 559.

Verificamos que GR, WGR, RG e SG foram capazes de atingir os melhores valores de
solugao conhecidos para 531, 376, 412 e 545 instancias de Zisvel, respectivamente. Nesse
quesito, as heuristicas que GR e SG foram aquelas que apresentaram melhor desempenho,
obtendo o melhor valor de solucdo conhecido para 95.35% e 97.49% das instancias de
Teisvel, Tespectivamente. RG e WGR ficaram atras com taxa de sucesso de 73.70% e 67.62%,
respectivamente.

Para os casos em que as heuristicas nao produziram solug¢oes com o melhor valor
conhecido para as instancias de Z,swel, @ Tabela 5.6 apresenta, para cada heuristica, a
média, mediana e o desvio padrao das razoes entres os valores das solucoes produzidas e
os respectivos melhores valores conhecidos.

Tabela 5.6: Média, mediana e desvio padrao das razoes entre os valores das solugoes que
ficam aquém das melhores solucoes conhecidas e os respectivos melhores valores conhecidos
(para instancias de Zyisyel )-

| GR  WGR RG SG

Média 1.1693 1.1655 1.2515 1.0554
Mediana 1.2000 1.1667 1.2500 1.0427
Desvio Padrao | 0.0812 0.0909 0.1413 0.0416

De acordo com a Tabela 5.6, entre as quatro heuristicas, aquela que obteve as solu-
¢oes mais proximas do melhor primal, quando nao produziu solugoes com o melhor valor
conhecido, foi a SG.

A seguir, analisamos o desempenho das fases das heuristicas para as instancias de
T.iavel- Para cada heuristica, a Tabela 5.7 ilustra a quantidade de instancias para as
quais: alguma solucao com o melhor valor primal foi gerada pela fase de construgao em
ao menos uma iteragao; nenhuma solucao com o melhor valor primal foi produzida na
fase de construcao em todas as iteragoes; nenhuma soluc¢ao com o melhor valor primal foi
formada na fase de construcao, mas em ao menos uma iteragdo a busca local encontrou
solugao com o melhor valor conhecido.

Tabela 5.7: Desempenho das fases das heuristicas para as instancias de Zisyel.

GR WGR RG SG

# Melhor primal obtido na fase de construgao | 504 341 299 539

# Melhor primal nao obtido na fase de construgao | 55 218 260 20

# Melhor primal obtido exclusivamente por busca local | 27 35 113 6

Pela Tabela 5.7, se percebe que as fases de construcao das heuristicas GR e SG foram
aquelas que mostraram-se mais eficazes em produzir solugoes com o melhor valor conhe-
cido. Por outro lado, a pior das heuristicas nesse quesito, RG, alcancou 53% de efetividade
e, portanto, de modo geral, todas as heuristicas obtiveram bom desempenho. Nos casos
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em que as fases de construcao foram incapazes de atingir o melhor primal, as buscas lo-
cais apresentaram eficicia em aprimorar as solugoes construidas e alcancar solugoes com
o melhor valor conhecido.

Em resumo, todas heuristicas mostraram um desempenho muito bom no quesito de
atingir solucoes Otimas, ou proximas do valor 6timo, para as instancias de Zsiimo, mas
apenas as heuristicas GR e SG obtiveram alta taxa de sucesso na obtengao de solugoes
com melhor valor conhecido para as instancias de Z,s. Com base nesses experimen-
tos, concluimos que essas sao as duas melhores heuristicas entre as quatro nos quesitos
analisados.

Dessa maneira, prosseguimos com os testes estatisticos para determinar se ha DES
entre os valores das solu¢oes produzidas pelas heuristicas para as instancias de Z e quais
heuristicas produzem solugoes significativamente melhores que as demais. Em todos os
testes, utilizamos nivel de confianca de 95%.

Seguindo os passos previstos na Secao 5.3, conduzimos o Teste de Iman-Davenport
obtendo Fr = 24.6975 e valor critico igual a 2.6084. Como Fr é maior que o valor critico,
rejeitamos a hipotese nula e chegamos que existe DES entre os valores das solugoes obtidas
pelas heuristicas para as instancias de todo o benchmark Z. Adiante, aplicamos o Teste
de Nemenyi, cujo resultado é reportado pela Figura 5.27.

DC

—_
2 3
| |
SG RG
(2.29) (2.64)
GR WGR
(2.34) (2.73)

Figura 5.27: Resultado do Teste de Nemenyi.

Conforme ilustrado na Figura 5.27, a heuristica SG foi aquela que obteve o melhor
rank médio (2.29), seguida das heuristicas GR, RG e WGR. Além disso, ndo foi detectada
DES entre os valores das solugoes produzidas pelas heuristicas do par (SG, GR). O mesmo
se aplica ao par (RG, WGR). Para todos os outros pares, o teste revelou que existe DES.
Portanto, as heuristicas SG e GR foram aquelas que produziram solugoes significativamente
melhores para as instancias de Z.

A fim de corroborar o resultado do Teste de Nemenyi para SG e GR, aplicamos o Teste
de Wilcoxon para estas heuristicas, obtendo z = —1.1132. Como z > —1.96, nao é possivel
rejeitar a hipotese nula e, portanto, chegamos que nao foi detectada DES entre SG e GR.

Neste ponto, concluimos que embora todas as heuristicas tenham apresentado bom
desempenho quanto & obtencao de boas solugoes, os teste estatisticos demonstraram que
a qualidade das solugoes produzidas SG e GR sao significativamente superiores as demais,
mas estatisticamente indistinguiveis entre si com base nos seus ranks sobre Z. Portanto,
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avancamos para a proxima etapa do experimento, a fim de verificar o desempenho dessas
heuristicas nos quesitos de velocidade e robustez.

Nos implementamos o gerador de graficos mttt-plot proposto em [50] e, de maneira
analoga ao experimento relatado em [50], executamos as heuristicas GR e SG por 200 vezes
com cada instancia de Zjog. Para cada instancia, o alvo foi configurado como o piso de
1.1 vezes o valor da melhor solu¢ao conhecida. Cada execugao foi finalizada assim que o
alvo foi atingido.

A partir dos registros dos tempos das execugdes da heuristica GR, produzimos o gré-
fico mttt-plot apresentado na Figura 5.28. Cada ponto (z,y) do grafico representa a
probabilidade acumulada y da heuristica GR ter atingido os respectivos alvos para todas
as instancias de Zjgg0 em até x segundos. Para a producdo da Figura 5.28, 10* pontos
foram gerados.

Desse grafico, lemos que se conduzirmos execugoes sequenciais e tnicas de GR com
todas as instancias em Zjgyy, durante cerca de 1000 segundos ao todo, a probabilidade
de GR atingir todos os alvos definidos é muito préoxima de 1, o que nos da uma média de
apenas 33.3 segundos por instancia.

] S SRR SO A S AU
06 e e e e
T e e B ERRE SRR

e e e e TR

Probabilidade acumulada

: | |
0 200 400 600 800
Tempo (s)

Figura 5.28: Grafico mttt-plot para a heuristica GR com as instancias de Zyggg-

Similarmente, a Figura 5.29 mostra o mttt-plot para as execugoes da heuristica SG
com 10* pontos. Desse gréfico, inferimos que a probabilidade de SG atingir todos os alvos
definidos apos cerca de 45 segundos é muito proxima de 1, de onde se deduz uma média
de apenas 1.6 segundos por instancia.

Probabilidade acumulada

Tempo (s)

Figura 5.29: Grafico mttt-plot para a heuristica SG com as instancias de Zyggg-
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Considerando que o conjunto Zjggg contém as maiores instancias de Z, concluimos que
ambas as heuristicas provaram-se ser réapidas e robustas para as 840 instancias do nosso
benchmark. Ademais, de acordo com os resultados obtidos, a heuristica SG superou GR
neste quesito e, portanto, a elegemos como a melhor heuristica entre as quatro propostas.

A dltima etapa do experimento consistiu em executar SG com o conjunto de instancias
C' (apresentado na Secao 5.3). Em [21], os autores utilizaram esse benchmark para testar a
heuristica CGR ali proposta. No nosso experimento, removemos dos grafos originais todos
os vértices com grau igual a zero, assim como todas as arestas miltiplas. A heuristica SG
foi executada uma tunica vez com cada uma das 17 instancias, utilizando os parametros
calibrados da Tabela 5.3. No6s estabelecemos um tempo limite de execugao de 1 hora por
execucao®®.

Os valores das solucoes produzidas por SG sao mostrados na Tabela 5.8, onde uma
comparagao com os resultados produzidos pelo algoritmo CGR de [21] pode ser vista.
Verificamos que para as instancias Facebook e Karate as solu¢oes geradas pelo CGR tém
valores iguais as das produzidas pela heuristica SG. Para as demais 15 instancias, SG
produziu solugoes melhores que o algoritmo CGR. Adicionalmente, empregamos os nossos
modelos de PLI para as duas menores instancias do benchmark C, Karate e Jazz, e
verificamos que o valor 6timo de Karate é 3. Contudo, nao obtivemos o valor 6timo da
instancia Jazz e, nesse caso, o melhor primal conhecido é 13.

Tabela 5.8: Comparativo das melhores solugoes obtidas pelo CGR e SG.

Instancia V] |E| CGR SG
Amazon0302 [38] 262111 899792 36753 28879
BlogCatalog3 [59] 10312 333983 221 205
BuzzNet [59] 101163 2763066 141 126
CA-AstroPh [38] 18771 198050 2174 1913
CA-CondMat [38] 23133 93439 2901 2271
CA-GrQc [38] 5241 14484 897 781
CA-HepPh (38| 12006 118489 1610 1294
CA-HepTh [38] 9875 25973 1531 1179
Cit-HepTh [38] 27769 352285 2996 2548
Delicious [38] 536408 1366136 19568 13080
Douban [59] 154908 327162 4832 4079
Facebook [38] 4039 88234 10 10
Jazz [44] 198 2742 15 13
Karate [44] 34 78 3 3
Last.fm [59] 1191812 4519340 27403 5450
Power Grid [44] 4941 6594 1367 607
YouTube2 [59] 1138499 2990443 83469 38468

Para comparar o desempenho de nossas heuristicas com os resultados reais do algo-
ritmo CGR, tivemos que implementar o CGR, ja que o codigo-fonte original nao foi dispo-
nibilizado. Apesar de a maioria dos resultados relatados em [21] terem sido confirmados,

15Nos experimentos conduzidos em [21], os tempos das execugdes da heuristica CGR para as instancias
de C nao foram reportados.
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obtivemos o valor de solugao 221 para BlogCatalog3 com fun¢ao limiar ¢(v) = [0.5-d(v)],
enquanto que o valor da solugao de 99 (relatado naquele artigo) é, na realidade, atingivel
pelo CGR, mas com o emprego da fungao limiar ¢(v) = [0.4 - d(v)], conforme nossa co-
municacao com os autores. Da mesma forma, o valor de solugao 83469 para YouTube2
contrasta com o valor 33046 relatado em [21] e, infelizmente, nenhum esclarecimento pode
ser deduzido a partir dos dados contidos no artigo.

Portanto, podemos concluir que SG superou a melhor heuristica existente até este
momento para o PAP, com o conjunto C' de instancias compostas por redes sociais reais.
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Capitulo 6

Consideracoes Finais

Neste trabalho, objetivamos um estudo computacional do PAP com o intuito de produzir
novas técnicas eficazes para resolver o problema. Desenvolvemos trés técnicas de pré-
processamento de instancias, as duas primeiras formulagoes de programacao linear inteira
e quatro novas heuristicas para o PAP. A corretude dos modelos de PLI foi devidamente
demonstrada, assim como provas de corretude das técnicas de pré-processamento e heu-
risticas, acompanhadas de suas respectivas analises de complexidade. Com o intuito de
conduzir experimentos computacionais, produzimos também um novo benchmark de 840
instancias do PAP que simulam redes sociais reais.

Mostramos que, utilizando os modelos exatos, é possivel obter solugoes 6timas para
instancias do PAP com grafos de até 100 vértices. Além disso, 281 instancias foram so-
lucionadas de maneira exata. Para essas instancias, constatamos que as implementacoes
das heuristicas propostas mostraram-se eficazes em obter solugoes 6timas ou com valor
proximo do valor 6timo. Para as demais instancias, verificamos que as heuristicas GR e SG
foram aquelas que geraram mais solugoes com valor igual ao melhor valor conhecido.

Apresentamos ainda evidéncias de que mesmo nos casos em que o valor 6timo nao é co-
nhecido, os valores das solugoes produzidas pelas heuristicas consistem em bons limitantes
primais. Averiguamos também que, de modo geral, as fases de construcao das heuristicas
produziram boas soluc¢oes. Para os casos em que isso nao ocorreu, comprovamos que as
respectivas buscas locais foram eficazes em melhorar as solu¢oes construidas.

Por meio de testes estatisticos consagrados na literatura, verificamos que os valores
das solugoes produzidas pelas heuristicas GR e SG, para as instancias do nosso benchmark,
apresentaram diferenca estatisticamente significativa em relagao aos valores das solugoes
obtidas pelas demais heuristicas. Como tais heuristicas sao aquelas que produziram as
melhores solugoes, elegemos SG como nossa melhor heuristica devido ao seu desempenho
bastante superior ao da GR no teste de eficiéncia e robustez. Por fim, mostramos que SG
supera o algoritmo CGR (atual estado da arte) para um benchmark de instancias de redes
sociais reais da literatura [21].

Diante do que foi exposto, concluimos que os objetivos da pesquisa relatada nesta
Dissertagao foram alcangados.

Salientamos que a relevancia do conhecimento produzido neste trabalho nao esta res-
trita ao aspecto tedrico do problema. De acordo com [21]|, o mecanismo de propagagao
de informagoes adotado para o PAP é uma hipotese razoavel de como as informacoes se
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espalham, tendo em vista observagoes experimentais em redes sociais online descritas na
literatura. Além disso, com o crescimento significativo dessas redes (em escala e volume),
os temas relacionados a disseminacao de informagoes tém recebido cada vez mais atencao
da academia e da industria [45]. Dessa maneira, concluimos que o PAP esta diretamente
atrelado aos interesses e problemas do mundo real, assim como as abordagens que desen-
volvemos para resolvé-lo. Portanto, tais abordagens possuem potencial de aplicabilidade
em cenarios reais compativeis com o mecanismo de propagacao empregado no PAP.

Note que ¢é possivel estabelecer variantes do PAP para diferentes contextos. Suponha,
por exemplo, que a influéncia que um individuo u tem sobre outro individuo v pode ser
distinta daquela que v tem sobre u. Nesse caso, podemos definir uma versao do PAP em
que uma rede social é representada por um grafo direcionado e ponderado, de modo que
o peso do arco (u,v) quantifica a influéncia de u sobre v.

Em trabalhos futuros, pretendemos investigar variagoes do PAP tais como o exemplo
supracitado além de problemas relacionados como o PESP e o MESP (veja Secao 3.4).
Visamos também estudar uma versdo do TSSP, proposta em [28], na qual assume-se que
um disseminador propaga a informacgao somente durante um intervalo restrito de rodadas
consecutivas. Nesse caso, a modelagem de como a propagacao ocorre possui semelhancas
com o processo de contagio epidemioldgico de patdégenos. Para esses problemas, esperamos
que as nossas heuristicas e formulacoes produzidas para o PAP possam ser adaptadas ou
sirvam de ponto de partida para o desenvolvimento de novos métodos de resolucao.

Além disso, planejamos aprimorar os nossos algoritmos para o PAP e explorar novas
técnicas baseadas em outras meta-heuristicas bem sucedidas, conforme [29]. Adicional-
mente, planejamos conduzir uma investigacao de técnicas de identificacao de comunida-
des em redes sociais [9] com o intuito de criar métodos de decomposi¢io de instancias
do PAP. Finalmente, pretendemos fazer um estudo mais aprofundado dos modelos de PLI
propostos, utilizando abordagens de combinatdria poliédrica [57|, a fim de obter novas
desigualdades que fortalecam as formulacoes para que seja possivel obter solugoes exatas
para instancias maiores que aquelas aqui reportadas.
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Apéndice A

Prova Alternativa de NP-dificuldade do
PAP

A prova de NP-dificuldade do PAP apresentada neste apéndice é baseada em uma reducao
a partir do MDSP, exibida na demonstragao do Teorema A.1 abaixo. Dado um grafo nao
direcionado G = (V, E), dizemos que S C V & um conjunto dominante, se para todo
v €V vale que v € S ou Ju € S tal que {v,u} € E.

Problema 6 (MDSP). Dada uma instdncia composta por um grafo nao direcionado G =
(V, E), o objetivo do MDSP € encontrar um conjunto dominante de tamanho minimo.

Vé-se que qualquer conjunto dominante é uma solucao vidvel para o MDSP, mas somente
um conjunto dominante de tamanho minimo é uma solucao 6tima.

Sejam [ = (G = (V, E),t) uma instancia do PAP tal que Yv € Vit(v) = d(v) e S
uma solugao viavel de I. O Lema A.1 nos diz que a propagacgao do PAP a partir de S é
encerrada até a rodada nimero 2. O Lema A.2 afirma que ao final da propagagao iniciada
por S, todo vértice conhecedor que nao pertence a .S possui algum vizinho em S. Por fim,
o Teorema A.1 estabelece que o PAP é um problema NP-dificil.

Lema A.1. Se I = (G = (V, E),t) € uma instincia do PAP tal que Yv € V t(v) = d(v) e
S € uma solugao vidvel de I, entio Disg[S] = Disg[S, p] com p < 2.

Demonstragao. Sejam I = (G = (V, F),t) uma instancia do PAP tal que Vv € V t(v) =
d(v) e S uma solucao viavel de I. Pela defini¢ao do problema, temos que a propagacao do
PAP a partir de S é finalizada em alguma rodada p > 1, quando Disg[S, p] = Disg[S, p—1].

Agora suponha por absurdo que p > 3. Logo, Disg[S,p — 1] # Disg[S,p — 2| e,
portanto, existe v € V' tal que v € Disg|[S, p — 1] e v € Disg[S, p — 2]. Como v se tornou
disseminador na rodada p — 1 e t(v) = d(v), entdo Ng(v) C Disg[S, p — 2].

Além disso, como v se tornou disseminador na rodada p — 1, existe u € Ng(v) tal que
u € Disg[S, p — 2] e u & Disg[S, p — 3]. Como u se tornou disseminador na rodada p — 2
e t(u) = d(u), Ng(u) C Disg[S, p — 3].

Observe que v € Ng(u), logo v € Disg[S, p — 3]. Mas v & Dis¢[S, p — 2] e consequen-
temente v ¢ Disg[S, p — 3], contradi¢do. Assim, chegamos que p < 2. m

Lema A.2. Se I = (G = (V, E),t) € uma instancia do PAP tal que Yv € V t(v) = d(v) e
S € uma solugao vidvel de I, entao Vv € Cong[S]\ S temos que Ng(v) NS # 0.
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Demonstracao. Sejam I = (G = (V, E),t) uma instancia do PAP tal que Yv € Vit(v) =
d(v) e S uma solugao viavel de I. Como Vv € V t(v) = d(v), entao, segue-se do Lema A.1
que a propagacao do PAP a partir de S termina em uma rodada p com 1 < p < 2. Seja
veV, tal que v € Cong[S]\ S.

Se p = 1, entao Disg[S] = Disg|S, 1] = Dis¢[S, 0] = S. Todavia, Cong[S] = Disg[S] U
{u: Ng(u)NDisg[S] # 0} e, portanto, Cong[S] = SU{u: Ng(u) NS # @}. Comov & S,
v € {u: Ng(u)NS #0}. Logo, Ng(v) NS # 0.

Se p = 2, entao Disg[S] = Disg[S, 2] = Dis¢[5,1] = SU X, onde X = {u : |[Ng(u) N
S| > t(u)}. Porém, Cong[S] = Disg[S]U{u : Ng(u)NDisg[S] # 0} e, portanto, Cong[S] =
SUXU{u: Ng(u)N(SUX) #0}. Comov & S,ve Xouv e {u: Ng(u)N(SUX) # 0}.
Se v € X, entdo Ng(v) € S. Se v € {u: Ng(u) N (S UX) # 0}, entdo existe w € Ng(v)
tal que w € X ou w € S. Note que, como v ¢ S e Vu € Ng(v)t(u) = d(u), temos
Ne(v)N X =0 e, portanto, w € S.

Em ambos os casos, chegamos que Ng(v) NS # 0. ]

Teorema A.1. O PAP é NP-dificil.

Demonstracao. Seja I uma instancia do MDSP composta por um grafo nao direcionado
G = (V, E). A partir de I, construa uma instancia I’ = (G, t) do PAP, tomando t(v) = d(v)
para todo v € V.

Primeiramente, vamos mostrar que uma solucao S é viavel para I se, e somente se,
é viavel para I’. Tome uma solucdo S C V que é viavel para I, isto é, Vv € V vale
que v € S ou Ju € S, com {v,u} € E. Assim, V = SU{u : Ng(u) NS # 0} e,
portanto, Cong|[S]| = V, pois no PAP todo disseminador permanece nesse estado até o fim
da propagacao. Dessa maneira, S é vidvel para I’. Agora, tome uma solucao S’ C V
que é viavel para I, ou seja, Cong[S’] = V. Como Vv € Vt(v) = d(v), pelo Lema A.2,
Vo e V\S temos que Ng(v)NS" # (. Logo, Vv eV ve S oudues, com{v,u}l€E.
Portanto, S’ é viavel para I.

Mostraremos a seguir que uma solugao viavel S é 6tima para I se, e somente se, é
6tima para I’. Tome uma solucao S C V que é 6tima para I. Suponha por absurdo que
S nao é 6tima para I’. Entao, existe uma soluc¢ao 6tima S C V para I’ tal que |S’| < |S|.
Mas S’ ¢ viavel para I e além disso |S’| < |S|. Por conseguinte, S nao ¢ 6tima para I,
contradi¢ao. Agora, tome uma solugao S’ C V que é 6tima para I’. Suponha por absurdo
que S’ nao ¢é 6tima para I. Entdo, existe uma solucao 6tima S” C V para I tal que
|S”] < |S|. Mas S” é viavel para I’ e aléem disso |S”| < |S'], entdo S’ ndo ¢ 6tima para
I'; contradigao.

Assim, apresentamos uma reducao do MDSP para o PAP. Como o tamanho de I’ é
polinomial no tamanho de I, a construcao de I’ pode ser feita em tempo polinomial no
tamanho de G. Portanto, temos uma reducao de tempo polinomial do MDSP para o PAP.
Como o MDSP é um problema NP-dificil, o PAP também é NP-dificil. m
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